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W YBRANE SIECI N EURO NO W E I ICH ZASTOSOW ANIA

Streszczenie. Sieci neuronowe dzięki swoim cechom,takim jak  równoległość przetwarza
nia, zdolność do uczenia i generalizacji oraz odpoeność na uszkodzenie cieszą się coraz w ięk
szym zainteresowaniem  naukowców. Dzięki staraniom wielu osób przestają one być przed
miotem rozaw żań tylko teoretycznych , nie są  ju ż  tylko „sztuką dla sztuki”, a znajdują prak
tyczne zastosowania. Powstało w iele struktur sieci neuronowych. Część z nich naśladuje bio
logiczne pierwowzory. Istnieje jednak dylem at ,czy takie naśladownictwo nie da podobnych 
w yników  jak  starania ludzi w  naśladowaniu ptaków. Dlatego pow stają także sieci neuronowe, 
które jak  się obecnie wydaje, niewiele m ają wspólnego z biologicznym i sieciami. Artykuł ten 
przedstaw ia reprezentantów  tych dwóch rodzajów sieci neuronowych. Zawiera on także 
przykład zastosow ania sieci do rozpoznawania cyfr.

SELECTET N EURAL SETS AND THEIR APLICATIONS

Sum m ary. Distributed computing, ability to learn by example and genereralisation, fault 
tolerance are these features o f  neural networks w hich a great interest o f  scientists in this do
main. Because o f  w ork o f  many people artificial neural networks it is not only theory, it is 
also im plem entation. A lot o f  neural netw ork’s structures have been invented. Some o f  them 
try to follow  biological prototypes. The question is if  it is a correct way. The history o f  air
craft gave us example that som etimes artificial structures are belter. This paper presents 
exam ples o f  neural networks w hich belongs to the different categories. An example o f  imple
mentation in numeral recognition has been included.

W prowadzenie
Sieci neuronow e bardzo często wykorzystywane sa do zadań rozpoznawania obrazów. 

Schemat blokowy procesu rozpoznawania obrazów składa się z trzech elem entów (rys.l.): 

rejestratora, ekstraktora cech oraz klasyfikatora [9][14][16][27][34][38].

R y s.l .E lem e n ty  system u  rozpoznaw an ia  obrazów  
F ig . l .  he m od el o f  pattem  recogn ition
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Rejestrator jes t urządzeniem zamieniającym obraz wejściowy w sygnał, który następnie 

przetwarzany jes t przez maszynę. Ekstraktor cech wybiera tę część informacji z sygnału wej

ściowego, która niezbędna je s t do poprawnej klasyfikacji. K lasyfykator przypisuje określony 

zbiór cech do jednej z  wcześniej zdefiniowanych kategófii. W  ostatnim  okresie powstało i 

rozwinęło się w iele technik klasyfikacji wzorów w  różnych dziedzinach zastosowań. Wśród 

nich m ożna wym ienić teorię Bayesa, metody kwantyzacji wektorów, metody najbliższego 

sąsiedztwa. W  ciągu ostatniej dekady metody statystyczne odgrywały dom inującą rolę [7], 

Ostatnio jednak coraz większym zainteresowaniem cieszą się techniki wykorzystujące sieci 

neuronowe [4] [ 18] [20][24] [30][33].

Systemy z sieciam i neuronowymi można podzielić na dwie grupy. Pierwsza z nich wyko

rzystuje klasyczne metody ekstrakcji cech, a sieci neuronowe używane są  tylko jako  klasyfi

kator. Druga grupa wykorzystuje sieci neuronowe zarówno do ekstrakcji cech, jak  i do klasy

fikacji.

M ożem y wyróżnić cztery klasy systemów rozpoznawania opartych na sieciach neurono

wych:

- sieci typu back-propagation, które funkcjonują bądź jako klasyfikatory, bądź jako  kompletny 

system z w budow aną niezależnością na przekształcenia izomorficzne obraów  [1][3][29][31];

- Neocognitron, sieć hierarchiczna (kolejne warstwy analizują coraz bardziej;

- ART, sieć neuronowa oparta na teorii rezonansu adaptacyjnego[15];

- sieci hybrydowe, ekstraktor i klasyfikator realizowane są  przy użyciu sieci neuronowych, 

zwykle różnych typów  [5][8][17][19][25][26].

W  artykule przedstaw iono system wykrzystujący sieć neuronow ą hybrydow ą do zadania 

rozpoznawania cyfr pisanych odręcznie . System ten składa się z sieci neuronowej trzeciego 

rzędu [37] do ekstrakcji cech i sieci Learning Vector Quantization [23], działającej jako kla

syfikator. Zamieszczono także przykład sieci Radial Basis Functionss [25].

Sieci neuronowe wyższych rzędów

Sieci neuronowe wyższych rzędów powstały jako próba naśladowania działania prawdzi

w ych sieci neuronowych oraz narzędzie do rozpoznawania obrazów, niewrażliwe na trans

formacje obrazu [12][13][35][37][36], Rozwój tych sieci jes t jednak hamowany ich rozm ia

rami i kłopotam i z  realizacją sprzętową.
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A rgum entam i funkcji aktywnej sieci wyższych rzędów są iloczyny sygnałów wejściowych. 

Sygnał w yściow y ok m oże być zapisany w postaci:

°k=

gdzie: f[] funkcja aktywacji, 

Wjj. ik wagi połączeń, 

Xj sygnał wejściowy.

n-1 n-1 n-1
Z Z ... ZWiukXiXj-.x,
i=0 j=0 l=0

^k3

R ys. 2 . S posób  w yzn aczan ia  cech  zn ak ów  z  użyciem  s iec i neuronow ej 3 rzędu  
F ig . 2 . R ules for constructing  features vector by third order netw ork

Dla sieci neuronowej trzeciego rzędu sygnał wyjściowy opisany jes t zależnością:

Ok=f
n-1 n-1 n-1
Z Z Z WpXiXjX,
i=0 j=0 1=0

gdzie: fjj funkcja aktywacji, 

w ij lic wagi połączeń,

Xj sygnał w ejściowy.

Sieci neuronow e trzeciego rzędu m ogą dawać na wyjściu sygnał niezależny od trzech 

przekształceń obrazu: skalowania, przesunięcia i obrotu. Rysunek 2 ilustruje ,w jak i sposób 

m oże to być osiągnięte. Każdy zewzorów po szkieletowaniu jes t pokrywany trójkątami, któ

rych wierzchołki leżą  na kontuarze znaku. Trójkąty te podzielono na skończoną liczbę klas, 

które różnią się od siebie zakresem  m iar dwóch kątów wewnętrznych trójkąta a ,p .
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D la każdego rozpoznawanego znaku obliczana jest znormalizowana liczba trójkątów w 

każdej klasie. W ektor zawierający wymienione liczby jest wektorem cech używanym przez 

klasyfikator.

Obliczanie długości wektora cech

W zależności od przyjętej szerokości przedziałów klasyfikowanych trójkątów otrzymuje

my wektory cech o różnej długości. Spróbujmy określić tę długość w funkcji szerokości prze

działu.

Oznaczmy kąty w  trójkącie jako:cc,P,8. M uszą one spełniać zależność:a<P<8. Wyni-

71 71
ka z tego, iż: O x a <  — ,gdyż:a + p + a  = jr

Szerokość przedziału w została zdefiniowana tak, że:

gdzie W  I Q są  liczbami naturalnymi. 

Zatem:

k -ca < a -<(k + 1)co ,g d z ie :0< k < W -1

oraz

I • to < p -< (l + 1)co ; gdz ie: 0 < I < Q - 1

N a rys.3 przedstawiono możliwe klasy trójkątów dla 

danego co.

Trójkąty, których kąty spełniają w ymienione warunki, 

m ają dwa wierzchołki w  punktach A,B oraz wierzchołek 

mieszczący się w konturze BCD. Policzmy ile jes t takich 

trójkątów.

W konturze ABC znajduje się N ABC trójkątów:

A
a

N Ab c  = 2- I  ( Q - k) = 2• I  ( Q - k )  = Q
k=0 k=0 yR ys.3 . W yzn aczanie liczb y  k las trójkątów  

F ig .3 . C alcu lating the nym ber o f  classes
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Zatem  w konturze BCD mieści się N, trójkątów (czynnik 2 wynika z tego, iż rozróżniamy 

dw a trójkąty podobne , z których jeden  obrócony jes t o kąt p):

N  ,=  (Nabc • N acd) = 2Q —y —

Dla co = 7t/l 2 otrzym ujem y 32- elementowy wektor cech.

Istotnym problem em , jak i należy rozwiązać przy stosowaniu tego rodzaju sieci, jes t pro

blem kom binatorycznego wzrostu liczby połączeń wraz ze wzrostem rzędu sieci i rozmiare- 

m analizowanego obszaru. Jednym  ze sposobów zmniejszenia tej liczby połączń jest ograni

czenie obszaru okna, w  którym jest analizowany obraz. Analogię tego rozwiązania można 

znaleźć w  biologii. U  wielu ssaków, także u człowieka, siatkówka oka nie jes t jednorodna, 

dostarcza ona szczegółowych informacji o małych fragmentach analizowanej sceny. Identyfi

kacja kom pletnego obrazu wym aga szeregu ruchów  oka i koncentracji na w ielu fragmentach 

sceny.

Sieć learning vector quantization (lvq)

Sieć LVQ jes t sieciow ą im plem entacją klasyfikatora najbliższego sąsiedztwa [21][22][23]. 

K ażda klasa w przestrzeni cech reprezentowana jes t przez wektory kodowe.

Zbiór w szystkich w ektorów  kodowych tworzy tzw. książkę kodowa. N iech m, będzie wekto

rem należącym do książki kodowewej, który reprezentuje i-tą klasę w  przestrzeni cech. 

Oznaczmy przez mc w ektor kodowy m, leżący najbliżej wektora wejściowego x:

c = arg rnin|||x -  m j] . W artości wektorów kodowych m i; które minim alizują prawdopodobień

stwo błędnej klasyfikacji, znajdowane są  w iteracyjnym procesie uczenia.
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OUTPUT
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M IN -N E T  M IN -N E T  ^  . . .  ( ^  M IN -N E T  *) -?r

l _ r

R y s.4 . B u d ow a siec i L V Q  (d -w ym iarow y w ektor w ejśc iow y  i n klas)
F ig . 4 . Structure o f  the L V Q  netw ork

N iech x(t) i m;(t) będą odpowiednio wektorem uczącym i wektorem kodow ym  w dyskret

nej dziedzinie czasu. M ając dane wartości startowe mj możemy opisać przebieg uczenia 

LVQ1 następującym i równaniami:

mc(t+ l)  = m c(t) +  a(t)[x (t)- m c(t)], jeśli x i mc należą do tej samej klasy, 

mc(t+ l)  = m c(t)-a(t)[x(t)-m c(t)], jeśli x i mc należą do różnych klas, 

m i(t+ l)=  mj(t), jeśli i *c

0 < a ( t)< l, a ( t)  m ogą być stałe lub maleć monotoniczne w czasie.

W ykorzystywane są  także modyfikacje tego algorytmu: procedury LVQ2 i LVQ3.

W  LVQ2 modyfikow ane są  dwa najbliższe wektory z książki kodowej mi i mj. Jeden z nich 

musi należeć do tej samej klasy co wektor uczący x, a drugi do innej klasy. Ponadto x musi 

leżeć w tzw ..oknie, które znajduje się w  obszarze granicznym między mj i mj. Załóżm y, że dj i 

dj są  odpowiednio odległościami euklidesowymii x od mj i mr  M ówimy, że x znajduje się w 

oknie o szerokości w, jeśli:

A lgorytm  LVQ2 opisany jes t wzorami: 

mj(t+l)=m j(t) -a(t)[x(t)-m j(t)],
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mj(t+l )=mj(t)+a(t)[x(t)-m j(t)],

gdzie: m, i mj są  najbliższe x oraz x i mj należą do tej samej klasy, x i m, do różnych klas. 

Ponadto x musi leżeć wewnątrz okna.

Agorytm LVQ3 dany jes t wzorami: 

m i(t+1 )=m i(t)-a(t)[x(t)-m i(t)], 

mj(t+l)=m j(t) + a(t)[x(t)-m j(t)],

gdzie : ną i mj są  najbliższe x oraz x i mj należą do tej samej klasy, x i m, do różnych klas,

x musi leżeć w ewnątrz okna oraz:

mk(t+ l)= m k(t) + sa(t)[x (t)-m k(t)]

dla k e  {i j }, jeśli x,m |, i mj należą do tej samej klasy.

Opis systemu

System do rozpoznaw ania cyfr składa się z następujących części: sprzętu do akwizycji 

dsanych,m odułu przetewarzania wstępnego (filtracja, szkieletowanie), sieci neuronowej trze

ciego rzędu (ekstraktor cech) oraz sieci LVQ (klasyfikator)(rys.5).

R ys.5 . System  do rozpoznaw an ia  znaków  
F ig .5 . T he recogn ition  system
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K ażda z cyfr reprezentowana jes t przez mapę bitow ą o rozmiarach 16x16 punktów. Każdy 

piksel może przyjmować dwie wartości:0 i 1. N a rys.6 przedstawiono fragment zbioru z roz

poznawanymi cyframi.

2 Tt 5 6 / 5 0 ł. 7 <r s >5 i? 5 i) / 7 3 4 . 5 6 7
X ii. 5 6 *? 5 .9 r ?. .5 S £ 'f fi Gr tf i a 5 7 ? s

5 6 t 3 0 / :4- 5 7 e « 0 t g ił u «ś £ r s 0 •
7 $ 9 0 i t JJ 5 w r e; 0 ± 2 r 4 5 6 7 fi « 0 i z

3 0 a & 7 $ <? V t 2. 3 li. af 6 •/ 5 0 i. 3 A- i:
i z 3 H .7 i;* y <i .9 0 i 2 3 7 6 - 3 9 ii» .i. 3 ii. <e 7

3 ¿i 5 € 7 >5 9' A. / 2 3 £ y f, ? 0 ?. * .7 ft y « s7
5 6 y * 0 i 2~ 3 ii- ? <> 7 ż J f* 5 •/ 9 ę ri i
V o' ? A .• fi. j: i/ ir ó ) 3 ■y c i l 3 *> 5 o •y i? ■? 0 / 2 SC
<ł O /. 1 5 £ V 1 C) 0 / 2 3 * 5* ■i» 7 i? y 0 ? £ 9 V 5
! Z 3 # 6 r 5 y i 2 X V S 0 i 2 3 •? 3 9

J it * i fi y /t i 3 * 5 ft' </i  - . r  9 0 f 2. j 5 6’ */ V
>' s r $ «? Ą; 2 3 3 ć* / * 0 c- / «» y 9 5' ć r £ i/ 0 i

X 9 0 i 3 3 W 5 £ 7 £ 9 i z 3 "T 3 6' 7 V 0 l 2 Jv

R ys. 6 . Fragm ent zbioru z  od ręczn ie p isanym i cyfram i 
Fig. 6. A  fragm ent o f  the set o f  handwritten num erals

Dla każdego wzoru obliczane są, przy użyciu sieci trzeciego rzędu, wektory cech (rys.7). 

Dla przyjętej tolerancji co=7i/12 długość wektora cech wynosi 32.

R ys.7 . W ektory cech  dla d w óch  cyfr 8 
F ig .7 . Features vectors for tw o  d ig its 8

Obliczone wektory cech poddawane są  klasyfikacji przy użyciu sieci LVQ. Do uczenia 

sieci LVQ używane były algorytm y LVQ1.LVQ2 i LVQ3.
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K siążka kodow a sieci LVQ zaw iera 40 wektorów kodowych, każdy o długości 32. W celu 

redukcji rozm iarów  sieci trzeciego rzędu zastosowano okienkowanie obrazu na wejściu sys

temu. Przetestowano trzy rozm iary okien 16x16, 8x8 i 4x4 piksele.

Tabela 1 prezentuje osiągnięte współczynniki poprawnej klasyfikacji dla różnych rozm ia

rów okien.

Tabela 1

R ozm iar okna [liczba okien] Poprawne klasyfikacje

16 by 16,[1] 98%

8 by 8 , [4] 93%

4 by 4 , [49] 86%

4 by 4, [16] 77%

Sieć radial basis function (RBF)

Sieci RBF dokonują klasyfikacji korzystając z tzw. funkcji rdzeniowych, będących najczę

ściej funkcjami gaussowskim i [6][32j. Funkcje te umieszczane są  w węzłowych punktach 

przestrzeni w ejściowej. W ażone sumy wyjść funkcji rdzeniowych odw zorow ują przestrzeń 

w ejściow ą w  zbiór zdefiniowanych uprzednio klas. Sieć RBF składa się z warstwy wejścio

wej, warstwy zawierającej węzły z gaussowskimi funkcjami aktywacji oraz liniowej warstwy 

wyjściowej. Każdy w ęzeł warstwy ukrytej oblicza wartość funkcji gaussowskiej, której argu

mentem jes t odległość pom iędzy wektorem wejściowym a w artością średnią funkcji gaussow

skiej. Sygnał na w yjściu sieci jes t liniow ą kom binacją wartości wyjściowych warstwy ukrytej.

F ig .8 . R BF netw ork  architecture
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Sieć RBF realizuje funkcję f, która aproksymuje odwzorowanie:

f(*p)=yp d lap = l...P ,

gdzie: P jes t liczbą par uczących (xp myp).

M ożna to zapisać w  postaci: -*

A x)~ Y. a i<t>(||x -  Cif), i=0...I,
¡=0

gdzie:(I+ l) je s t liczbą węzłów w  warstwie ukrytej, c ( jest w artością średnią dla i-tego węzłaz 

funkcją gaussowską.

Funkcja gaussowska <j>(.) jest zdefiniowana:

*(!x -  cil)= '  ex{ - 1 (x -  ci)T s ~1(x -  cO(2n)  |S| ^

gdzie: d  - w ym iar w ektora wejściowego,

S - macierz kowariancji,

ISI - wyznacznik macierzy kowariancji.

Uczenie sieci RBF polega na:

- określeniu konfiguracji sieci,

- znalezieniu wartości średnich i macierzy kowariancji dla funkcji gaussowskich,

- określeniu wag połączeń pomiędzy warstwą ukrytą a wyjściową.

Bardzo w ażnym  etapem jes t ustalenie liczby węzłów w warstwie ukrytej oraz znalezienie 

wartości średnich (położenie środków funkcji gaussowskich). Do wyznaczenia tych param e

trów  wykorzystano algorytm analizy skupień.

Algorytm  analizy skupień [39]

1. Przypisz każdem u wektorowi uczącemu grupę.

2. Losowo ponumeruj grupy (K=1..C).

3. W ybierz pierw szą grupę (K =l).

4. Znajdź inną grupę należącą do tej samej klasy.

5. Połącz te dwie grupy i znajdź now ą wartość średnią.

6. Oblicz odległość dop od wyznaczonej wartości średniej do najbliższej grupy z innej klasy.

7. Oblicz odległość R  (promień danej grupy) od obliczonej wartości średniej do najdalszej gru 

py, która podlegała połączeniu (z tej samej klasy).
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8. Jeśli dop > aR  (gdzie a je s t stałą z przedziału < ł,3> ), połączenie dokonane w  kroku 5 jest 

akceptowane i przechodzim y do kroku 4 (wartość K odpowiada nowo utworzonej grupie, 

C—C -l). Jeśli w arunek dop > aR nie jes t spełniony .połączenie nie jest dokonywane i przecho

dzimy do kroku 4 (wartości KiC nie są  zmieniane). Powtarzaj algorytm od kroku 4 do 8 dla 

w szystkich grup, następnie zwiększ K o jeden.

9. Powtarzaj kroki od 4 do 8 aż spełniony będzie warunek K=C.

Efektem działania tego algorytm u jest znalezienie liczby funkcji gaussowskich oraz ich 

wartości średnich.

R ys.9 . W yzn aczanie m acierzy  kow ariancji 
F ig .9 . C ovariance m atrix estim ation

Następnie należy obliczyć macierze kowariancji.Kontur stałej wartości dla wielowymiaro

wej funkcji gaussowskiej tworzy elipsoidę w  przestrzeni wielowymiarowej. Jej kształt zależy 

od macierzy kowariancji. Należy tak dobrać param etry macierzy kowariancji ,aby:

- osiągnąć jak  najw iększą generalizację,

- obszary wspólne d la funkcji gaussowskich reprezentujących różne klasy były jak  najm niej

sze.

Dobór param etrów  macierzy kowariancji odbywa się przy wykorzystaniu wektora uczące

go należącego do przeciwnej klasy,który leży najbliżej danej wartości średniej.

M acierz kow ariancji m oże być zdekom ponowana do postaci:

S =  Q A Q \

gdzie wartości w łasne i wektory własne macierzy kowariancji są  odpowiednio wartościami na 

przekątnej macierzy A i kolum nam i macierzy Q. Do znalezienia wartości własnych i wekto

rów  w łasnych macierzy kowariancji wykorzystano procedurę ortogonalizacji Gramma-
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Shmidta. W ektory własne określają kierunki osi elipsoid, a pierwiastki wartości własnych ich 

długości.

Rozpatrzm y przypadek dwuwymiarowy.

Wyznaczanie param etrów  macierzy kowariancji (rys. 9)

1. Znajdujem y najbliższy do Cj (cr  watość średnia dla i-tej funkcji gaussowskiej) wektor 

uczący należący do innej klasy (oznaczmy go jako ą ).

2. W yznaczam y pierw szą oś:

b i = a r c i . e i = -  j ^ |  .

3. Szukamy pozostałych wektorów uczących nie należących do danej klasy, których rzuty

na kierunek ej są  m niejsze niż ||b |||. W ybieramy spośród nich ten,który ma najkrótszą nor

m alną do C| (oznaczam y go jako a2). Druga oś wyznaczana jes t na podstawie wzorów:

b 2 =  (a2- C|) - e ,T(a2- C;) e , , e2 =
II 2||

Dla M -wym iarowego przypadku procedura ta jest powtarzana dotąd,aż znalezionych zo
stanie M  osi. Zatem:

j-i t  b :
b j =  (a j - c i) -  1 e (a j - c i)ek,e j = r i  ,

k j
ponadto:

®(aj -  c i)||^llbkll dla k = l,2 ,...j-l (rzut mniejszy od ||bk ||),

||bj || nie może być zere ; jeżeli zachodzi taki przypadek ,to uwzględniany jest drugi najbliższy 

wektor uczący z klasy przeciwnej. W agi a, łączące warstwę ukrytą z w yjściow ą wyznaczane 

są  za pom ocą jednej z  metod optymalzacyjnych.

Przeanalizujmy proces sieci oraz jej działanie na przykładzie. W ygenerujmy dwuelemento- 

we wektory w ejściowe ,które należą do trzech klas o rozkładach norm alnych z  zadanymi 

wartościami średnimi i wariancjami (rys. 10).
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-1 -0 .5  O 0 .5  1

R ys. 10. R ozkład  g ęsto śc i praw dopodobieństw a  
F ig . 10. D istribution o f  the input vectors

Odpowiednio wartości średnie wynoszą: c, =  (0,0,5), c2=(-.0,5,-0,5),c3 = ( 0 . 8 , - 0 , 8 )  a 

wariancje ct=(0.2,0.2), ct2=(0.2,01),ct3=(0.1,03).

Tak przygotowane wektory wejściowe użyto w  algorytmie analizy skupień i algorytmie 

w yznaczania macierzy kowariancji. W efekcie dobrano trzy węzły w  warstwie ukrytej o na

stępujących param etrach funkcji gaussowskich:

r t _  ( 0 .0 2 4 4 5 3 )  O- ( 0 .0 8 9  - 0 . 0 0 4 )
( 0 .5 1 0 7 9 8 )  -  ( - 0 . 0 0 4  0 .0 7 8 7

r o  _  ( - 0 4 8 1 1 5 4 )  c o  _  (0 .1 1 7  -  0 .0 2 4 )
( - 0 .5 0 1 9 1  o j  -  ( - 0 . 0 2 4  0 .0 6 7  )

r , . _  ( 0 .7 8 8 8 6 4 0 )  _  ( 0 .0 9 6  -  0 .0 1 6 )
( - 0 .8 0 7 5 3  )  - ( - 0 . 0 1 6  0 .0 6 2 )

M ając w yznaczone param etry warstwy ukrytej, dobierzmy wagi połączeń do warstwy wyj

ściowej. N adajem y poszczególnym  klasom wartości yp : 1,2, i 3. M inimalizując błąd średno- 

kwadratowy:

E  =  l [ f ( x p ) - y p ]2

otrzym ujem y następujące wartości w ag:a,=0.699, a2=1.296, a3=1.824.
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N a rys. 11 przedstawiono odwzo

rowanie wektorów wejściowych w 

sygnał wyjściowy. Przedstawione 

akgorytmy analizy skupień i doboru 

parametrów węzłów w warstwie ukry

tej poprawnie skonfigurowały sieć 

RBF. Otrzymane rezultaty potwierdzi

ły przydatność zaproponowanej sieci 

neuronowej do zadań klasyfikacyj

nych.
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A bstract

Interest in neaural netw orks is rapidly growing and several neural network m odels has been 

proposed for various difficult problems, especially classification problem s.This paper presents 

three different kinds o f  artifical neural networks i.e. a third order neural network, Learning 

V ecctor Q uantization netw ork and Radial Basis Function network. An exam ple o f  implem en

tation in num eral recognition has been included. The third order neural netw ork has been 

used as a  feature extractor, the LVQ network has been utilised as a classifier. The RBF ne

tw ork has been presented as well. A uthor proposed network configuration algorithms which 

find a num ber o f  hidden nodes and and thier param eters for the RBF network. The perfor

mance o f  the RBF netw ork has been presented by a classification task. Experim ents confir

med usefulness o f  the artifical neural networks. Obtained results w ere as good as could be 

expected.


