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Wstep

Opracowanie wybranych koncepcji zastosowan narzedzi sztucznej inteligencji
do zadan optymalizacji, dystrybucji, transportu, szyfrowania etc. i przedtozenie
uzyskanych rezultatéw studentom, adeptom nauki i pragmatykom, to cel jaki
przySwieca autorom monografii. Mamy nadzieje, ze zaprezentowane rozwigzania
zainspirujg czytelnikdbw do S$miatych poszukiwan w rdznych dziedzinach zycia
zjawisk, ktdre bedac nieopisanymi lub opisanymi w sposéb nie dos¢ prosty mogtyby
zaistnie¢ w modelach genetycznych lub neuronowych. Badanie efektywnosci
wykorzystania narzedzi sztucznej inteligencji to zadanie, ktdrego rozwigzanie da
wyktadnie ich przydatnosci. Ponadto stanowi¢ moze krok zardwno w dziedzinie
penetracji réznych zadan i zjawisk jak i w poszukiwaniu konkretnych mechanizmoéw
odnoszacych sie do szczegotéw realizacji operacji genetycznych i neuronowych
rozwigzan. Mamy nadzieje, ze wybrana tematyka zaprezentowana jest przystepnym
jezykiem i w sposéb klarowny i zrozumiaty, nawet dla os6b nie wtajemniczonych w
detale budowy i algorytmicznej funkcjonalnosci narzedzi sztucznej inteligencji,
ujawnia gtowne koncepcje i idee ich powstania. Ksigzka nie jest przewodnikiem ani
opracowaniem wprowadzajagcym do zagadnien sztucznej inteligencji, mamy natomiast
tutaj do czynienia z prébg zainspirowana wyobrazni czytelnikéw, ktorzy posiedli
podstawowg wiedze o algorytmach genetycznych i sieciach neuronowych. Zabawa w
pomysty prowadzi do poglebiania wiedzy, a takze praktycznego doswiadczenia w
zakresie tworzenia algorytmow i implementacji programowych. Jest to jednoczes$nie
odwotanie sie do praktycznie nieograniczonych narzedzi w rdznych sferach
dziatalnosci ludzkiej. Mozna na przyktad tworzy¢ neuronowy model intuicji,
przewidywania i strategii optymalnego zachowania wraz z elementami
samodoskonalenia. Praktycznie rzecz biorac nie znajdziemy dziedziny gdzie nie mozna
by siegna¢ do narzedzi sztucznej inteligencji. Zyczymy wiec czytelnikom przyjemnej
zabawy i zachecamy do =zasilenia grona twdércow i Kkreatorbw rozwiazan
wykorzystujacych algorytmy genetyczne i sieci neuronowe.

1.Genetyczna koncepcja wykorzystania rozproszonych zasobéw

W rozdziale podjeto probe wykorzystania genetycznych algorytméw do
usprawnienia wykorzystania zasobéw konwersyjno - pamieciowych sieciowego
Srodowiska rozproszonego do zarzadzania dystrybucjg proceséw. Algorytmizacja
dystrybucji ma na celu zblizenie sie do rozwigzania optymalnego, za$ wykorzystanie
takiego algorytmu bedziemy traktowali jako wspomaganie decyzji o0 miejscach
realizacji procesow w danej konfiguracji sieciowej. W czeSci opisowej siec
komputerowg bedziemy traktowali jako graf skierowany G = (V,E) o nieujemnych
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przepustowosciach krawedzi c(u,v), gdzie (u,v) to dowolna krawedz grafu G. Ponadto
graf ten, ktdry mogtby by¢ traktowany jako sie¢ przeptywowa z wieloma wejsciami i
wyjsciami [10] posiada pewne specyficzne wiasnosci. Problematyka poruszona w
pracy dotyczy zdefiniowania funkcji przystosowania oraz organizacji procedur
genetycznych, ktore bedg dostosowane do specyfiki srodowiska rozproszonego. Celem
dziatan dystrybucyjnych jest takze minimalizacja kolizji tj. sytuacji jednoczesnego
dostepu do tgczy i elementow przetwarzajgcych.

1.1 Opis zasob6w procesowych i konwersyjnych $srodowiska rozproszonego

Srodowisko rozproszone mozna opisaé jako sie¢ przeptywowa [12] o wielu
wejsciach i wyjsciach G(V,E), w ktdrej kazda krawedZ ma nieujemng przepustowos$¢
c(u,v)>0, ktoérg mozemy uzna¢ za wielko$¢ statg i dwukierunkowg (jednak
wykluczajgcg jednoczesny dwukierunkowy, a nawet jednokierunkowy tranzyt). Na
rys. 11 jest przedstawiona przyktadowa struktura rozproszona.

Rys. 1.1 Sieciowa struktura rozproszona, gdzie Vi - wezet sieci, Fi-j/Pi-j - charakterystyka taczy
(krawedzi grafu) - przeptyw/przepustowos$¢ (oddzielone separatorem , /)



Kazdy wezet sieci charakteryzuje sie nastepujgcymi parametrami: moc
obliczeniowa (Pw), zasoby dostepnej, lokalnej pamieci (M) oraz stopien zajetosci
jednostki obliczeniowej (Sz). Stopien zajetosci mozna, z pewnym przyblizeniem,
przedstawi¢ zaréwno jako zmniejszenie mocy obliczeniowej oraz zmniejszenie
zasobow pamieciowych Sz = APw & AM, gdzie & oznacza tacznik skiadowych
ztozonego parametru. Elementami wejsciowymi w strukturze sieciowej sa procesy o
okreslonej  ztozonosci (Z), ktéra sklada sie z komponentdw czasowych
i pamieciowych. Decyzje dystrybucyjne polegajg na skierowaniu procesow do
jednostek przetwarzajagcych. Decyzje, w uproszczonej interpretacji, mogg miec
charakter strategiczny tj. uwzgledniajgcy optymalng dystrybucje w pewnym przedziale
czasowym lub biezacy uwzgledniajgcy aktualne potrzeby w zakresie przetwarzania.
Roéwniez pojecie optymalnosci dystrybucji moze by¢ zdefiniowane na rézne sposoby,
mozna na przyktad dazy¢ do minimalizacji czasu realizacji wszystkich zadan lub
minimalizacji zajetosci jednostek przetwarzajgcych, minimalizacji zajetosci zasobow
pamieciowych albo tez minimalizacji przesytow komunikacyjnych. W strukturach
rozproszonych o charakterze rozlegtym nalezy uwzgledni¢ przepustowosci (P) oraz
wielkosci przesytanej informacji (przeptywy - F). Dane $rodowiskowe mozna wiec
podzieli¢ na dwie grupy: dane dotyczace posiadanych zasobdéw przetwarzajgcych i
wspomagajacych i dane dotyczace proceséw, ktére majg by¢ zrealizowane (rys. 1.2.).

ZASOBY: PROCESY:
ZH . Zt2 , e L ZtK
Zml .Zm2 s
Lsl .Ls2 LsR
Lei .Le2 , | .LeK

N - ilos¢ procesoréw,

K-ilo§¢ proceséw,

Zt-ztozono$¢ czasowa procesu,

Zm,-ztozono$¢ pamigciowa procesu,

Ls - lokalizacja wej$ciowa procesu,

Le - lokalizacja wyjsciowa procesu tj.
miejsce jego rozdystrybuowania .

Rys. 1.2. Koncepcja struktury parametrow srodowiska rozproszonego



Celem dalszych rozwazan bedzie tworzenie modeli optymalizujgcych
procedury dystrybucji proceséw w $rodowisku rozproszonym.

1.2 Koncepcje funkcji przystosowania

Funkcje przystosowania nalezy odnie$¢ do funkcji celu oraz dostosowac ja do
postaci parametrow dystrybucji. Wybor funkcji celu zalezy od wielu towarzyszacych
okolicznos$ci zwigzanych miedzy innymi z

rozrzutem ztozonosci czasowej i pamieciowej zadan,

iloscig przesytanych danych,

rozproszeniem mocy obliczeniowej poszczegolnych weztéw sieci,

zroznicowaniem przepustowosci poszczegolnych faczy.
Jedng z koncepcji wykorzystywanych przy kreowaniu funkcji przystosowania jest
dystrybucja zadan stosownie do ich ztozonosci i z uwzglednieniem mocy
obliczenioxvej oraz zaspb(’)w pamieciowychajednostek (weztdéw) przetwarzajacych:

FPO = Qp X | Ztilgima - Rwi/Pwmax | + QmX | Zmj/Zmpax;,, MUMmax| min ¢ "
i=1 i=1 ’

gdzie
FPO - bazowa funkcja optymalizacyjna dla tworzenia funkcji przystosowania,
Qp - wspotczynnik uwzglednienia ztozonos$ci czasowej,
Qm - wspotczynnik uwzglednienia ztozonosci pamieciowej,
i - numer jednostki przetwarzajgcej,
j - numer procesu przypisanego do i- tejjednostki przetwarzajgcej
j=12,....K(K<N).

W  zamysle, przy wyborze funkcji bazowej (1.1) do budowy funkcji
przystosowania, oparto sie¢ na zatozeniu, iz optymalne dostosowanie ztozonosci
procesu do mocy konwertera wptynie na realizacje kompleksu zadan w najkrétszym
czasie. Zatozenie to jednak moze okazac sie nieprecyzyjne lub nawet niestuszne na
przyktad przy duzym rozrzucie mocy obliczeniowej. W takiej sytuacji realizacja
dwdch lub nawet kilku proceséw przez jeden z procesoréw o znacznie wiekszej mocy
moze okaza¢ sie efektywniejsza i szybsza. Roéwniez w przypadku kiedy liczba
procesoOw przewyzsza liczbe procesorow (K > N) pewne jednostki przetwarzajace
bedg wykonywaty wiekszg liczbe proceséw niz inne. W takiej sytuacji nalezy
wprowadzi¢ do formuty (1.1) sktadowe dotyczgce stopnia zajetosci procesora.



N a
FPO = QR E {1ZUZimis- [Fuh-S ABW FRumas } +
1= .

N ",
+Q.WV,2I{I€VW/§.WM$- [Mi-lslAMlllbmm} -> min (12)

1= =

I*j

gdzie qi - dtugos¢ kolejki do i-tego wezta przetwarzajgcego,
APw, AM - sktadowe stopni zajetosci przez poszczegdlne procesy.

Oszacowanie parametrow APw, AM mozna przeprowadzi¢ na rézne sposoby.
Na przyktad wykorzystanie technik normalizacyjnych mozna odnies¢ do Sredniej
mocy obliczeniowej, sumarycznej mocy obliczeniowej albo tez maksymalnej mocy

jednego z weztdw sieci.

K N
2 za * S pwlM (1.3)
j-1
K N
Eztj * S Pwl (dla dowolnych K) (1.4)
i=1 1=1
K N

ARwi = ZA/E ZH * 2 Pwmex (dla srednich K (1-5)
j=I 1=1 i matego rozrzutu mocy obliczeniowej )

Parametr K szacowany jest odnosnie liczby weztow sieci N (uwaga dotyczy
rekomendacji w nawiasach w formutach 1.3, 1.4, 1.5).

Ostatnia koncepcja zaktada uwzglednienie przepustowosci oraz przeptywow
informacji.

Odniesienie przeptywajacej informacji do przepustowosci danego tacza
stanowi parametr rozproszenia danych. Aby opisa¢ stan rozproszenia informacji w
skali  calej struktury sieciowej mozna wykorzysta¢ warto$¢  wariancji
znormalizowanych przeptywow co przedstawi¢ mozna nastepujgco:
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n a

V = 1IN2£ £ (Fi-jlPy - A»(FIP))2 (1.6)
i=l j=I

gdzie V - wspdtczynnik rozproszenia przesytanej infonnacji w sieci,

Av(*) - Srednia wartosci obliczonatylko dla tgczy aktywnych,

Fi-j/Pi-j - znormalizowany przeptyw od wezta ,i” do wezla ,j”; warto$¢ ta
jest réwna zeru jezeli miedzy punktami nie istnieje tgcze lub jesli jest ono nie
wykorzystane (lgcze nieaktywne).

We wzorze (1.6) miast $redniej mozemy uzywac wartosci absolutnych. Tak
czy inaczej wspoétczynnik V w sytuacji optymalnej dystrybucji winien osiggna¢
warto$¢ minimalng. Mozna wiec bez skruputéw dotgczy¢ ja do struktury funkcji
przystosowania, a ostatecznajej posta¢ przybierze nastepujaca forme:

N qi
FPO:VQIQZ (| gh/Ztmax - [Pwi -E ARWH /Bwmax |} +
i=1 1=1
H 9
+Qm£E (|Zmj/Zmmax - [M iij:‘1 AM1] /Mtnax |} + min (1-7)
17]
n 8 .
+ 1/N2E E (Fi-ilpj;j - Av(F/P))2 min .
i-1 j=I

W wyrazeniu (1.7) uwzgledniono zaréwno zlozono$¢ obliczeniowg
wejsciowych proceséw, zajeto$¢ procesorow jak i przeptyw informacji po tgczach o
réznych przepustowosciach.

1.3 Koncepcja kodowania struktury chromosomu

W proponowanym podejSciu zaktadamy, iz w chromosomie bedzie
odzwierciedlone wejscie procesu do sieci i droga do procesora realizujgcego proces.
Pozostate pola moga byé wylagczone z przetwarzania genetycznego badz moga
stanowi¢ uzupetniajgce weryfikowanie wymiany genetycznych informaciji.



0 0 0 id3 7 2 0 9 4 12

partycja nrl partycja nr 3 partycja nr 14

Rys. 1.3 Struktura chromosomu w wersji uproszczonej tj. bez weryfikacji stanéw
przejsciowych

Na powyzszym rysunku aktywnymi partycjami sa wytgcznie te, ktore
powigza¢ mozna z wejsciowymi procesami. Przyktadowo partycja nr 1 jest
wytaczona, poniewaz zaden proces nie zostat wygenerowany (wprowadzony,
wyindukowany) w wezle nr 1. Partycja nr 3 jest aktywna, poniewaz w 3-cim wezle
sieci pojawit sie proces o identyfikatorze id3, ktory zostat skierowany do procesora w
wezle 2 - gim, a przestanie jest realizowane poprzez wezet o numerze 7. W wezle 14
wygenerowano proces o identyfikatorze id14, ktory poprzez wezty 9, 4 dociera do
procesora w wezle 12. Jesli w okreslonych wezlach pojawia sie tylko po jednym
procesie to jako identyfikatorow proceséw mozna uzy¢, numeréw weztdw. Diugosc¢
partycji okreslamy w nastepujacy sposéb LP = Lid + max {Lpath}, gdzie Lid -
dtugos¢ kodu identyfikatora procesu, Lpath - dtugos¢ drogi od wezta wejSciowego do
wezta realizujgcego dany proces (wyrazona w wezlach). Catkowita dtugosé
chromosomu bedzie wiec réwna N*LP.

Pierwsze wykorzystanie kodowania systemu bedzie miato miejsce przy
generacji populacji poczatkowej. Algorytm takiej generacji przedstawiono na rys. 1.4.
Dziatanie algorytmu rozpoczyna sie od okres$lenia weztow, w ktérych pojawiajg sie
procesy wejsciowe. Nastepna faza generacji to tworzenie trajektorii przesytu procesu
do wezta docelowego. Po kazdorazowym przejSciu miedzy kolejnymi weztami
sprawdzamy czy zgodnie z zadanym prawdopodobienstwem pk aktualny wezet bedzie
weztem docelowym. Procedura przesylu proceséw bedzie sie powtarzata do momentu
kiedy ostatni z proces6w nie dotrze do wezta realizacji. W taki sposob zostanie
utworzony pojedynczy chromosom.

Po wygenerowaniu populacji bazowej relizujemy klasyczne operacje
genetyczne. Do dalszej analizy wybieramy w drodze selekcji osobniki najlepiej
przystosowane (1.7), tworzac jednocze$nie podpopulacje, ktorej cechag bedzie
obecno$¢ dodatkowych osobnikow wygenerowanych wedtug algorytmu (rys. 1.4.).

Objasnienia do rys. 1.4:

Lpop - wielkos¢ populacji

i - numer osobnika w populacji

Wej - numer wezta z wejsciowym procesem

Cis - s-ty gen i-tego chromosomu

Vj - liczba dotgczonych weztdw do wezta o numerze: j
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T - wskaznik zakonczenia przesytu procesu
pd, pp - pomocnicze zmienne losowe
njr - numer ,mijanego” wezta ( przez j - ty proces)

<M =)t >-

Rys.1.4. Algorym generowania populacji
1.4 Procedury genetyczne i ocena przystosowania

W zestawie opracji genetycznych wykorzystano jedynie krzyzowanie, jako ze
inwersja genu tutaj reprezentowanego jako partycje opisujgcg przemieszczenie procesu

n



z pewnoscig mogtaby naruszy¢ topologiczne powigzania danej sieci. Mutacje za$
przeprowadzimy tak by nowe geny nie zmieniaty topologii sieci co zrealizujemy
poprzez wprowadzenie do nowej populacji nowych osobnikow w skali pm*100%. Nie
bedzie to mutacja w klasycznym rozumieniu lecz jedynie ,przyptyw Swierzej krwi”.
Wracajac do krzyzowania, to z pwadopodobienstwem per dla losowo wybranego
punktu (lub punktéw) krzyzowania obejmujacego cale partycje przeprowadzamy
zamiane czesci chromosomow [1,10]. Przeptyw informacji genetycznej ilustruje
schemat na rys. 1.5.

Rys. 1.5. Schemat przesytania informacji genetycznych

Whioski:

1 Zysk rozumiany jako skr6cenie czasu przy zastosowaniu optymalizacji
genetycznej jest tym wiekszy im wieksza jest ztozono$¢ struktury sieciowej
(zaleznos¢ quasi-liniowa).

2. Wiaczenie do podpopulacji nowych osobnikéw ma zapewni¢ szanse lokalizacji
globalnego optimum nawet po znacznym stopniu zagtebienia w optimum
lokalnym.

3. Funkcja przystosowania w duzym stopniu korzysta z bazy opisujgcej stan,
charakterystyki i topologie sieci. Rowniez klasyczne metody optymalizacji w
podobnym stopniu korzystaja z takiej bazy.

2. Wykorzystanie operacji genetycznych do prognozowania gospodarczego

Prognozowanie polega na okre$laniu wartosci parametru przy jednoczesnym
zachowaniu statosci lub tendencji zmian wybranych charakterystyk. Jednoczesnie
istniejg kryteria oceny jakosci prognozy. Fakt ten sugeruje celowo$¢ poszukiwania nie
tyle innych metod prognozowania (charakteryzujgcych sie lepszymi cechami
jakoSciowymi) ile w ramach danej metody innych parametrow funkcji prognostycznej.
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Takg mozliwos$¢ zapewni nam iteracyjnos$¢ procedur genetycznych. Inng zaletg metod
genetycznych jest ich elastycznos$¢ jezeli chodzi o posta¢ ftinkcji przystosowania oraz
mnogo$¢ form funkcji prognostycznych, z ktorych mozna wytoni¢ najbardziej
adekwatnie opisujgcg badane zjawisko [10].

2.1 Genetyczne formowanie funkcji prognostycznej

Klasyczne metody prognozowania wykorzystujg charakterystyki i parametry
funkcji zaleznos$ci utworzonej dla poprzedzajgcych okreséw [3]. Podejscie takie jest
oczywiscie uzasadnione jesli chcemy wykorzysta¢ w prognozowaniu charakter, trendy
i wiasnosci korelacyjne wystepujgce w badanym zjawisku. Jednakze spos6b
odwzorowania cech charakterystycznych w prognozie pozostaje zagadnieniem
otwartym. Wykorzystanie chromosomoéw do zapisu funkcji zaleznosSci badanego
zjawiska jest jednocze$nie wykorzystaniem wilasciwosci zapisu genetycznego.
Przyktad takiego zapisu funkcji przedstawiono na rysunku 2.1.

F(t)

Chromosom 1998
Chromosom 1999
Chromosom 2000
Chromosom 2001

Chromosom 2002

Rys. 2.1. Wykres funkcji zaleznosci ) oraz prognozy ( ) na bazie chromosomow (metoda
usrednienia z dwoch poprzedzajacych okresow)

W powyzszym przyktadzie prognoza okreslana jest jako Srednia arytmetyczna
wartosci uzyskanych w dwu (lub Kkilku) poprzedzajacych okresach (P(t+1) = (P(t) +
P(t-1))/2). Pozostaje kwestia organizacji przebiegu operacji genetycznych w zaleznosci
od ilosci uwzglednianych w u$rednieniu znaczen (wartos$ci) z poprzedzajacych
okresow. Znalezienie algorytmu winno uwzglednia¢ specyfike i S$rodowisko
genetyczne oraz techniki wykorzystywane w realizacji operacji genetycznych.

W pierwszej wersji proponowana jest seria operacji genetycznych o
charakterze przyrostowym. Nie beda to operacje przypominajgce algorytm
krzyzowania, mutacji czy inwersji. W tej wersji kolejne warto$ci prognoz nie zalezg od
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prognoz dotyczacych poprzednich okreséw lecz tylko od rzeczywistych danych z
tychze okreséw. Opis przyrostowej operacji genetycznej przedstawiono na rys. 2.2

Przyrost genetyczny

i= 1(1) T

T ~ H
Y —random (0,1

end

AP = round(Y*(ch(t-i+ 1)- ch(t- i)))

P(t+1)= P (t+ 1)+ AP P(t+ 1)= F(t)+AP

Rys. 2.2. Algorytm przyrostowej operacji genetycznej, gdzie T - ilo$¢ okreséw
poprzedzajacych uwzglednianych w prognozie, AP - przyrost warto$ci prognostycznej, ch(tr) -
dtugos¢ chromosomu odpowiadajgcego wartosci rzeczywistej z okresu tr, P(t+1) - warto$¢
prognozy dla okresu (t + 1)

Przebieg realizacji serii przyrostéw mozna opisa¢ w nastepujacy sposob:

(1-sza iteracja)

p =a, (F(t-i)-F(t)) + F(t) = (1- 3,)F(t> + a, F(t-i)

(2 - ga iteracja)

P=¢2(F(t-2) - F(t-1)) + (1- ")F(t) + &, F(t-1) = (1-a.) F(t) + (a, - ")F (t-1) + a2 (t-2)

14



(3 - cia iteracja)
P =4s(F(t-3) - F(t-2)) +(1- a,) F() + (e, - e9F(t-1) + "F(t-2) = (1- a.) F(t) + (£, -
AQF(t-1) + (42-M)F(t-2) + ~F(t-3)

(n-ta iteracja)
P = £n(F(t-n) - F(t-n+1)) + (1- ¢,)F(t) + (4, - M)F(t-1) +... + NF(t-n+2) + 0 F(t-

n+l) = (1- ¢,)F(t) + (4, - M)F(t-1) + fe- £3)F(t-2) +... + &n-r e, )F(t-n+l) + ’\nF(t-n( )
2.1
Stad
n-1
P(n) - F(t) - g,F(t) + *rF(t-n) + Z& - M)F(t-0) (2.2)

i=l
gdzie n- giebia prognostycznego Sledzenia czyli liczba okresow poprzedzajacych
uwzglednianych w prognozowaniu.

Rys.2.3. Dane rzeczywiste i prognostyczne (prognoza opisana algorytmem narys. 2) dlan =3
(gtebia prognostycznego $ledzenia)

—e— rzeczywistos$é 5,76 8,67 9,43 7,67 3,78 2,78 1,98 1,76

—m— prognoza?2 8 8,6 7 4,7 2,8 2,2

Rys. 2.4. Dane rzeczywiste i prognostyczne (usrednienie z poprzednich okreséw) dlan =3
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Porownanie jakosci przedstawionych prognoz (opartych na metodzie
przyrostowej i metodzie usrednienia) wskazuje, iz nie ma miedzy nimi istotnych pod
tym wzgledem réznic. W ponizszej tabeli przedstawiono iloSciowe kryteria jakosci
prognozowania obiema metodami [3].

Tablica 2.1. llosciowe kryteria jako$ci prognozowania

okresy Sledzenia 1 2 3 4 5 jakos¢ pr.
rzeczywistosc 7.67 3.78 2.78 1.98 1.76
prognozal 6.7 7.6 4.8 54 2.6
kwadrat réznicy 0.94 14.59 4.08 11.70 0.71 std.odch. 253
rzeczywistosé 7.67 3.78 2.78 1.98 1.76
prognoza2 8 8.6 7 4.7 2.8
kwadrat réznicy 0.11 23.23 17.81 7.40 1.08 std.odch. 3.15

Zalezno$¢ miedzy dwoma kolejnymi prognozami czyli prognozami odnoszacymi sie
do nastepujacych po sobie okreséw mozna wyrazi¢ nastepujgco:
w
P(t,n) - P(t-1,n) = F(t)-"i+nF(t) + {>F(t-n) + E fe n+i- U JF (t-i)- F(t-1) + £;iF(t-1) - ~F (t-n-1)
i=
1

S E(U Q- MF(t-R1)=F(1)-ai+nF () + £2j(t-n) + A a- 4n#)F (t-1)-F (t-1)+ £,iF (t-1)- AF (t-n-1) -

il
(U £n-i)F(t-n) = F()-En+iF(t) +(& + U a-U Il -nDF@-1) +(u <*+ Ul)F(t-n) - UF(t-n-1)
Dokonano tutaj uproszczenia typu (U | -Un)=(UIl-U-
I kolejny krok w kierunku schematyzacji iji=£2=U .... co prowadzi do

P(t,n) - P(t-1,n) = (1 - 5)F(t) -(1- UF(t-1) + ~ F(t-n) - £F(t-n-1) = (1- i;)(F(1)-F(t-1))+ £( F(t-n) -

F(t-n-1))
2.3

Formute (2.3) bazujaca na wykorzystaniu prognozy dla poprzedniego okresu
mozna zastosowaé¢ do stworzenia nowej koncepcji prognozowania genetycznego.
Algorytm tej koncepcji wymaga jednak istnienia prognozy dla poprzedniego okresu
Sledzenia

16



2.2 Genetyczne algorytmy tworzenia prognozy

4=random(0,I)

Al = round((l - £)(ch(t) - ch(t-1)))

A2 = round(”(ch(t-n) - ch(t-n-1)))

P(t+1) =P(t) +Al + A2
A stop

Rys.2.5 Algorytm budowania prognozy na bazie prognozy z poprzedniego okresu $ledzenia

Efekt dziatania powyzszego algorytmu mozna przedstawi¢ graficznie (rys. 2.6).

—&— rzeczywistosé 5,76 8,67 9,43 7,67 3,78 2,78 1,98 1,76
—B— prognoza3 91 74 3,9 3,2 2,5 1.7

Rys. 2.6.Dane rzeczywiste i prognostyczne (prognoza opisana algorytmem na rys. 5) dla n=3
Interpretacja genetyczna algorytmu opisanego na rys. 2.5. daje réwniez

mozliwos$¢ zadania zakresu i rozktadu prawdopodobienstwa generacji wartosci losowej
Opis graficzny realizacji operacji genetycznych przedstawia rys. 2.7.
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Chromosom 1998
1L 12 3 4 5 5 47 8 19 4o |n 12 113 14 15 |16 117

Chromosom 1999

| 2 3 4 3 6 12 1, 19 30 [

Chromosom 2000

1 2 4 5 1« 12 18 |9 110 g+ 12 113 14
Chromosom 2001

i 2 3 4 5 16 17

Chromosom 2002

i 2 3 4 5 4 g7 18 |9 110 I 12 13 1 15
prognoza (t)

2 3 4 5 6 47 I8 |9 110

(I-«(F(t)-F(t-1))

[TUCF(t-n)-(F(t-n+l))

prognoza(t+) £03 n=4
1 12 I3 4 15 |6 |7 8 9 |10 111 112 113 |14 115 |

Rys. 2.7.Realizacja operacji genetycznego ztozenia na bazie prognozy z poprzedniego okresu
$ledzenia

Prognozy moga odzwierciedla¢ w dostownym sensie charakterystyki
poprzednich okreséw $ledzenia jesli skopiowaé znaczenia rzeczywistych danych na
przyktad o losowej glebi penetracji chronologicznej (czasowej) - tpc. Tym sposobem
uzyskamy prognoze wybiegajacg rowniez na tpc okreséw w przod. Bytoby to bardziej
przydatne w przypadkach gdy znane sg periody powtarzalnosci koniunktury przebiegu
badanego zjawiska. Przykiad realizacji takiego algorytmu genetycznego przedstawia
rys. 2.8.
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Rys. 2.8. Prognozowanie genetyczne metoda kopiowania struktury chromosomoéw

W  koncepcjach programowania uwzgledniajacych sezonowo$¢  (lub
okresowo$¢) zmian przebiegu zjawiska czas rozkladany jest na dwie wspotrzedne.
Jedng z nich jest numer sezonu (okresu) drugg za$ przebieg wewnatrz danego okresu.
Przykiadem takiej prognozy moze by¢ badanie zapotrzebowania na energie elektryczng
w poszczegblnych sezonach danego roku.

Tablica 2.2 Dane prognostyczne dotyczace zapotrzebowania na energie elektryczng

rok > 2000 2001 2002 progn.2003
styczen 175 177 172 174.7
luty 154 161 158 157.7
marzec 148 152 149 149.7
kwiecien 134 132 136 134.0
maj 121 126 122 123.0
czerwiec 118 125 119 120.7
lipiec 113 112 115 113.3
sierpien 125 119 122 122.0
wrzesien 138 128 134 133.3
pazdziernik 146 149 - 151 148.7
listopad 165 162 163 163.3
grudzien 181 179 172 172.0
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W tablicy 2.2 w 2, 3 i 4 kolumnie znajdujg sie dane rzeczywiste dotyczace
zuzycia energii elektrycznej w kolejnych latach 2000, 2001, 2002.W czwartej
kolumnie znajduje sie prognoza na 2003 rok obliczona metodg $redniej arytmetycznej.
Wykorzystanie metod genetycznych daje mozliwo$s¢ wykorzystania genéw
znaczeniowych odpowiadajgcych danym w kolumnie. Cykliczne przeprowadzanie
operacji genetycznego krzyzowania generuje coraz to nowe chromosomy, ktére wraz
okresli¢ znaczenie funkcji przystosowania. Mozna przyja¢, ze bedzie to warto$é
bezwzgledna rdznicy aktualnej (modyfikowanej kazdorazowo po przeprowadzeniu
operacji genetycznej) Sredniej i aktualnego kodu analizowanego genu nowopowstatego
chromosomu. Aby uzyska¢ ostateczng warto$¢ funkcji przystosowania nalezy
zsumowaé tak obliczone réznice dla wszystkich genéw wygenerowanego
chromosomu:

12

FP = 2(ch(i,n)-(I/n)Xch(i,j)) 24
i-1 j=

gdzie ch(i,n) - kod i-tego genu chromosomu powstatego w n-tej generacji.
Operacje genetycznego krzyzowania realizowa¢ mozna wybierajgc losowo

punkt krzyzowania i wymiane koncowej lub poczatkowej czesci chromosomow
(rys. 2.9).
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Genetyczne prognozowan”

p=I(i)np N

k= random(n) ; dI(p) = d2(p) = 0

i
v=1 (1) n

S<v) = (Sr(v)*(2p-2)+ch(i,v)+ch(j,Y))/2p

ch(tcp+l,v) = ch(p,v) ch(tcp+l,v) = ch(j,v)
ch(tcp+2,v) = ch(j,v) ch(tcp+2,v) = ch(p,v)
| J

Rys. 2.9. Algorytm genetycznego prognozowania przebiegu zjawiska o charakterze sezonowym
lub koniunkturalnym bazujacy na dynamicznej Sredniej (np - liczba generacji genetycznego
poszukiwania optimum, i,j - kody rodzicéw, k - punkt krzyzowania, Sr(v) - aktualna warto$¢
dynamicznej $redniej, n - dtugo$é chromosomu, ch(i,v) —gen chromosomu, tcp - aktualna
wielkos¢ populacji, t - kod optymalnego rozwigzania - chromosomu)
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Whioski

1 Wykorzystanie narzedzi genetycznych nie wnosi do teorii prognozowania
istotnych zmian w zakresie tworzenia prognoz. Proponowane zmiany mogg
jedynie dotyczy¢ adaptacji metod (lub algorytméw) do warunkéw $rodowiska
genetycznego (rys. 2.2, 2.5, 2.9).

2. Genetyczne narzedzia pozwalajg dogodnie, wizualnie oraz w sposéb
kontrolowany $ledzi¢ proces formowania prognozy i elastycznie dobiera¢
parametry  prognozowania poprzez na przyktad dobdr  rozkiadu
prawdopodobieristwa wielkosci charakteryzujgcych operacje genetyczne oraz
jego parametrow.

3. W zaleznosci od charakteru badanego zjawiska oraz sposobu jego
przedstawienia geny moga by¢é prezentowane jako mono-modalne
(zunifikowane porcje jednakowej wagi) lub vario-modalne (wyskalowane,
wzajemnie zamienne lecz niejednakowe moduty) (rys.2.1,2.7, 2.8, 2.9).

4. Stosowanie narzedzi genetycznych umozliwia wygodne wykorzystanie w
roznych powigzaniach i wzajemnych konfiguracjach zaréwno rzeczywistych
danych jak i tylko co utworzonych prognoz do budowania kolejnych
predykatéw badanego zjawiska ((2)i(3)).

3. Wykorzystanie narzedzi genetycznych do sterowania Srodowiskiem
rozproszonym

W $rodowisku rozproszonym mozemy mie¢ do czynienia zardwno z
rozproszeniem danych jak i z rozproszeniem procesow. Problemy zwigzane z takimi
strukturami polegajg na rozwigzywaniu zagadnien optymalizacyjnych zmierzajacych
do réwnomiernego obcigzenia weztow sieci, minimalizacji przeptywow, minimalizacji
rozpietosci drzewa sieci etc. Wigczenie opiséw i procedur genetycznych nie bedzie
przyktadem zastosowania szybkiego i precyzyjnego narzedzia do optymalizacji lecz
niejako ozywi sie¢, $ledzac na biezaco wszystkie transfery procesow i danych i moze
dostarcza¢ informacji wykorzystywanych do usprawnienia pracy i dystrybucji w sieci.
Wada genetycznych optymalizacji jest diugi czas ich realizacji lecz réwnolegte
Sledzenie stanow i efektéw decyzji sterujgcych przeptywem procesow i danych
pozwoli na réwnomierne roztozenie zadan.

3.1 Koncepcja réwnomiernego obcigzenia weztow sieci

Istniejgce algorytmy optymalizacji w strukturach sieciowych mimo, Zze
wykorzystujg deterministyczne zasady przetwarzania nie prowadzg do uzyskania
absolutnie optymalnych rozwiazan [33]. Proponowana metoda angazuje narzedzia
probabilistyczne i mimo iz nie prowadzi do czysto optymalnych rozwigzan pozwoli na
niwelowanie lokalnych tendencji wzrostowych lub spadkowych rozkadajac
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réwnomiernie obcigzenie weztow sieci i komunikacje miedzy weztami. Przyjmujac
terminologie teorii potencjatdow mozemy zdefiniowaé roznice potencjatow miedzy
weztami sieci:

3.1

gdzie j,k - numery weztdw sieci, nj - ilos¢ zadan (proceséw) wj - tym wezle,
Pij = (tij,mij) - podstawa czasowa i pamieciowa ztozonosci obliczeniowej i .
-tego procesu wj -tym wezle.

Okredlenie réznicy potencjatbw wymaga takze wyskalowania parametrow
czasowych i objetoSciowych w zaleznosci od mocy obliczeniowej reprezentowanej
przez dany wezet sieci. Mozemy wiec przyjac dla okreslenia parametru j -tego wezla
nastepujaca formute:

Pij = tij * mij / (nj * nmj), 3.2

gdzie ntj - ilos¢ podstawowych operacji w ciagu sekundy, realizowana przezj - ty
wezet,
nmj - zasoby pamieciowej - tego wezia,

Odwrotnos¢ parametru Pij mozemy wykorzystac jako miare wagi w algorytmie
Dijkstry [5]. W naszym przypadku wezet poczatkowy i koAcowy nie jest od poczatku
okreslony. Aby okreslic potozenie tych wezidw nalezy na wstepie oszacowac
obcigzenie wszystkich weztéw i wybra¢ jako punkt poczatkowy wezet o najwigkszym
obcigzeniu ijako punkt koncowy wezet o najmniejszym obcigzeniu. Do wyznaczenia
obcigzenia wygodnie jest postuzy¢ sie potencjatem:

3s = max { } = max { Pij )
I<j «m I<j<m =l
@ = min (cpj} = min { Y.Pii)

3.3

I<j <dn I<j<m i=l

gdzie ps,(3e - obcigzenie punktu startowego i koricowego.
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Zestaw w taki sposéb uporzadkowanych par (ps,pe) tworzy kolejke, ktéra
moze by¢ utworzona z pomocg algorytmu stanowego lub S$ledzacego, ktdrych
koncepcje ilustrujg rysunki 3.1 i 3.2.W algorytmie stanowym o kolejnosci procedur
optymalizacji decyduje aktualny stan obcigzenia weztow. W algorytmie $ledzagcym po
przesianiu kolejnego procesu przy wyborze kolejnej pary do optymalizacji drogi
transferu procesu uwzgledniamy zmiany obcigzenia wynikajgce z poprzedniego
transferu.

("STARTj")

Rys. 3.1. Algorytm stanowy do tworzenia listy transferéw proceséw miedzy weztami sieci, i -
numer pary przesytowej (s(i) - punkt poczatkowy, e(i) - punkt koricowy))
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Rys. 3.2 Algorytm $ledzacy do ustalania kolejnosci transferow w okresie $ledzenia OS,
gdzie Pwl- wybrany do transferu proces o numerze w wezle 1

Przed podjeciem ostatecznej decyzji o transferze procesu z oczywistych
wzgledow nalezy sprawdzi¢ warunek:

Pwj < cp(j) - cp(k) 3.4

gdzie
j - numer wezta poczatkowego transferu,
k - numer wezta koricowego.
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3.2 Koncepcja genetycznego opisu transferu w sieci

Typowym genetycznym obrazem sieci ciagg numeréw weztdw. Dodatkowa
informacja moze dotyczy¢ potgczern miedzy kolejnymi weztami [10,1 lj.Jezeli takie
potaczenie istnieje w kolejnosci wskazanej sekwencjg ciggu zakodujemy to jedynka, w
przeciwnym przypadku wpiszemy zero. Powyzsza informacja moze by¢ wigczona do
chromosomu (rys.3.3.) lub tez stanowi¢ dodatkowe uzupetnienie opisu powigzan w
sieci poza chromosomem. Analiza chromosomu polega¢ bedzie na wyszukiwaniu
powigzan zadanych par punktow (ktérych dostarczajg algorytmy przedstawione na
rys.3.1., lub rys.3.2.) oraz wyborze minimalnej drogi miedzy tymi punktami z
uwzglednieniem wielkosci potencjatow w polgczonych weztach. Przy wyznaczaniu
minimalnej drogi postuzy¢ sie mozna funkcjg celu, ktorej posta¢c mozna zdefiniowac
nastepujgco:

F=max (pr*X(tp(i)- <P(i-l)) ). 3.5
livew i=jv
gdzie w - ilos¢ ciggéw potaczonych weztdw opisanych w chromosomie,
v - numer badanego ciggu weztow,
pr - wspdtczynnik priorytetu ciggu wedtug zadanej listy transferéw,

jv,kv - poczatek i koniec ciggu potgczonych weztdw,
i - numer wezla sieci,
cp(i) - potencjat i -tego wezta proporcjonalny do jego obcigzenia (3).

01/1 03/1 06/0 02/ 1 05/1 04/1 09/1 05/0 07/1 08/0
CHROMOSOM

Rys. 3.4. Struktura chromosomu i sieci posiadajgcej potgczenia opisane przez niego
i/l - oznacza, iz i-ty wezel nie jest weztem koncowym w sekwencji opisanej
ciggiem gendw,
i/0- i-ty wezetjest weztem koficowym w danej sekwencji.
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Wspotczynnik priorytetu okres$la sie w oparciu o zadang liste transferow
procesow, a ta z kolei zalezy od rdznicy obciazen w poszczegblnych weztach.
Przyktadowo jesli zadana lista przesytow bedzie miata postac:

01-05 A(p=0,09
01-07 A9 =0,076
06-04 Acp= 0,069
02-08 Ap=0,041

Dla oszacowania parametru priorytetu pr nalezy uwzgledni¢ zaréwno punkty
poczatkowe jak i punkty koncowe transferu. Trzy ciagi przesytowe przedstawione
przez chromosom z rys.4. bedg miaty wspotczynniki priorytetowe odpowiednio réwne:

Prl = 0,09 + 0,076 = 0, 166,
Pr2 = 0,041+0,09 = 0,131
Pr3 =0,041.
Powyzszy przykiad stanowi jedynie mozliwg wersje metody oszacowania
funkcji przystosowania oraz oceny wystepujagcych w niej parametrow.

3.3 Operacje genetyczne wspomagajgce transfer w sieci

Operacja krzyzowania powinna by¢ zwigzana z ciggiem, ktéremu odpowiada
funkcja przystosowania [21]. Punktem Kkrzyzowania jest miejsce za dominujagcym
ciggiem, po ktdrym nastepuje wymiana genow. Etapy realizacji procedury
krzyzowania mozna opisa¢ nastepujaco:
1. Etap przygotowania - przesuniecie dominujacych ciggéw na poczatek

chromosomoéw ; elementy poprzedzajace cigg dominujacy przemieszamy jako blok na
koniec chromosomu.

01/1 03/1 06/0 02/1 05/1 04/1 09/1 05/0 071 08/0

......... przeniesienie

02/1 05/1 04/1 09/1 05/0 07/1 08/0 01/1 03/1 06/0

dominujacy ciag
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2. Etap wyboru punktu krzyzowania. Miejsce krzyzowania znajduje sie za
dominujagcym ciggiem chromosomu o wiekszej wartosci funkcji przystosowania.

Chromosom A

01/1 04/ 1 09/ 1 08/0 06/ 1 09/1 05/0 03/1 07/ 1 08/0
X-punkt krzyzowania

Chromosom B

02/1 05/ 1 04/ 1 09/ 1 05/0 07/1 08/0 01/1 03/1 06/0

Zaktadajac, ze funkcja przystosowania drugiego chromosomu jest wieksza od
funkcji przystosowania pierwszego chromosomu FB>FA przyjmujemy wiec, Zze
punktem krzyzowania jest miejsce zakonczenia dominujacego ciggu drugiego
chromosomu -X.

3. Etap wymiany genéw przeprowadzany pod warunkiem:

GenA(x+l) = ciggtos¢ GenB(x)

lub L FB>FA
(GenA(x+l) £ ciggtos¢ GenA(x) A GenB(x+l) = ciggtos¢ GenA(x)}

3.6
GenB(x+I) = ciggtos¢ GenA(x)

lub v FA>FB
(GenB(x+l) £ciggtos¢ GenB(x) A GenA(x+l) = ciggtos¢ GenB(x)}

Potomek C
01/ 1 04/ 1 09/1 08/0 06/0 07/1 08/0 01/ 1 03/ 1 06/0
X

Potomek D
02/ 1 05/1 04/1 09/1 05/1 09/0 05/0 03/ 1 07/ 1 08/0

Funkcja przystosowania chromosomu potomka D ulegta jeszcze powiekszeniu
w stosunku do rodzica B natomiast funkcja przystosowania potomka C nie ulegta
zmianie w stosunku do rodzica A (teoretycznie réwniez mogta ulec zwigkszeniu).
Zakonczenie ciggu dominujagcego w wezle oznaczonym 09/ 0 wynika z faktu, iz w
zadnym z ciggow nie moga sie powtarza¢ juz wystepujgce w nim wezty (w tym
przypadku wezet o numerze 05).

Operacja mutacji z zadanym prawdopodobienstwem pm  bedzie
przeprowadzona dla kazdego chromosoméw w miejscu gdzie znajduje sie nastepny
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gen po dominujgcym ciggu. Bedzie to wiec pierwsze miejsce z kodem zera lub jedynki
w kodzie ciggtosci po zerze oznaczajgcym zakoriczenie ciggu dominujgcego.

02/1 05/1 04/1 09/1 05/1 09/0 05/0 03/1 07/1 08/0

Cigg dominujacy Gen poddawany mutacji

Mutacja z reguty bedzie przeprowadzana po krzyzowaniu. Celem mutacji nie
jest ,wydostanie” sie z lokalnego optimum lecz przyspieszenie poszukiwania owego
optimum, poniewaz w miejscu gdzie znajduje sie wybrany gen mutacji mozemy tylko
wstawi¢ kod wezta, ktory potgczony jest z ostatnim weztem ciggu dominujgcego. Tak
wiec w konkretnym przypadku bedzie to wezet o numerze 08. Jedli takich weztow
bedzie kilka to wylosowany bedzie jeden z nich z prawdopodobiefstwem
proporcjonalnym do réznicy potencjatow (3.1).

Acp(j,k) = (cp(k) - O }* kcon(j,k) 3.7

gdzie k= 1,.., m- numery weztdw sieci,
j - numer ostatniego wezta ciggu dominujgcego,
kcon(j,k) - wspotczynnik ciggtosci z miedzy weztem j oraz k.

Po mutacji przeprowadzamy kompensacje wystepujgcych po sobie tych
samych weztdw oraz uzupeinienie pojawiajacych sie w koficu chromosomu ,,wakatow”
genéw. Uzupetnienie bedzie generowane zgodnie z zasadg istnienia powigzania z
weztem poprzednim i proporcjonalnie do réznicy potencjatow (3.7).

3.4 Algorytmy genetyczne dystrybucji proceséw w sieci

Wsréd proponowanych algorytméw mozna wyroznié nastepujgce:

- algorytm do generowania bazowej populaciji,
- algorytm doboru partneréw,

- algorytm krzyzowania,

- algorytm mutacji,

- algorytm kompensacji i uzupetnienia.

Algorytmy generowania bazowej populacji mozna realizowaé w wersjach
niezaleznej i sterowanej [10,12], W pierwszym wariancie kazdy element chromosomu
bedzie losowany proporcjonalnie do obcigzenia bez powtdrzen lub z powtdrzeniami.
W drugim wariancie po wyborze punktu startowego na bazie listy transferéw losujemy
wezty potgczone z poprzednim genem.

Algorytm selekcji polega na losowym wyborze elementdw o jednakowych
weztach startowych ciggu dominujgcego.
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Sterowanie genetycznymi procedurami ilustruje ponizszy schemat:
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Rys. 3.5. Algorytm zastosowania genetycznych narzedzi do optymalizacji transferu proceséw w
Srodowisku rozproszonym
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Whioski

1 Sledzenie genetyczne nie przy$piesza proceséw optymalizacji w $rodowisku
rozproszonym, poniewaz bazuje na duzej ilosci powt6rzen operacji genetycznych.
Nie mniej jednak posiada ono swoje zalety polegajace na mozliwosci $ledzenia
dynamicznych zmian standw obcigzenia poszczeg6lnych weztow sieci i
reagowania na nie.

2. Zbiezno$¢ procedury optymalizacyjnej opisanej w pkt. 3.3 i 3.4 charakteryzuje
sie wiekszg szybkoscig niz klasyczne procedury genetycznego wyszukiwania
optimum. Jest to uzasadnione faktem, iz majg one sterowany przebieg gdzie
aktualnie formowany gen zalezy od poprzedniego.

4.Genetyczna interpretacja zagadnienia najliczniejszych skojarzen

W  pracy przedstawiamy  koncepcje  genetycznego  wyszukiwania
najliczniejszego skojarzenia poprzez formowanie drogi powiekszajgcej [33]. Droga
powiekszajgca powstawaé bedzie w chromosomie droga realizacji genetycznych
operacji, az do momentu powstania najdtuzszej linii naprzemiennej tzn. do chwili gdy
graf nie bedzie zawierat drogi powiekszajacej wzgledem istniejgcego skojarzenia
(twierdzenie Berge’a). Celem pracy jest okreSlenie genetycznej interpretacji drogi
naprzemiennej oraz opracowanie algorytmu operacji genetycznych wraz z Kkryterium
zakonczenia ewolucji. Transponowanie klasycznego algorytmu [33] do interpretacji
genetycznej wymaga sformutowania funkcji przystosowania, ktéra bedzie oceniana
na bazie powstatego w wyniku realizacji operacji genetycznych chromosomu.

4.1 Projekt struktury chromosomu

Konstruowanie chromosomu zwigzane jest wyborem niezbednej ijednocze$nie
minimalnej ilosci informacji potrzebnej do:

sprawdzenia naprzemiennosci

obliczenie dtugosci drogi naprzemiennej

sprawdzenie zdolnosci powiekszenia drogi naprzemiennej.
Dwie ostatnie informacje mozna uzna¢ za pomocnicze i bedg stuzy¢ do kontroli
przebiegu powiekszania drogi naprzemiennej oraz do okre$lenia momentu zakonczenia
procesu tworzenia najliczniejszego skojarzenia. Mozna wiec je umiesci¢ poza
chromosomem. Dodatkowym parametrem wykorzystywanym przy szukaniu
najliczniejszego skojarzenia jest dtugos¢ aktualnej drogi naprzemiennej: It. Sposéb
zapisu powstajagcego skojarzenia wygodnie jest zilustrowac przy pomocy przyktadu
opisujgcego graf.
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b)

ACTOTMOUOm>

Rys. 4.1. a) Przyktad skojarzeh (pogrubione linie) przedstawionych na grafie,
b) Tabela weztdw incydentnych odnoszaca sie do grafu a)

Pomingwszy chwilowo problemy zwigzane z cechowaniem [4] mozemy

sprébowac przedstawi¢ opis skojarzenia z rys. 4.la w postaci informacji genetycznej
(chromosomu):
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Chromosom . . .
* * * * * * * *
A B C D E F G H J
Rys. 4.2. llustracja skojarzen dotyczacych grafu z rys.la umiejscowiona w strukturze
chromosomu o dtugosci Ich > n gdzie n - liczba weztow grafu

Oczywiscie inny kierunek i kolejno$¢ powiekszania drogi naprzemiennej pozwoli nam
uzyskac liczniejsze skojarzenie:

Chromosom
K J D E F G H I C B A

Rys. 4.3. Droga naprzemienna najwiekszej dtugosci (bez mozliwosci powiekszenia) oraz
chromosom jg opisujacy (gdzie * oznacza dowolny wezet)

* * * * * * * * *

4.2 Parametry i algorytm generacji drogi naprzemiennej

Do tworzenia drogi naprzemiennej stosowana jest metoda cechowania [33],
Znane algorytmy [33] bazujg na tablicy weztéw incydentnych i podstawach kielichow
(cykli naprzemiennych nieparzystej dtugosci). Dane te mozna zebra¢ w nastepujacych
tablicach i zmiennych:
WI[1,.n,l.n] -macierz weztéw incydentnych,
MCII..n,l..Ich] -wektor naprzemiennosci, ich - wielkos¢ populacji,
It[l ..i] -wektor dtugosci drogi naprzemiennej dla i-go chromosomu,
S[1..n] - punkty startowe,
| -numer chromosomu, f(i)-funkcja przystosowania, fmax -aktualna

maksymalna warto$¢ funkcji przystosowania.
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Uzupeinienie tych danych o parametry operacji genetycznych takich jak
prawdopodobienstwo doboru reprodukcyjnego pr, prawdopodobienstwo rekombinacji
pk oraz prawdopodobienstwa sterowania mutacjg pm[l..n] stanowi baze zaréwno do
opracowania algorytmoéw operacji genetycznych jak i do obliczania wartosci funkcji
przystosowania.

Ogdlny algorytm genetycznego wyszukiwania najliczniejszego skojarzenia
mozna przedstawi¢ nastepujgco:

Rys. 4.4. Algorytm genetycznego wyszukiwania najdtuzszej drogi naprzemiennej
4.3 Algorytmy operacji genetycznych

Algorytm rekombinacji nalezy dostosowa¢ do zadania wyszukiwania drogi
naprzemiennej. W tym celu nalezy wybra¢ wierzchotek startowy. Jesli istnieje kilka
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takich weztéw dla kazdego tworzonego chromosomu losowo wybieramy jeden ze
wskazanych punktow startowych S[i] (oczywiscie z prawdopodobienstwem ps = 1/Is,
gdzie Is- ilos¢ punktow startowych). Pozostate elementy chromosomu (geny wezly)
mozemy dobra¢ losowo ze wszystkich  pozostatych weztéw lub sposrod potaczen
incydentnych (rys.4.1). W operacji krzyzowania wybieramy punkt krzyzowania.
Najefektywniejszym rozwigzaniem jest przyjecie punktu krzyzowania [1,12] miejsce
zakonczenia najdtuzszej z aktualnych drdg naprzemiennych. Etapem poprzedzajgcym
rekombinacje bedzie wiec ocena dtugosci poczatkowej drogi naprzemiennej It(i). W
kolejnej fazie wybieramy chromosomy do rekombinacji. Algorytm losowego wyboru
chromosoméw moze uwzglednia¢ wartosci funkcji przystosowania (koto ruletki) lub
tez moze by¢ od nich niezalezny. Po wybraniu rodzicéw okre$lamy punkt krzyzowania
jako maksymalng dtugos¢ drogi naprzemiennej sposrod obojga partnerow:

x = max{ It(i),It(j)}, gdzie ij - numery chromosomdw partnerow,

Wykonanie krzyzowania wigze si¢ z korekta dtugosci drogi naprzemiennej dla
jednego z potomkow przy pomocy tablicy weztow incydentnych. Nastepnie nalezy
przeprowadzi¢ cechowanie nowej drogi. Rysunek 4.5 ilustruje proponowang metode
rekombinacji.

rodzicA_
A jIC 3 [ K H i [CBjAB I EI®BIMIE®MHIE TH
tQ =5

r - N
IK |j IDIEIF G AIE IF K MHIF |AJ |3 K IDI|CI|A B |
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Rys. 4.5. Koncepcja realizacji operacji krzyzowania (rekombinacji)
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Algorytm krzyzowania mozna zilustrowac¢ w nastepujacy sposob

rekombinacja

okreslenie punktu
krzyzowania x

Wymiana genéw

Badanie potagczen
incydentnych

:chB(k-1),cKB(K)) = 1 I(CHA(K-1XCHA(K)) = 1
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Kontroli pojswieni* sie
cyklu w chromosomie A

Cechowanie chromosomu A

Kontroli pojawienia
cykluw chromosomie

Cechowanie chromosomu. B

MC(kj) = S MC(Kj) =T
k=k +1
MC(k,i) =S MC(kj) =S

Rys. 4.6.Algortm krzyzowania z nastepujgcymi danymi: chromosomy rodzicéw
(chA(*),chB(*)), numery tych chromosomow (ij), aktualne dtugosci drég naprzemiennych
(1t(i),It(j)), aktualne cechowanie drog (MC(*,i),MC(*j)) oraz punkt krzyzowania (x)

Potomkowie sg automatycznie wigczani do populacji, a rodzice sg z niej
usuwani, poniewaz w wyniku dziatania powyzszej operacji rekombinacji nie mozemy
uzyska¢ gorszych rezultatéw niz w populacji bazowej [10].
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Koncepcja operacji mutacji oparta jest na modyfikacji potagczen z weztami,
ktore dysponuja alternatywng mozliwos$ciag kontynuacji komunikacji (tzn. maja wiecej
weztow incydentnych - rys.4.1.). Dotyczy to oczywiscie juz utworzonej, aktualnej
drogi naprzemiennej w niej to bowiem mozemy zmienia¢ kierunek potgczen. Jezeli na
utworzonej  drodze naprzemiennej mamy kilka rozwidlen mozemy kosztem
powstatych juz skojarzeh zmieni¢ kierunek przemieszczania i formowania drogi
naprzemiennej (rys.4.7). Gwarantuje to wydostanie sie z rozwigzan lokalnych w
kierunku globalnego optimum.

droga 1-A-B-C-D-J-K
mutacja
- losowy wybor punktu rozwidlenia sposréd C,D,J,
wybrano punkt D,
losowy wybor kierunku rozwidlenia, sposrdod D i H (pkt J jest wytgczony)
wybrano kierunek na E,
droga2 -A-B-C-D-E-F-G-H-...
Algorytm mutacji dla wyszukiwania skojarzen mozna wiec przedstawi¢ nastepujgco:
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t = numerwezta reprez§ntowanego przez j-ty gen:

numer(j-1) -miner w”zta X=1 ¥
poprzedzajacego rozwidle-
nie wedtug tablicy pota-
czen incydenlrytii p=nulem
numer{j+l)-miner wezta
nastepujgcego po rozwidle- .
niu mwedhug tablicy pota- 1= [nic] + 1
czen incydentrych

'=&W>2)]+1

j=1, m=0
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AWI[tjn]=r
Ir-numer rozwi-
t" dlenia
k-stcpien rozwi-
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R(k>oznaczenie
wg tablicy pota-
czen incydentrych.

u(k) = nmner(j-1)
v(tr) = numer (j+1)
dictk)=j + 1

losowanie rozwidlenia

losowanie nowego Kie-
runku (z wykluczeniem
cofiaigcia sie i ponownie
tej samej kardymacji)
S -numer kierunku lo-
sowo wybranego



Rys. 4.7. Algorytm mutacji dla wyszukiwania najliczniejszych skojarzen

Operacja mutacji jest przeprowadzana przykladowo z zadanym
prawdopodobienstwem pm dla kazdego chromosomu [11], Procedura numer (j) polega
na zamianie kodu wezta znajdujgcego sie naj-tej pozycji wybranego i-go chromosomu
na numer wezta t w tablicy pofaczen incydentnych (rys. 4.1.). Procedurg odwrotng do
niej jest kod(j). Aby wyltowic¢ rozwidlenia kazdy wezet nalezy sprawdzi¢ ze wzgledu
na ilos¢ potaczen, ktére do niego dochodzg. Podlicza to licznik Ic za pomocg tablicy
WIIi,j], Inny licznik Ir podlicza ilo$¢ rozwidler, zmienna R(Ir) zapamietuje numer
wezta rozwidlonego, a zmienna C(lr) stopien rozwidlenia. Ponadto zmienne u(lr) i v(Ir)
wskazujg na to skad doszliSmy do rozwidlenia oraz gdzie aktualnie zmierzamy. Celem
mutacji jest korekta tego kierunku, ktéry okreslany jest przez wezet znajdujacy sie na
pozycji dir(Ir) chromosomu. Zaréwno wybor rozwidlenia jak i wybor skorygowanego
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kierunku przemieszczenia dokonywany jest losowo (k -losowo wybrany wezet, S
numer losowo ustanowionego przemieszczenia), oczywiscie z pominieciem
mozliwosci powrotu wzdtuz drogi naprzemiennej, jak itez z pominigciem Kierunku
poprzednio juz wybranego. Tablice cechowania MC(i,j) po wyznaczeniu nowego
kierunku uzupetniamy symbolami ‘co’.

4.4 Okreslenie wartosci funkcji przystosowania

Aby dla konkretnego chromosomu obliczy¢ warto$¢ funkcji przystosowania
f(i) nalezy po prostu podliczy¢ ilos¢ par weztéw ocechowanych (‘T°,’S’) i tylko w
takiej kolejnosci (tablica WI(iJ)). Przyktadowo w chromosomie ocechowanym jak na
rys. 4.8. znajdujemy 4 skojarzenia.

S T S T S T S S S T S o € € o0 0 00 00 CO
A\ v i\ v v . j V_ v J
1 2 3 4
Rys. 4.8. Przyktadowe ocechowanie i-tego chromosomu ukazane w tablicy WI(ij)

Whioski

1 Operatory  wykorzystywane w  powyzszym  algorytmie  formowania
najliczniejszych skojarzen sg spojne i obcigzone. Obcigzenie wplywa korzystnie
na przebieg optymalizacji nie dopuszcza bowiem do ,niszczenia” juz
utworzonego odcinka drogi naprzemiennej.

2. Zaprezentowana wyzej operacja rekombinacji charakteryzuje sie stalg
progresywnoscig w ulepszaniu wynikéw. Zadne krzyzowanie nie moze wywotac
zmniejszenia funkcji przystosowania co uzyskujemy dzieki sterowaniu
umiejscowieniem punktu wymiany gendw.

3. Operacja mutacji jest niezbedna, poniewaz pozwala zrezygnowa¢ z utartego
szlaku w celu poszukiwania by¢ moze bardziej optymalnego rozwigzania. W jej
wyniku cze$¢ uformowanej drogi naprzemiennej zostaje odcieta oraz wybrany
zostaje nowy kierunek przemieszczenia.

4. Aby nie straci¢ czesci drogi zmierzajacej do rozwigzania optymalnego celowym
bytoby zmniejszenie wptywu mutacji po osiggnieciu okreSlonego poziomu
funkcji przystosowania. Mozna to zrobi¢ na kilka sposobéw na przykiad
zmniejszajagc prawdopodobienstwo realizacji mutacji pm lub tworzac zbidr
podpopulacji zachowujacy aktualne najlepsze rozwigzania.

5. W niektorych przypadkach, na przyktad kiedy chromosomy rozpoczynajg sie od
réznych weztdw, celowym moze sie okaza¢ zastosowanie operacji genetycznej
inwersji. Przyspieszy¢ to moze formowanie drogi naprzemiennej.
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5. Zastosowanie struktury neuronowej do wspomagania operacji genetycznych

Operacje krzyzowania i mutacji majg z regulty charakter losowy
[4,21].Losowanie wptywa korzystnie na wyszukiwanie globalnego ekstremum. Ideg
proponowanego rozwigzania jest wykorzystanie informacji stanowiagcych $lad
efektywnosci poprzednich operacji genetycznych. Informacje takg mozna uzyskac
dzieki wprzezeniu w proces krzyzowania i mutacji struktury neuronowej, ktora na
wejsciu bedzie przyjmowa¢ wartosci gendw, a na wyjsciu uzyskamy punkty
krzyzowania, ktore zagwarantujg uzyskanie wiekszej wartosci funkcji przystosowania.
Sie¢ neuronowa sterujgca przebiegiem operacji genetycznych jest poddana procesowi
uczenia wzorcow, ktore zblizajg nas do optymalnych rozwigzan.

5.1 Skiadniki srodowiska genetycznego

Wychodzagc z oczywistego zatozenia, iz w poczatkowej fazie nie znamy
lokalizacji optimum funkcji przystosowania, mozemy zbada¢ w jaki sposéb wybor
miejsc krzyzowania i mutacji wpltywa na wartos$¢ funkcji przystosowania [12]. Badanie
to przeprowadzimy dla okre$lonej podpopulacji, na ktorej bedziemy dokonywac
selekcji, krzyzowania i mutacji przy zmieniajgcych sie losowo punktach sterujgcych
operacjami genetycznymi. Bedziemy wiec przeplata¢ etapy uczenia i dokonywania
wyboru charakterystycznych punktdw sterujgcych.

Wygodnie jest zastosowaé znane formuty uczenia do okres$lania przyrostu wag, ktore
majg nastepujacg postac:

del (w(i,j)) = et *r(j) *d \j/()/dt(j) * x(i,j), 5.1
gdzie
et- wskaznik uczenia,
n
ro)=SG)_y(i) tyG)= (w(i,j) * x(i,j)}); n- ilos¢ neuronéw w warstwie sieci,
i=1
n
t=E (w(i,j) *x(ij)};  x(i,j) - sygnat przesytany zj-tego do i-tego neuronu,
i=1 w(i,j) - waga potaczenia synaptycznego,

\li - funkcja odpowiedzi.

W czeSci genetycznej mozemy sie postuzy¢ jednym typem operacji
genetycznej na przykfad krzyzowaniem lub krzyzowaniem potgczonym z mutacja.
Realizacja tych operacji ma charakter losowy jako ze zaréwno krzyzowanie jak i
mutacja przeprowadzane sg z pewnym, zadanym prawdopodobieristwem. Ponadto
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element ,losowosci” do wyznaczania punktéw krzyzowania. W tej sytuacji
krzyzowanie ma réwniez charakter wymienialny i ,,podwdjnie losowy”.

5.2 Dostosowanie charakteru operacji genetycznych do specyfiki funkcjonowania
sieci neuronowej

Zbiorem informacji wejsciowej dla struktury neuronowej beda wartosci (kody)
poszczegblnych genéw poszczegolnych chromosoméw. Wyjsciowe dane sieci
neuronowej beda elementami sterujgcymi parametrami operacji genetycznych. W
zaleznosci od typu zadania i interpretacji genetycznej ilo$¢ danych wyjsciowych
sterujgcego uktadu neuronowego moze odpowiadaé ilosci genébw w chromosomie
badz tez stanowi¢ jego czes¢ (tylko tych, ktdre mogg stanowié miejsca krzyzowania
lub mutacji). Schemat ideowy proponowanego modelu moze by¢ przedstawiony jak na
rys. 5.1.

Rys. 5.1. Schemat ideowy modelu sterownia operacjami genetycznymi za pomocy sieci
neuronowej

W proponowanym modelu znajduje sie blok wyboru wzorca do uczenia sieci
neuronowej, w ktorym kumulowane sg dane wejsciowe (gl,g2,...,gn) i wyjsciowe
(sl,s2,...sk) wybrane dla najwyzszych, z zadang tolerancjg 8(m), wartosci funkcji
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przystosowania cp(G,W) (gdzie m - objetos¢ podpopulacji, G - wektor danych
wejsciowych, W - macierz wag w potaczeniach miedzyneuronowych).Elementy
macierzy wag miedzyneuronowych zmieniajg sie jedynie w procesie uczenia sieci.
Majagc na uwadze to, iz w poczatkowej fazie pracy sieci neuronowej nie znamy
wartosci wzorcéw wykorzystywanych w procesie uczenia mozemy sklasyfikowac ja
jako strukture realizujgcg algorytm samouczenia [23,34].

Powyzszy model realizuje algorytm, ktory ilustruje rys. 5.2.

Rys. 5.2. Algorytm dziatania modelu optymalizacji genetycznej sterowanej siecig neuronowg
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Operacja krzyzowania bedzie miata charakter zmienno-punktowy tzn. miejsca
wymiany wartosci kodéw ulegajg przemieszczeniu w kazdej kolejnej operacji. Na
wyjsciach sieci neuronowej w kolejnych etapach rozpoznawania pojawiajg sie kody
binarne, ktére definiujg punkty sterowania operacjami genetycznymi (krzyzowaniem
lub mutacja).

BN 11117 11t 1111 111 11

Rys. 5.3. Sterowanie operacja krzyzowania - ////// - miejsca wymiany kodow genetycznych

Na powyzszym przyktadzie punkty krzyzowania sg definiowane kodem 01 i sg
dokfadnie zlokalizowane pomiedzy 0 i 1 Za$ wymiana gendw jest realizowana na
przemian w wyznaczonych przez punkty krzyzowania obszarach (oznacznych
przyktadowo -lilili). W kolejnych procedurach krzyzowania tworzone sg nowe punkty
sterujgce wymiang informacji genetycznej.

p(i)=zC ds(k) =1C (s01(k)- s01(k-I)) 5.2
k=i k=1
gdzie
p(i) - potozenie i - go punktu krzyzowania wyrazony w pozycjach kodu
genetycznego,

ds(k) - dtugos¢ k - go przedziatu wyznaczonego przez punkty p(k-1) i p(k),

s01(k) - k -te wystapienie sekwencji sterujgcej (na wyjsciu sieci neuronowej)

kolejno elementéw 0 i 1stanowigcych podstawe do lokalizacji miedzy
nimi punktu krzyzowania.

Oczywiscie dwuelementowy kod - (0 i 1) jest umowny i moze by¢ zastapiony
jakimkolwiek innym. Takze w spos6b umowny mozna ,przeplata¢” obszary
chromosoméw, ktorych nastepuje wymiana genéw i w jakich geny zostajg zachowane.
Mozna przyja¢, iz dla parzystej wartosci parametru k przedziat (sOl(k-1) -r s01(k))
wezmie udziat w wymianie gendéw wyselekcjonowanej pary chromosoméw. Tak wiec
operacja krzyzowania opisana bedzie w ponizszy sposob:

Isyeep

jesli £ < pk to realizujemy 2-gi etap,
gdzie

t, - liczba losowa z przedziatu (0,1),

pk - prawdopodobienistwo krzyzowania.
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2-gi etap

Gda(j) = Gpa(j) dla (sOI(k-1) <j < s01(k) oraz (k mod 2)=1},
Gdaj) = Gpb (j) dla {sOl(k-I) <j < s01(k) oraz (k mod 2)=0},
Gdb(j) = GpbQ dla {sOI(k-1) <j < s01(k) oraz (k mod 2)=1},

Gdb(j) = Gpa(j) dla {sOl(k-I) <j < s01(k) oraz (k mod 2)=0},

gdzie
Gda(j),Gdb(j) -j-ty gen potomka A i potomka B,
Gpa(j), Gpb(j) -j-ty gen rodzica A irodzica B. (5.3)

Algorytm uczenia sieci neuronowej i procedura rozpoznawania wyuczonych
wzorcow bedacych podstawa do sterowania operacjami genetycznymi wzajemnie sie
uzupetniajag i przeplataja w procesie realizacji. Niezaleznie od tego jakag sie¢
wybierzemy, czy bedzie to sie¢ prostg czy sie¢ ze wsteczng propagacja [27,34], czy
tez jeszcze inna, dziatanie jej mozna zainicjowac¢ losowym wyborem wag przekazu
miedzyneuronowego. Przyjmujac zasade, iz ilekro¢ przekroczona zostanie aktualnie
maksymalna warto$¢ funkcji przystosowania uzyskanego poprzez operacje genetyczng
wykorzystamy aktualne dane wejsciowe i wyjsciowe jako wzorzec uczacy (G,S).
Uruchamiana jest wiec faza uczenig podczas ktorej korygowane sa wagi (w(i,j))
potaczen synaptycznych. Przyktad takiego algorytmu ilustruje rys. 5.3.
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Rys. 5.4. Algorytm wykorzystania sieci neuronowej do sterowania operacja genetycznego
krzyzowania

Powyzszy algorytm rozpoczyna sie od wczytania informacji dotyczacej
wykorzystywanej do badan populacji Gpp, wielkosci podpopulacji 2*Np oraz
prawdopodobienstwa PK. W kolejnej fazie generowana jest podpopulacja Gp na
podstawie wartosci funkcji przystosowan cp(Gpp). W procedurze tej dokonywana jest
takze selekcja i dobor par Gpa i Gpb. Kolejne dziatanie algorytmu to otwarcie cyklu
realizacji operacji genetycznych, ktére bedg wykonywane z prawdopodobienstwem
PK. Po decyzji co do realizacji krzyzowania uruchamiana jest sie¢ neuronowa [23],
ktéra wyznacza punkty krzyzowania. Pierwsze uruchomienie sieci poprzedzone jest
losowym wyznaczeniem wag w potgczeniach miedzyneuronowych w(ij). Operacja
krzyzowania polega na wymianie gendw miedzy obojgiem rodzicéw tylko w
parzystych podprzedziatach chromosoméw. Po wygenerowaniu dwoch potomkéw
skrzyzowanej pary oceniamy ich funkcje przystosowania cp(Gda), cp(Gdb). Po czym
sprawdzamy, czy i ktoére z tych wartosci przekraczajg aktualng warto$¢ optymalng
cpmax. Korekta aktualnego optimum zwigzana jest z dodaniem do zbioru wzorcow
uczacych danych wejsciowych (utworzonych z genéw chromosomow rodzicéw) i
danych wyjsciowych (lokalizacja punktdw krzyzowania), za$ chromosomy potomkow
wykorzystane bedg do modyfikacji podpopulacji [10]. W kolejnym etapie
sprawdzamy kryterium zakonczenia optymalizacji [11,12].Cykle operacji krzyzowania
powtarzajg sie dopoki nie zostanie ono spetnione.

Program bazujacy na przedstawionym wyzej algorytmie dat mozliwos$¢ oceny
szybkosci zbieznosci do optymalnego rozwigzania w zalezno$ci od dhugosci
chromosomu. Jako kryterium zbieznosci przyjeto brak w kolejnych 100 cyklach
generacji potomkdéw korekty aktualnego optimum.
lop (liczba cykli/l 00)
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Rys. 5.5. Zalezno$¢ zbieznos$ci do optymalnego rozwigzania od dtugosci chromosomu,
gdzie:
brak wspomagania sieci neuronowej w optymalizacji genetycznej,
wykorzystanie sieci neuronowej w optymalizacji genetycznej.

W  badaniachzastosowanofunkcje przystosowania zalezng od pieciu
zmiennych x(1), x(2),..., x(5), ktore zaleza genéw chromosomu:

x(i)= {2 g(n/5*(i-1) +j)*2)1 }- 22 ; i=1 5
i=l
gdzie g(i) —warto$¢ i-tego genu badanego chromosomu, 5.4
n - dlugos¢ chromosomu .

Wykorzystany wielomian miat postac:
5 5 5

cp(x)=a+ Z birx(i)+ZZ cij*x( i) x(j)
i=i i=i =i 5.5

Zaleznosci ukazane narys. 5.5 powstaty w wyniku usrednieniarezultatbw  analizy
badanych 20 - elementowych prob. Dtugos¢ chromosomu byta zmieniana w przedziale
od 10 do 90 co 5 gendw. Wspotczynniki a,bi,cij wygenerowane zostaty z przedziatu

[-1,1], a badane argumenty zostaly znormalizowane i sprowadzone rowniez do
przedziatu [-1,1].

Whioski:
1. Wyniki badan wskazujg na istnienie optymalnej dtugosci chromosomu, dla
ktorej wykorzystanie wspomagania neuronowego jest najbardziej efektywne.
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Dtugos¢ ta zalezy od postaci lub sposobu okreslania funkcji przystosowania
<P(x).

2. Dla funkcji przystosowania opisanej formuta (5.5) oraz dla metody okreslania
argumentéw x(1),x(2),...,x(5) z kazdej piatej czeSci chromosomu ,,najbardziej
efektywng” dtugoscig optymalna diugos¢ chromosomu wynosi 65 genéw
(warto$¢ wspotczynnika liczona wzorem WE = lop(— )/ lop(*” ) 249641=/
4873 = 5,12.

3. Uwzglednienie czasu pracy wspomagajgcej sieci neuronowej (na przykiad
przy okres$laniu punktéw krzyzowania) zmniejsza efektywnos$¢ wspomagania
statystycznie o okoto 7,31% wartosci maksymalnej WE.

6. Wielo-asortymentowe zadanie transportowe w ujeciu genetycznym

Realizujagc zadanie transportowe roznych asortymentow przewozonych
towaréw mozemy skorzysta¢ ze znanych [33] tablic jednostkowych cen przewozu
powielajagc podobne struktury dla kazdego rodzaju towaru. Dla kazdego z towarow
mozna ustali¢ liste optymalnych przewozow. Wykorzystanie posiadanego taboru do
przewozu w ramach struktur dwudzielnych [33] to pierwszy etap analizy
transportowej. Kolejng fazg badan jest przeksztatcenie grafu dwudzielnego w strukture
sieciowg dajgcg szanse nazwijmy to ,dostawy po drodze”. Decydujagcym czynnikiem
wspomagajacym decyzje jest postuzenie sie kryterium minimalnych kosztow przy
kazdorazowej rozbudowie trasy transportowej w ramach pojemnosci taboru
przewozowego. Podejscie genetyczne stwarza mozliwo$¢ heurystycznego doboru
etapow transportu, ktore zblizy nas do rozwigzania optymalnego co stanowi cel
wspomagania decyzji organizacyjnych.

6.1 Zatozenia wielo-asortymentowego zadania transportowego

Dysponujac tabelg danych c(ij,k) zawierajgcajednostkowe koszty przewozu z
miejsca i do miejsca j towaru o kodzie k mozemy korzystajac z algorytméw o
ztozonosci 0(n2) [4 ] okresli¢ listy przewozéw dla kazdego z towardw:
P(11)>k(1,1)W(1,1) , p(12)>k(1,2)W(1,2),... ,p(L,n)>k(l,n)W (I,n)
P(2,1)>k(2,1)W(2,1) , p(2,2)>k(2,2)W(2,2),... , p(2,n)>k(2,n)W(2,n) (6.1)

p(mLD>k(mIL,HW (mLI), p(m2,2)>k(m2,2)W(m2,2),..., p(mn,n)>k(mn,n)W(mn,n)
gdzie
p(i,k)>k(i, k)W (i,k) - przewdz towaru o kodzie k i wielkosci W(i,k) z punktu p(i,k). do
punktu K(i,k).

Jak widzimy ilo$¢ list przewozow odpowiada asortymentowi towaréw k. Zas
ilos¢ przewozow dla kazdego z towar6w moze by¢ inna mI1*1112*... *mn. Jezeli za$
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zaistnieje sytuacja kiedy punkty poczatkowy i korcowy pokrywajg sie dla réznych
towarow p(i,tl) = P(j42), k(i,tl) = k(j,t2) (gdzie tl it2 kody towardw) to pojawi sie
mozliwos$¢ dostarczenia tych towardw jednym przewozem.

Tablice jednostkowych kosztow przewozéw c(ij,k) moga by¢ przygotowane
zaréwno dla kazdego z towarow oddzielnie w postaci dwuwymiarowej jak réwniez
jako macierz trojwymiarowa dajagca mozliwo$¢ podejmowania decyzji na przyktad: czy
bardziej optaca sie przewiez¢ jeden towar do kilku odbiorcéw (rys. 6.1.b) czy kilka
towarow do jednego odbiorcy (rys. 6.1.a).

Rys. 6.1.Schemat przewozu towarow

Na rys.0.l.a zhierajac towary o kodach 1,2 i 4 u dostawcéw oznaczonych odpowiednio
2,3 i 7 dowozimy je do odbiorcy 5. Na rys. 6.1.b towar o kodzie 2 dostarczamy do
odbiorcéw 1,2,6 od dostawcy o kodzie 4. Koszty transportu mozna oceni¢ nastepujaco:

c(2,5,)*W(2,5,1)+(c(3,2,2)+c(2,5,2))*W (3,5,2)+(c(7,3,4)+c(3,2,4)+c(2,5,4))*W (7,5,4
)=>zl
c(4,1,2)*W(4,1,2)+(c(4,1,2)+c(1,2,2))*W(4,2,2)+(c(4,1,2)+c(l ,2,2)+c(2,6,2))* W(2,6,2
)=>22

Zasada podejmowania decyzji oparta na wyborze minimalnego kosztu
przewozu jako priorytetowego etapu dziatania polega, dla powyzszego przyktadu, na
sprawdzeniu czy zl<z2. Jezeli warunek jest spetniony to podejmowana jest decyzja o
przewozie ilustrowanym przez rys.0.l.a, w przeciwnym wypadku decydujemy na
rozwigzanie z rys.0.1.b. Po realizacji aktualnego etapu przewozu sytuacja dotyczaca
zamoéwien oraz wielkosci towaru ktdrym dysponuje producent ulega zmianie. Stad tez
po wykonaniu odpowiednich korekt przeprowadzamy ponownie analize powstatej
sytuacji.

6.2 Struktura danych idynamika ich zmian

Dla kazdego towaru mozemy okre$li¢ zbi6r producentdéw i odbiorcéw, a takze
wielkos$¢ produkcji i zamoéwien.
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P(L1) P20 p@.) p(IpU)

k(Li) ki) Kk(3,i) k(IKi, i)
a(li) a(2i) a3 a(lpi,i)
b(1,f) b(2,i) b3, b(Iki,i)

Rys. 6.2. Wektory miejsc nadania (P) i odbioru (K) towaréw ,,i” oraz wektory wielkosci
produkcji (A) i zamowien (B)

Aby ustali¢ rozmiary tablicy jednostkowych kosztéw przewozu c(i,j,k) czyli
zakresu zmian parametréw i oraz j trzeba dodac wielkosci Ipi i Iki.

Rys. 6.3. Macierz kosztéw jednostkowych przewozu towaru o kodzie k

W powyzszej macierzy (rys. 6.3.) pole p ~ p przeznaczone jest dla transportu
miedzy producentami w sytuacji kiedy na przykitad pojemnos$¢ taboru pozwala na
zabranie kilku rodzajéw towaréw wyprodukowanych w réznych miejscach. W polu p
~ k (klasyczny wariant) zawarte sg jednostkowe koszy przewozdw bezposrednio od
dostawcy do odbiorcy. W kwadracie k ~ k podrézujac miedzy odbiorcami
pozostawiamy zamoOwiony towar. Ostatnie pole k ~ p, z reguty niewykorzystywane,
mozna wypetni¢ na przyktad jednostkowymi kosztami zwrotu towaru.
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Podjecie decyzji o przemieszczaniu sie po polu p ~ p (pomiedzy dostawcami)
wymaga przeprowadzenia analizy czy pobranie towaréw od kilku dostawcow i
dostarczenie ich do jednego lub kilku odbiorcow jest bardziej optacalne niz transport
niezalezny (bezposrednia dostawa). Algorytm takiej analizy winien zawierac
nastepujace etapy:

sprawdzenie czy aktualna pojemnos$¢ taboru jest wieksza (réwna)

ktéorymkolwiek aktualnym wielko$ciom zamdwien,

sprawdzenie czy korzystniejsze jest pobranie nowego towaru u innego

producenta czy niezalezne dostarczenie poszczegblnych partii towaréw

(rys.6.4.),

Rys. 6.4. Przedmiot analizy efektywnos$ci objazdu producentdw:
Struktura zamowien: W(7,5,7), W(3,5,3), W(2,5,2)
Sprawdzenie warunku optacalnosci (dlajednego z mozliwych wariantdw):
c(7,3,7)+c(3,2,7)+c(2,5,7))*W(7,5,7)+(c(3,2,3)+c(2,5,3))*W(3,5,3)+c(2,5,2)*W(2,5,2)
<c¢(7,5,7)*W(7,5,7)+c(3,5,3)W(3,5,3)+c(2,5,2)*W(2,5,2)
sprawdzenie czy korzystniejsze jest dostarczenie towardw do kilku odbiorcéw
w jednym objazdowym przewozie czy w dostawach niezaleznych (rys.6.5.),

Rys. 6.5. Przedmiot analizy efektywnosci objazdu odbiorcow:
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Struktura zamowien: W (4,1,4), W(4,2,4), W(4,6,4)
Sprawdzenie warunku optacalnosci (dlajednego z mozliwych wariantow):
c(4,1,4)*W(4,1,4)+c(4,2,4)*W (4,2,4)+c(4,6,4)*W (4,6,4)>
c(4,1,4)*(W(4,1,4)+W(4,2,4)+W(4,6,4))+c(1,2,4)*(W(4,2,4)+W(4,6,4))+c(2,6,4)*W(4
6.,4)

integracja rezultatow drugiego i trzeciego etapu i podjecie finalnej decyzji o

trasie przewozu i strukturze zatadunku.

Po kazdorazowym przewozie redukujemy tablice zamowien i zasobdw. Ich
rozmiary redukowane sa w sposéb w przyblizeniu liniowy w funkcji liczby dostaw
przy zatozeniu, ze wielkosci produkcji i zamdwien sgtego samego rzedu.

6.3 Genetyczny zapis dostaw
Dostawcy i odbiorcy w proponowanym zapisie sg od siebie oddzieleni.
Rowniez w opisie realizacji dostaw rozdzielenie to ma miejsce tzn. najpierw

zestawione sg kolejne miejsca skad towar jest zabierany, a nastepnie kolejno
zapisujemy miejsca, do ktorych towarjest dostarczany. Przyktad taki ilustruje rys. 6.6.

Rys. 6.6. Genetyczny zapis pojedynczej dostawy
Jezeli podczas przewozu nastapi wymieszanie miejsc dostawcow i odbiorcow

to kazdorazowy powr6t do dostawcOw 0znacza, w proponowanym zapisie, rozpoczecie
nowego przewozu.
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Rys. 6.7. Genetyczny zapis podwojnej dostawy

Dostawy sg realizowane w ustalonej kolejnosci i po kazdej z nich nastepuje
korekta bazy danych dotyczacej aktualnych zasobow i zamoéwien. Przed kazdag nowg
dostawg nalezy przeprowadzi¢ procedure wyboru trasy dostawy w oparciu 0 nowg
posta¢ skorygowanej bazy. Aby sprosta¢ wymogom automatyzacji i ciggtosci realizacji
catego zadania transportowego nalezy zunifikowa¢ powtarzajgcg sie procedure
polegajaca na przygotowaniu bazy zasobdw i zamowien, dokonaniu wyboru trasy
dostawy oraz okres$leniu wartosci funkcji celu (funkcji przystosowania ; w wariancie
genetycznym), ktdrg jest koszt samej dostawy. Procedura winna zawiera¢ takze etap
systematycznego ,,wytawiania” najlepszego rozwigzania.

Chromosom opisujagcy zadanie transportowe w proponowanym wariancie
zawiera¢ bedzie opis wszystkich dostaw [1,4]. Przykladowa struktura takiego
chromosomu przedstawiona jest na rys. 6.8.

Pojedyncza dostawa
i Iwi i/tfi lwi m il illli illli m
Id b

Rys. 6.8. Struktura chromosomu opisujgcego zadanie transportowe, Id - dtugos¢ opisu trasy
objazdu dostawcow, lo - dtugos¢ opisu trasy objazdu odbiorcéw

Trasa kazdej dostawy opisanajest fragmentem chromosomu dtugosci Is=Id +
lo. Ilos¢ dostaw tworzgcych cato$é zadania transportowego zalezy gtownie od sumy
wszystkich zamowien (SR) oraz od wielkos$ci taboru dostawczego (ST). Minimalna
ilos¢ dostaw bedzie miata miejsce przy kazdorazowo pelnym wykorzystaniu taboru i
bedzie réwna id = TRUNC(SR/ST + 0.5). Oznaczajagc wspotczynnik zatadowania
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przez kt, ajego Srednig wartos¢ przez kts mozemy oszacowac faktyczng ilos¢ dostaw
fid na poziomie id/kts.

Dtugos¢ Id odpowiada liczbie dostawcow wszystkich towardw, a dtugosé lo
jest réwna liczbie wszystkich odbiorcow. Dtugos$¢ chromosomu Ich wyniesie fid * Is.

6.4 Tworzenie populacji bazowej

Aby utworzy¢ populacje bazowg postuzymy sie generatorami liczb losowych
dla naste- pujacych zadan [11,12]:

generowanie poczatku i konca dostawy zgodnie z rozktadem jednostkowych

kosztow przewozu (najmniejsze koszty przewozu jednego z towaréw na

konkretnej trasie to najwieksze prawdopodobienstwo wyboru tej trasy),

generowanie z zadanym rozktadem dtugosci trasy kumulowania dostawy

(odwiedzamy kolejnych producentow),

generowanie pozostatych elementéw trasy ,dostawczej” z rozktadem

jednostkowych kosztéw przewozu,

generowanie pozostatych odbiorcéw zgodnie z rozktadem minimalnych

kosztéw jednostkowych lub maksymalnego zaspokojenia zamowien.

Aby wybraé poczatkowatrase (poczatek i koniec dostawy) generujemy losowg warto$é
Gz przedziatu [0,1), nastepnie losowo generujemy dostawce nd i odbiorce no. Jezeli
dostawca jest producentem Kkilku towardw nalezy wylosowacé jeden z nich, kod ktérego
oznaczymy przez nt. O przyjeciu do populacji wartosci nd i no zdecyduje sprawdzenie
warunku:
t, >c(nd,no,nt)/max c(i,j,k) (6.2)
Iki<ld
1I<j<lo
1<k <Itd
gdzie ltd - liczba towaréw produkowanych przez wszystkich producentow.
Jezeli warunek jest spetniony to poczatkowa trasa jest wyznaczona przez
dostawce Id i odbiorce lo, a dostarczany towar posiada kod nt.
Kolejny etap to okreslenie dtugosci i sekwencji objazdu dostawcéw. W tym
celu generujemy warto$¢ losowg ¢ z przedziatu [0,c(nd,no,nt)) i sprawdzamy kolejny
warunek:

£>c(ndj,k), I<j<Id;j*nd, k=nt... (6.3)
Liczba sytuacji dla ktorych spetniony jest warunek (6.3) wyznacza dtugosc
trasy objazdu dostawcéw It. Kolejne kody dostawcow ktore spetniajg warunek (6.3)

(dla nt <= k <= nt(lt-1), gdzie nt(lt-I) - kod towaru zabieranego od dostawcy
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odwiedzanego jako przedostatni, a oznaczenie ,, <= ,, wskazuje na zabieranie towarow
od kolejno odwiedzanych producentéw) stanowi¢ bedg wezly objazdu dostawcéw.
Jednakowoz bedg one uporzagdkowane w kolejnosci rosngcych kosztéw. | tak kolejno:
pierwszym wybranym dostawcg jest dostawca oznaczony kodem nd, drugim bedzie
dostawca nd2 spetniajagcy warunek:

nd2 =j, min c(nd,j,nt) dla 1<j <Id,j * nd,

trzecim dostawca nd3 speiniajagcy warunek:

nd3 =j, min (c(nd2,j,nt) + c¢(nd2j,nt(d2))),j * nd,j * nd2,

i-tym dostawcg ndi bedzie ten, ktéry spetnia warunek: ndi = j, min(c(nd(i-l),j,nt)+
c(nd(i-1),j,nt(nt(d2)))+... +c(nd(i-1)J,nt(d(i-1))),j *nd,j *nd2,...,j * nd(i-I).

Opisang sytuacje przedstawia rys. 6.9.

nt+nf(d2) +nt(d3) +ni(d4)

-ni(02)

Rys. 6.9. Przebieg realizacji dostawy (kursywa - kody dostarczanych oraz odbieranych
towarow)

Zaktadajgc, ze kolejnos¢ roztadowania nie zalezy od kolejnosci zatadunku to
trase objazdu odbiorcéw mozna okre$li¢ przy pomocy nastepujacego algorytmu:

wybieramy minimalny jednostkowy koszt przewozu c(nd(It)J,nt(j)), gdzie j

jest kodem odbiorcy zamawiajgcego jeden sposréd It dostarczanych towaréw,

po dokonaniu roztadunku u odbiorcy o kodzie j powtarzamy poprzednig
procedure z poprzedniego punktu.

Po zrealizowaniu catej dostawy korygujemy macierz zaméwien i powtarzamy
wszystkie procedury poczynajgc od warunku (6.2). Robimy to tak dtugo, az wszystkie
zamowienia beda zrealizowane. W taki sposéb zostanie utworzony kazdy chromosom
bazowej populacji.
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6.5 Algorytm operacji genetycznych realizujgcy zadanie transportowe

Ze wzgledu na fakt, iz populacja bazowa zawierajuz czesciowo przygotowane

pod wzgledem ograniczenia kosztéw dane zastosujemy tylko jedng operacje
genetyczna, ktdrej realizacje mozna opisa¢ nastepujagcym algorytmem:

1. losujemy numer chromosomu z populacji bazowej,

2. losujemy liczbe P z zakresu 1 [fid/km] ; km - wsp6tczynnik modyfikacji, fid
- liczba pojedynczych dostaw, [.] - zaokraglenie (round),

3. losujemy P razy numery c(i) pojedynczych dostaw w zakresie 1°fid; i - numer
pojedynczej dostawy, ktére bedg modyfikowane,

4. dla kazdej wylosowanej dostawy generujemy miejsce mo przeprowadzenia
operacji genetycznej z zakresu I-r(IdO-I) ; IdO-ostatni niezerowy gen z pola
opisujacego dostawy, ktérg mozemy nazwac przeplotem,

5. w wybranym miejscu dokonujemy zamiany poprzedniego i nastepnego genu,

6. obliczamy warto$¢ funkcji przystosowania (koszty przewozu) i poréwnujemy
ja z aktualnie najmniejszg wartoscig funkcji przystosowania (FP<minFP =>
minFP = FP),

7. rowniez trasy przejazdu w zakresie odbiorcéw moga ulec modyfikacji dlatego
przy realizacji parzystych operacji dokonujemy przeplotu w opisie odbiorcow
wylosowanej dostawy jak w punkcie 4, zmieniajgc jedynie zakres na (17-100-
1); 100 - ostatni niezerowy gen z pola opisujgcego odbiorcow.

mo =3 mo = 4 mo=1 mo =2 mo =3

11U/l 11111 U 1 ., J,1 11KU Il U KI1TI 111
TT V
A Dostl A Dost2 A A Dost.3 A
7! A A
Operacja pierwsza Operacja druga
P=2 P=3

c() =1 mo=3, c(h=1mo=4
c(2) =3, mo =2, c(2)=2,mo=1

c(3)=3, mo=3

Rys. 6.10. Przebieg operacji genetycznego przeplotu

Organizacje przeprowadzania operacji genetycznych mozna realizowa¢ w

licznych wariantach. Mozna na przyktad w trakcie realizacji jednej operacji wykonac
dwa przebiegi: jeden odnoszacy sie do dostawcow, a drugi do odbiorcéw. Jednakze,
jak wykazujg przeprowadzone symulacje nie wpltywa to na przySpieszenie
wyszukiwania wartosci optymalnej rozwigzania [11],

Whioski:
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1 Oryginalng koncepcjg wydaje sie wzbogacenie populacji bazowej o informacje
porzadkujacg przebieg zadania transportowego. Jest to w istocie rzeczy potgczenie
stosowanej praktyki algorytmicznej z metodykami genetycznymi. Jest to zarazem
efektywne przygotowanie, wspierajagce i przy$pieszajace dalsze poszukiwania
optimum.

2. Trudno zaktada¢, ze otrzymane w rozsagdnym (i z gory zatozonym) czasie
rozwigzanie jest ostateczne i w peini optymalne; jest ono jednak na tyle zblizone do
optymalnego, ze wykorzystanie go jako pomoc w podejmowaniu decyzji
organizacyjnych moze da¢ zdecydowane i wymierne korzysci materialne.
3.Genetyczne opisy tras odwiedzania dostawcoéw i odbiorcow jest korzystnym (z
punktu widzenia minimalizacji kosztow) uzupetnieniem stosowanych rozwigzan zadan
transportowych, gdzie mamy do czynienia z bezposrednim potgczeniem pomiedzy
pojedynczymi dostawcami i odbiorcami.

4. Prostota proponowanej operacji genetycznego przeplotu stanowi 0 sensie i
celowosci zastosowania metody do wyszukiwania optymalnego wariantu dostarczenia
towardéw zgonie z ztozonymi zamowieniami.

5. Przeplot zastosowany na trasie dostawcoéw lub odbiorcow nie wpltywat na
konieczno$¢ zmian w innych czeSciach chromosomu, poniewaz rodzaj i ilos¢
przewozonego i dostarczanego towaru nie ulega zmianie. Wynika to z faktu, iz
odwiedzamy tych samych dostawcoéw lub odbiorcéw lecz w innej kolejnosci co
oczywiscie wptywa na wartos¢ funkcji przystosowania (kosztow dostawy).

7. Koncepcja zagniezdzonych struktur neuronowych

Celem analizy jest zbadanie mozliwosci sterowania przebiegiem procesow
wewnatrz sieci neuronowej [23,34] przy pomocy zagniezdzonych struktur
neuronowych zgodnie z ilustracjag przedstawiong na rys. 7.1. Polozenie kazdego
neuronu przy trzecim stopniu zagniezdzenia okre$la¢ bedg trzy pary wspotrzednych
{(xLy1),(x2,y2),(x3,y3).

L515=T=I
Rys.7.1. Schemat ideowy ilustrujacy zagniezdzenie struktur neuronowych. Pi - i-ta ptaszczyzna
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7.1 Opis zagniezdzonej struktury neuronowej

W przedstawionej na rys. 7.1 strukturze stopien zagniezdzenia wynosi trzy lecz
teoretycznie moze on by¢ dowolny. Oznaczmy go przez r. Tymczasem ilo$¢ warstw w
kazdym zagniezdzonym elemencie moze  by¢é rézna. Aby okresli¢ parametry
elementéw sieci neuronowej nalezy ukaza¢ poziom zagniezdzenia, lokalizacje w
poprzednich poziomach zagniezdzeniach oraz lokalizacje w wiasciwym swojemu
umiejscowieniu poziomie zagniezdzenia. Przykladowo takg informacje mozna
przeprowadzi¢ nastepujaco:

E{(xl,y1),(x2y2),...,(xr,yr)} (7.1)
Przyktady lokalizacji zagniezdzonego elementu sieci neuronowej
a) E{(3.4).(2,2).(14)}

b) E{(3.4).(2,2),(0,0)}
c) E{(3,4).(0,0),(0,0)}

W przykiadzie a) opisano element z trzeciej ptaszczyzny zagniezdzenia o
parametrach: 4-ty neuron 1-szej warstwy trzeciej ptaszczyzny zagniezdzenia, 2-giego
elementu 2-giej warstwy drugiej ptaszczyzny zagniezdzenia, 4-go elementu 3-cigj
warstwy pierwszej warstwy zagniezdzenia.

W przyktadzie b) opisano element z drugiej ptaszczyzny zagniezdzenia o
parametrach:
2-gi element 2-giej warstwy drugiej plaszczyzny, 4-go elementu 3-ciej warstwy
pierwszej ptaszczyzny zagniezdzenia.

W przyktadzie c) opisano element z pierwszej ptaszczyzny zagniezdzenia o
parametrach:
4-ty element 3-ciej warstwy pierwszej ptaszczyzny zagniezdzenia.

O przynaleznosci do konkretnej plaszczyzny zagniezdzenia decyduje ostatni
niezerowy uklad wspotrzednych w opisie (7.1). Do analizy wybierzmy wariant, w
ktorym i-te wyjScie elementu poprzedniej warstwy potgczone jest z wejsciem o tym
samym numerze kolejnej warstwy. Tym samym utworzona zostanie struktura bedaca
wielosieciowg konstrukcja, charakteryzujaca sie identyczng iloScig warstw oraz iloScia
elementow w poszczeg6lnych  warstwach w kazdej z sieci. Pojawia sie takze
ograniczenie zwigzane z liczbg wejs¢ i wyjs¢ w poszczegdlnych elementach we
wszystkich ptaszczyznach zagniezdzenia. Przyjmujemy wiec, iz liczba ta jest
wielkos$cig stalg i wynosi k. 1lo$¢ wewnetrznych sieci w wybranym wariancie struktury
zagniezdzonej wyniesie wiec k. W tej sytuacji catkowitg ilos¢ warstw w kazdej z k
sieci mozna oszacowac nastepujgco:

N = n(D*n(2)*... *n(r) (7.2)

gdzie n(i) - liczba warstw na i-tej ptaszczyznie zagniezdzenia.
llo§¢ neurondw w kazdej warstwie jest rdwna:
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M = kr (7.3)

gdzie k- ilos¢ elementéw w kazdej warstwie,
r - stopien zagniezdzenia.
Kolejnos¢ i sposob potaczen w zagniezdzonej strukturze mozna opisaé nastepujgco:
Sygnat na wejsciu o numerze 1
}

E{(1,1),(0,0),...,(0,0)},E{(1,2),(0,0),...,(0,0)},....E{(1,k),(0,0),...,(0,0)}

}

E{(L1),(1>1)>(0,0),...,(0,0)},E{(1.1),(1,2),(0,0),....(0,0)},....E{(L,1),(1,k),(0,0)....,(0,0)}
E{(1,2),(11),(0,0),....(0,0)},E{(1,2),( 1,2),(0,0),...,(0,0) }.....E{( 1,2),( 1k),(0,0),...,(0,0)}

E{(i,ki(i,1),(0,0),....(0,0)},E{(1,k),(1,2),(0,0)....,(0,0)'},....E{(1,k),(1.k),(0,0)....,(0,0)}

E{(1,1),(1,1),(1,1),(0,0)....,(0,0)},E{(1,1),(1,1),(1,2),(0,0)....,(0,0)}....
—E{(1,1),(1,2),(1 k),(0,0)....,(0,0)}
E{(1.1),(1,2),(1,1),(0,0),...,(0,0)},E{(1,1),(1,2),(1,2),(0,0),...,(0,0)}...
m,E{(11),(1,2),(1,k),(0,0)....,(0,0)}

E{(.D,(1,'k),(1,1),(0,0),...,(0,0)},E{(1.1),(+,k),(1,2),(0,0),...,(0,0)},
—E{(1.1),(1,k),(1,k),(0,0),...,(0,0)}

E{(1,2),(1,1),(1,1),(0,0)....,(0,0)},E{(1,2),(1,1),(1,2),(0,0),....(0,0)}.,
—E{(1,2),(1,1),(1,k),(0,0),...,(0,0)}
E{(1,2),(1,2),(1,2),(0,0),...,(0,0)},E{(1,2),(1,2),(1,2),(0,0)....,(0,0)}..
- E{(1,2),(1,2),(1,k),(0,0)....,(0,0)}

E{(1,2),(1k),(11),(0,0)....,(0,0)},E{(12),(1 k).(1,2),(0,0).....(0,0)}...
E{(1,2),(1,k),(1,k),(0,0),...,(0,0)}

E{(1,k),(1,1),(1,1),(0,0),...,(0,0)},E{(1,k),(1,1),(1,2),(0,0),...,(0,0)},...
o= E{(1 k),(1,1),(1,k),(0,0),...,(0,0)}

E{(+,K),(1,2),(1,1),(0,0),...,(0,0)},E{(1.,k).,(1,2).(1,2),(0,0).....(0,0)},...
wee E{(1 K),(1,2),( 1K),(0,0),...,(0,0)}
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E{(1,k),(1,k),(1,1),(0,0),...,(0,0)},E{(1,k),(1,k),(1,2),(0,0),....,(0,0)}....
—&E{(1,k),(1,k),(1.k),(0,0),...,(0,0)}

Z powyzszego zapisu wynika, ze transfer sygnatu o kodzie 1jest realizowany miedzy
elementami zawierajgcymi konfiguracje wspotrzednych nastepujgcej postaci:

...(1,0,(0,0)... I<i<k,
a sygnatu o kodzie 2 miedzy elementami z konfiguracjg wspotrzednych:
. (2,0),(0,0)... 1<i<k, itd.

Zagniezdzenie winno by¢ okreSlone przez numer ostatniego niezerowego
zestawu wspotrzednych, przyktadowo element E{(1k),(1k),(1,2),(0,0),...,(0,0)}
znajduje sie na trzeciej ptaszczyznie zagniezdzenia, element E{(l,k),(0,0),...,(0,0)} jest
na pierwszej ptaszczyznie zagniezdzenia.

Wzajemne wymieszanie informacji w proponowanej wersji wystepuje w
najgtebszym  miejscu zagniezdzenia. llustruje to rys.7.2., na ktérym nie widaé
ptaszczyzn zagniezdzenia, a jedynie wzajemne zalezne i niezalezne fragmenty
wewnetrznych sieci. 110$¢ tych wewnetrznych struktur w danej wersji jest rowna k.
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Rys.7.2. Miejsca najbardziej zagniezdzonych struktur jako miejsca wymiany informacji
miedzy wewnetrznymi sieciami neuronowymi. Z(i) - i-ta warstwa ostatniego poziomu
zagniezdzenia wewnetrznej sieci, Yi- wektor wyjs¢ i-tej wewnetrznej sieci, xi - i-ty sygnat
wejsciowy, Si elementy i potaczenia sieciowe na poziomach wyzszych niz r (j. na poziomach
1,2,..r-1)

7.2 Warianty zagniezdzenia

Na rysunku 7.2 przedstawiono widok, ktéry mozna by okres$li¢ jako ,,widok z
boku” co pozwala wyodrebni¢ poszczegOlne sieci wewnetrzne. Na rys.7.3.
przedstawiono charakter potaczen miedzy poszczegdlnymi poziomami zagniezdzen
(bytby to ,,widok z przodu™).

Sygnat xi jest rozproszony na neurony pierwszej warstwy, nastepnie zostaje
przetworzony wraz z innymi sygnatami i przekazany na drugg i kolejne warstwy
zgodnie z klasyczna strukturg sieci neuronowych [18,34]. Po przejsciu przez wszystkie
warstwy  j-tej plaszczyzny zagniezdzenia kierujemy sie na plaszczyzne j-+. Aby
uzyska¢ sygnat wejsciowy elementu j-1 ptaszczyzny sumujemy sygnaty wyjsciowe o
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tej samej numeracji na ptaszczyznie o numerze j, a nastepnie mnozymy te sume przez
wage. Mozna to opisa¢ nastepujgco:

k
x(i,j,1) = w(i,j,)* Z x(E{(al,bl),(a2,b2),...,(aj-1=i,v),(0,0),...,(0,0)}) (7.4)
v=1

gdzie 1-numer elementu na j-tej plaszczyznie zagniezdzenia, do ktérego skierowany
jest sygnat x(ij,I).

Rys. 7.3. llustracja sposobu przekazu i-tego sygnatu pomiedzy poszczeg6lnymi ptaszczyznami
zagniezdzenia, Xij=(xij 1,xij2,...,xijk)

Aby opisa¢ szczegdtowiej prezentowang forme zagniezdzenia postuzymy sie
uproszczonym zapisem elementéw zagniezdzonej sieci neuronowej; miast opisywac
wszystkie wspdtrzedne zagniezdzenia wybierzemy tylko trzy aktywne ptaszczyzny tj.
plaszczyzne zawierajgcg warstwe wyjsciowg (ostatnia 0o numerze mj) najgiebiej
zagniezdzong, ptaszczyzne posrednig (j-1)-szg rowniez zawierajacg takze ostatnig
warstwe o0 numerze mj-1 oraz plaszczyzne najplycej zagniezdzong zawierajgcg
pierwszg warstwe, do ktdrej przekazywany jest przetworzony sygnat. Przykladowo
zapis elementu przedstawiony nastepujaco:
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E{(**)*,*)(*,)... (*,D(mj-1,D(m]j,)} zostat zastgpiony skrécong forma:

-(V)(mj-1LI)(mj,1)-

Korzystajac z tej formy mozna pokaza¢ w jaki sposéb przekazywana jest informacja z
ptaszczyzny o wiekszym zagniezdzeniu do ptaszczyzny o mniejszym zagniezdzeniu w

prezentowanym wariancie:

-(*,D(mj-L,h(mj,n-1-<*D(mj-1,H(mj,2)-!-...

-(*.N(mj-1,2)(mj,1)-1-(*.)(mj-1,2)(mj,2)-! -...

-(*>1)(Mj-1,K)(Mj, -1 -<* 1) (Mj-1,k)(Mj,2)-! -...

u u
-(*+1,1X1,1)(1,D- -(*+1,2X1,1X1,1)-
-(*+1,1)(1,2)(1,1)- -(*+1,2X1,2X1,1)-

-(+1LD LK) -(*+1,2)(1,k)(1,1)-

-(%,2)(mj-LD)(mj.D-t-(*,2)(mj-LI)(m},2)-!-...

© ®

-(*,2)(mj-1,2)(mj, 1)-! -(*,2)(mj-1,2)(mj,2)-! -...

© ©

-(*,2)(Mj-1K) (M. D)-1-(*,2)(mj- LK) (M}, 2)-! -...

U U
-(*+1,1)(1,1)(1,2)- -(*+1,2)(1,1)(1,2)-
-(*+1,1)(1,2)(1,2)- -(*+1,2X1,2)(1,2)-

-(*+1,D)(1,k)(1,2)- -(*+1,2)(1L,k)(1,2)-

-(*.N(mj-1)(mj k)-

X* 1)(mj-1,2)(mj k)-

-X* 1) (mj-1,k)(mj,k)-

w
-(*+1,k)(UXU)-
-(*+1,k)(1,2X1,1).

-(*+1LK)(LK)(LD)-

-(*.2)(mj-1,D(mj.k)-

©

-(*,2)(mj-1,2)(mj,k)-

©

< 2)(mj-1,K)(inj,k)-

U
-(*+1,k)(1,1)(1,2)-
-(*+1,k)(1,2)(1,2)-

-(*+1,k)(1,k)(1,2)-

J

L Wejscia

> Wejscia
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(% K)Y(Mj-L1)(mj, 1)-1 -<* k) (mj-1,1)(Mj,2)-! -...

© ©

-(*.k)(Mj-1,2)(mj, 1)-! -(*, k) (mj-1,2)(mj,2)-! -...
© ©

(< K)(Mj-1,K)(M],1)-1-<* K)(Mj-1,k)(M],2)-! -..

-X* K)(mj-1,1)(mi k)-

©

-(*,K)(mj-1,2)(mj k)-
©

-<* K)(mj-1,K)(mj.k)-

u U
LD (iXEK)- -(,2) (i K)-
-(*+LD(L2)(1,k)- -(*+1,2)(1,2)(1L,k)-

U <
-1+, K) (1) (i, K)-
-(*+1,K)(1,2)(1,k)- Wejscia

-(*+1LH (LK) (1,K)- -r+1,2) (1Lk) (1,k). -(*+1LK)(1Lk)(1,k)-

Wariant ten nazwa¢ mozna ,,zagniezdzeniem z sumg posrednig”. Sumowanie
posrednie towarzyszy przejsciu miedzy ptaszczyznami zagniezdzenia.

Innym wariantem mozliwym do zastosowania w zagniezdzeniach jest przekaz
bezposredni bez sumowania miedzy ptaszczyznami Pi. W tym przypadku opis

transferu informacji bedzie wygladat nastepujgco:
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- D) (M-LI (M0 -1 -(*, IXmj-1,1) (M],2)-! -... -(*)(mj-1,1)(mj.k)-  wyjécia
U li U
CFLIXLIXLL)- -(%+1,2X1,1X1,1)- S(*+1K)(1,1X1,1)-  wejécia
(5 )(Mj-1,2)(M],)-1 -<* 1Xmj-1,2)(M],2)-! -... (5, 1)(mj-1,2)(mj,k)-  wyjécia
U U U
SHLD(L2)AL)- -(*+1,2)(1,2X1,1)- A*+1K)(12)(L,1)-  wejscia
-(*,l)(mj-lljk)(mj,l)-! -(%, 1)(mjL-Jlk)(mj.2)-! -(*,l)(mjd K)(mjk)-  wyjscia
SCHLDLKXLD- =C+1L2) LK) D)- LK) LK. wejscia
-(*,2)(mj-U)(mj,h)-! -<*2)(mj-1L1)(mj},2)-!-... -(*,2)(myU)(mj k)-  wyjscia
LD (,2) - (*+1,2)(L,1)(L,2)- S+LK)(LD(1,2)-  wejécia
-(*,2)(mj-1,2)(mj,1)-1 -<* 2)(mj-1,2)(M]j,2)-! -... -(*2)(m~1,2)(mj.k)-  wyjécia
SHLN12)(L,D-  -(*+1,2)(1,2X1,1)- S<+1K)(1,2)(L1)-  wejécia
-(*,2)(Mj-1LK)(Mj,1)-1 -(* . 2Xmj-1,K) (M],2)-! -... -(*,2)(mj-LK)(mj,k)-  wyjécia



u u u
-(*+LD)(1Lk)(1,2)- -(*+1,2)(1,k)(1,2)- -(*+1LK)(1Lk)(1,2)- wejscia

-r,K)(mj-U)(mj,0)-! -(*k)(mj-1,1)(mj,2)-! -...-X*K)(mj-L,I)(mj k)-  wyjscia

-(*+1L,D(1L,0H(1,k)- -(*+1,2) (LD (1,k)- -(*+LK)(1,D(1L,k)- wejscia
-(*,k)(raj—gj.,Z)(mj,l)—! -(*,k)(mJGI,Z)(mj,Z)—! - -(* K)(mj-1,2)(ntj,k)-  wyjscia
-(*+11)(1,2)(1,k)- -(*+1,2)(1,2)(1,k)- -(*+I,k)u(l,2)(l,k)— wejscia

(% K)Mj-LK)(M], 1)1 -<* K)(Mj-LK) (M, 2)- -.... <*KXmiALK)(mik)-  wyjécia
(LD LKK)- -(5+HL,2)(1LK)(1LK)- C+HLMK)(LK)- wejécia

Przedstawiony wariant mozna nazwa¢ bezposrednim, poniewaz przechodzac
miedzy kolejnymi ptaszczyznami zagniezdzen nie dokonujemy posrednich
przeksztatcenn. Odmiany tego wariantu roznic sie bedg sposobem realizacji potgczen
miedzy - ptaszczyznami zagniezdzen.

7.3 Teoretyczna koncepcja sieci zagniezdzonej
Zatozmy ze cigg uczacy ma postac:
L= {(X1Y11,Y12,.,Y 1k),(X2,Y21,Y2,2,...,Y2,k),...(Xn,Yn LYn2,..,Ynk)}, (7.5)

gdzie Xi - wektor danych wejsciowych w i-tym kroku o wymiarze k,
Yij- wektor danych wyjsciowych w i-tym kroku dla sieci Sj o wymiarze k.
Wyjscia neurondw najbardziej zagniezdzonej ptaszczyzny moga by¢:
wyjsciami zewnetrznymi jednej z k sieci,
przejsciem miedzy najbardziej zagniezdzonymi elementami poprzez ptaszczyzny
0 nizszych stopniach zagniezdzenia,
przejSciem miedzy neuronami sagsiednich warstw tej samej ptaszczyzny.

W pierwszym przypadku sygnaty wyjsciowe mogga by¢ jednakowe dla réznych
sieci w tym samym kroku uczenia Y1I=Y12=...=YIk lub rézne (na przyktad gdy
bedziemy modelowaé rézne zjawiska lecz wzajemnie powigzane). Do tego dodac
nalezy reguty polaczen miedzy ptaszczyznami:
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(7.6)

gdzie Cj-i - zbidr par potgczen miedzy elementami sasiadujacych ptaszczyzn j oraz i,
(na przyktad Cj-i = {-(*,k)(mj-+,2)(mj,2)- => -(*+1,2)(1,2)(I,k)-}, gdzie => oznacza
kierunek potgczenia)

Wspolna cze$¢ wszystkich sieci bedzie sterowana operacjami poprzedzonymi
decyzjg wyboru parametrow korekty wag [18,23]. Decyzja ta wymaga przyjecia
odpowiedniego kryterium polegajgcego badz na wyborze maksimum lub minimum
zmian wag, badz na usrednieniu lub na przyktad na zachowaniu tendencji zmian albo
tez na zachowaniu reguty Hebba (najlepsza korelacja miedzy sygnatami wejsciowymi,
a ,,wzorcami wagowymi”) [23], Wybor takiego czy innego kryterium zalezy od typu
zadania, a takze od tego czy sieci wewnetrzne realizujg niezaleznie jedno i to samo
powtarzajace sie zadanie czy tez jest generalnie tylko jedno wieloparametryczne
zadanie gdzie parametry sg wzajemnie uwikiane z sobg na poziomie ptaszczyzny o
najwiekszym zagniezdzeniu. Regute uczenia dla g-tego neuronu w i-tym kroku uczenia
okreslamy w nastepujacy sposéb:

w(p,q)(St)(i+l) = w(p,q)(St)(i) + ax(p,a)(St)y(a)(St)(i), (7.7)
gdzie
k
y(@)(SH)(i) = Z w(p,a)(SH(i)* x(p.q)(St), (7.8)
P=1

p - numer neuronu do ktdrego skierowany jest sygnat x(p,q),
t- numer wewnetrznej sieci.

Jednym ze sposobdéw okreslenia przyrostu wspétczynnika wagi moze byé wyrazenie:

Aw(p,a)(St) = r|*Ay(q)(St)*dcpt(s)/de(q)* x(p,q)(St), (7.9)

gdzie Ay(q)(St) = Y(q)(St) - y(a)(St), Y(q)(St)- element wektora uczacego dla
wewnetrznej struktury sieci neuronowej oznaczonej St,
wartos¢ pochodnej mozna tatwo okresli¢ dla funkcji logistycznej
cpt(s) = 1/(1+ exp(-(3s),
dla ktorej
dept(s)/y(a)(St) ds(q) = y(a)(St) (1 - y(a)(St)).
Modelowanie ,rozszczepionej” sieci neuronowej (schizoneuronu) o wspdlnych
zagniezdzeniach nie nastrecza wiekszych trudnosci i przypomina jednoczesne
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modelowanie kilku sieci z zastosowaniem narzedzi decyzyjnych do korekty wag
wspolnej najbardziej zagniezdzonej jej czesci.

Whioski

1. Zagniezdzona sie¢ daje dodatkowe mozliwosci analizowania zjawisk o
uwiktanych wzajemnie parametrach dzieki elementom zagniezdzonym oraz
wspolnym fragmentom struktur sieciowych.

2. Struktury zagniezdzone majg walory réwnolegtosci i mogg by¢ przetwarzane
przez komputery wektorowe i macierzowe dajgc wysokie parametry
efektywnosci zrownoleglenia.

3. Przy zalozeniach, iz wszystkie wewnetrzne sieci majgjednakowe parametry i
opisujg to samo zjawisko (dla zadania ktérego wykorzystujemy te same
wektory uczace) mozemy liczy¢ na zwiekszenie efektywnosci uczenia i
rozpoznawania (co bedzie przedmiotem dalszych badan).

4. Sprawnos$¢ dziatania sieci moze by¢ takze uzalezniona od reguty potaczen
(7.6) elementéw miedzy ro6znymi poziomami zagniezdzen. To kolejny
rekomendowany kierunek kontynuacji badan.

8. Koncepcja neuronowej kryptografii

Istotg kryptografii jest uzycie narzedzi szyfrujgcych przez wysylajgcego
wiadomo$¢ oraz deszyfrujagcych przez odbiorce. Zastosowanie neuronéw do
szyfrowania lub deszyfrowania moze by¢ zrealizowane na wiele r6znych sposobdéw .
Koncepcja prezentowana przez autoréw zaklada rozdzielenie struktury neuronowej na
dwie lub wiecej czesci (rys.8.1). Czesci te zostang zgrupowane w dwa zbiory : zbior
szyfrujacy oraz zbior deszyfrujgcy. Zbiory te sg catkowicie niezalezne.
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linia podziatu

Rys.8.1. ldea rozdziatu struktury neuronowej na uktad szyfrujacy i deszyfrujacy

Pozostaje kwestia analizy jakosci szyfrowania i analizy czy tak zaszyfrowane
dane nie bedg mogty zosta¢ z tatwoscig rozszyfrowane bez pomocy deszyfratora[16].
Poréwnanie z klasycznymi wariantami szyfrowania powinno da¢ podobne rezultaty.
Uczenie sieci neuronowej w petnym strukturalnym ujeciu moze zaktadac : tozsamos$¢
danych wejsciowych , przejscie w inny ukfad liczbowy, zmiane skali przedstawienia
danych , przesuniecie oraz inne modyfikacje danych wejsciowych.

Podzielmy przyktadowa strukture neuronowsg (rys.8.1) na dwie czesci:

Skrétowo mozna to zapisac Strukture A mozna
rozbi¢ na kilka czesci. Przy takim rozbiciu moze doj$¢ do sytuacji, kiedy bedziemy
mieli dostarczane dane z kilku zrédet (rys.8.2) lub tez taka, kiedy zitaczenie kilku
kluczy deszyfrujgcych daje finalny rezultat (rys.8.3). Moze tez zaistnie¢ sytuacja
kiedy niepetne dane stworzg btedne posrednie rezultaty (rys.8.4)
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Rys.8.2. Rozdzielenie danych wejsciowych ; brak czesci danych fatszuje rezultat koricowy

Rys. 8.3. Podziat czesci deszyfrujacej ; brakjednej z czesci uniemozliwia deszyfracje
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Rys. 8.4. Brak kompletnych danych wejsciowych dla neuronéw CIl , C2...(brak na przyktad
danych z wyjscia Bn ) powoduje pojawienie sie dezinformacji na ich wyjsciu

Obecnos¢ w czesSci szyfrujgcej elementéw informacji i dezinformacji
wymusza wyselekcjonowanie wiasciwej czesci danych i skierowanie ich do
deszyfratora. Wywotuje to rowniez konieczno$¢ wykorzystania wag neuronoéw Cl , C2
... do procesu deszyfracji ( pod linig. ww**). Potrzebne beda réwniez dane wyjsciowe z
neuronéw B, Bn czyli z catej poprzedniej warstwy.

8.1 Opis funkcjonowania Kkryptograficznych narzedzi i realizowanych przez nie
procedur

Narzedzie do szyfracji mozna opisa¢ jako zestaw neuronowej struktury uzupetnionej o

wagi w poszczegolnych weztach oraz o funkcje realizowane te przez wezty S = < Ws,
Fs >,

gdzie:
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wll ,wl2, ..  wini

w2l ,w22, ,w2n2
Ws = O ,w32,w33, .,0,... ,w3n3 macierz wag z wytaczeniem wierszy
o wszystkich wagach zerowych (czes¢
szyfrujgca)-wariant przyktadowy
fri,f12, .. ,fin
21,122, L £2n2
Fs= < * £32,f33, ., * Bn3 A macierz funkcji (cze$¢ szyfrujgca)

wariant przyktadowy

Podobnie deszyfrator moze by¢ zdefiniowany jako D = < Wd, Fd >,

gdzie
w31l ,0,0,..., w3i,..., 0

Wd= ~s macierz wag z wytaczeniem wierszy
wm-11 ,wm-12 wm-Inm-1 o wszystkich wagach zerowych (cze$é
wml ,wm2......... wmnl deszyfrujgca)- wariant przyktadowy
BI ,0,0,...,w3i, , f3n3

Fd= < macierz funkcji (cze$¢ deszyfrujaca)
fm-11 , fm-12 ,... ,fm-Inm -1 - wariant przyktadowy
fml ,fm 2 fmnm

tutaj wij to wektor wag okreslonych dla par neurondw sgsiadujacych warstw [ 23].
ni - liczba neuronéw i- ej warstwy

Zat6zmy, ze chcemy zaszyfrowac¢ informacje postaci (xI, x2,.., xnl) i
uzyjemy szyfratora S. W rezultacie otrzymujemy dwa wektory rezultatow
zaszyfrowanych : wektor informacji Z = {zl, z2,..., zni} oraz wektor dezinformacji DZ
= {dl, d2,..., dnj} (rys. 8.4.).

S(xl, x2,..,, xnl) =Z + DZ = {zl, z2,..,, zni} u {dl, d2,..,, dnj} (8.1)

gdzie
zk - warto$¢ na wyjsciu k - go neuronu i -tej warstwy
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Dane , ktore stanowig elementy wektora informacji Z poddajemy procedurze
deszyfracji D (pomijamy w tej chwili problem odszukania tych elementéw ze zbioru
potaczonego).

D(zl, z2,..., zni) = {yl, y2,..., ynm } (8.2a)
D(zl, z2,..., zni, dl, d2,..., dnj) = {yl, y2,..., ynm } (8.2b)

Zatozmy, iz liczba neuronow pierwszej warstwy szyfrujacej nl oraz ostatniej warstwy
deszyfrujgcej nm sg sobie rdwne (nl = nm) i mamy do czynienia z transformacjg typu
Jjeden do jednego” tzn. dane do szyffacji pokrywajg sie z rezultatami deszyfracji).
Ponadto ustalmy, iz struktura neuronowa dziata w obu kierunkach (atrybut wstecznej
propagacji). Wowczas {xl, x2,..., xnl} = (yl, y2,..., ynm }

S’(yUy2 ynm) = (zl, z2,..., znj} u {di, d2,..., dni} (8.33)
D’(zl, z2,..., znj, dl, d2,..., dni) = D’(zl, z2,..., znj) = {xl, x2,..., xnl}(3b)

D(S(x1,x2 xnl))={yl,y2,..,ynm} (8.4a)
D’(S’(yly2,..., ynm)= {xl, x2,..., xnl} (8.4b)
gdzie S’, D’ - szyfracja i deszyfracja wsteczna.

Whprowadzmy pojecie funkcji kryptograficznej K.F(*) = D(S(*)) (lub KF’(*)=
D’(S’(*)) dla propagacji wstecznej ).Oczywiscie KF(KF’(*)) = X oraz KF’(K-F (*)) =
Y. Ponadto zdefiniujmy grupe neuro- kryptograficzng jako szdstke { X, Y, S, D, +, *
} . Tym razem X oznacza zbiér danych wejsciowych, Y - zbidér danych wyjsciowych,
S = <Ws,Fs> (szyfrator), D = <Wd,Fd> (deszyfrator), +, * - podstawowe dziatania w
sieci neuronowej [34], Aby przedstawi¢ etap szyfracji uzyjemy zapisu z pomoca
zdefiniowanej grupy {X, Z, S, 0, +,* }. Fragmenty szyfracji i deszyfracji (czesci 1, 2, 3
na rys. 3) opiszemy nastepujgco : {XI, ZI, SI, 0+, * }, {Z2, Y2, 0, D2, +, * } oraz
{Z3, Y3, 0, D3, 0, + }. Jesli fragmenty te traktowa¢ odrebnie to sktadowe ZI, Y2, Y3
sg typowgq dezinformacjg jesli za$ tacznie to bedag one czesciami ,, wiasciwej”
informacji. Brak ktoregokolwiek z fragmentéw czyni uklad szyfrator - deszyfrator
bezuzytecznym. Roéwniez ,brak” choc¢by jednego neuronu dyskwalifikuje uktad
catkowicie.
S = <Wsl,Fsl> + <Ws2,Fs2> +...+ <Wsp,Fsp> (8.5)
D = <Wdl,FdI> + <Wd2,Fd2> +...+ <Wdr,Fdr>,
gdzie p - liczba czedci szyfratora,

r- liczba czesci deszyfratora.
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Podobne zaleznosci okres$li¢ mozna dla propagacji wstecznej.Oczywiscie
czesci struktury neuronowej dotyczgce szyfracji i deszyfracji podlegajg zamianie,
zmienia sie takze kierunek formowania sum warstwowych [16]. W zaleznosci od
sposobu przygotowania sieci podczas etapu uczenia wagi prostej i wstecznej
propagacji moga by¢ albo réwne sobie w obu kierunkach albo tez mogg sie r6zni¢ od
siebie. W pierwszej wersji sygnaty wejsciowe rozdzielane sa proporcjonalnie do wag
okreslonych dla propagacji prostej [29]. W drugiej wersji uczenie w obu kierunkach
traktowane jest niezaleznie zamianie podlegajg jedynie dane wejsciowe i wyjsciowe
(ze zbioréw uczacych).

8.2 Ocena jakosci zabezpieczenia kryptograficznego

Wprowadzmy pojecie wrazliwosci szyfrowania neuronowego sw. Bylaby to

minimalna warto$¢ zmiany wagi , ktéra wywotuje jakgkolwiek zmiane kodu
wynikowego.
sw = min {wij - wMj ; fij-fM*0} (8.6)
1<i<m
1<j <nm

j - numer neuronu w i- tej warstwie,

w’, f ‘- warto$¢ skorygowanej wagi oraz warto$¢ zmiany kodu na wyjsciu neuronu
wywotana korektg wybranej wagi

m - ilo$¢ warstw, ni - ilo$¢ neurondw w i- tej warstwie.

Definicje wrazliwosci oparto na zatozeniu, iz wartosci funkcji kodowych fi f *
zmieniajg sie dyskretnie dla okre$lonego uktadu liczbowego.
Miarg jakosci zabezpieczenia kryptograficznego moze by¢ liczba wariacji standéw
wagowych dla wszystkich neuronéw oraz dla petnego zakresu zmian wag (z krokiem
réwnym wrazliwosci szyfrowania).

CQS = [l/sw]mw, nw = nO*nl + nl*n2 +... + nm-1* nm, (8.7)
gdzie CQS - wspotczynnik jakosSci zabezpieczenia, nw - ilo$¢ wag.

Przyktadowo jesli sw = 0.01 oraz liczba neuronéw w uktadzie szyfrujaco -
deszyfrujagcym wynosi 50 (10 + 10 + 10 + 10 + 10, tzn. po 10 neurondéw w pieciu
warstwach ) to wspdtczynnik jakosci zabezpieczenia kryptograficznego wyniesie 100
do potegi 400, a wiec liczba 801 - cyfrowa.

W oszacowaniu nie uwzgledniono jeszcze roli dezinformacji, ktora zwieksza
jakos¢ zabezpieczenia. Ocena chaosu wprowadzonego przez wymieszanie informacji
prawdziwej i dezinformacji mogta by by¢ przeprowadzona na rézne sposoby.
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Wyrazmy to na przyktad stosunkiem liczby wariacji stanow wag wykorzystywanych
do tworzenia dezinformacji do liczby wariacji standw wag zastosowanych do
generowania peinej informacji. Zatézmy, iz ostatnia petna warstwa szyfratora ma
numer j oraz ze ilos¢ warstw niepetnych wynosi k.Liczba neuronéw w warstwach
niepetnych wynosi odpowiednio : nel, ne2,..., nek. Stad ilo$¢ potaczern wagowych
wykorzystywanych do tworzenia dezinformacji wynosi :

md = nO*nl + nl*n2 +... + nj-1*nj + nj*nel + nel*ne2 +...+ nek-I*nek, (8.8)
a do tworzenia peinej informacji
mi = nO*nl + nl*n2 +... + nj-1*nj (8.9)

Wspotczynnik oddziatywania chaosu bedzie wigkszy od jedno$ci i mozna go wyrazié
nastepujaco:

CCH =(\vs*[I/sw] "d-™+ [i/sw]mi)/ [1/sw] mi= 1 +ws*[l/sw] nd2ri (8.10)
gdzie ws -wspotczynnik skali prezentacji dobierany dla zakresu (md - 2mi). W
tablicy 8.1 ,,uwypuklono” zakres md = [20 - 16], mi = 10, stosujac wspo6tczynnik ws =

1000.

Tablica 8.1.Wielkosci oddziatywania chaosu informatycznego

mi = 10 Wspbtczynnik oddziatywania chaosu informatycznego CCH
m i 20 18 16 14 12 10

0,002 1001 1,004 1

0,004 1001 1,016 1,0000003

0,006 1001 1,036 1,0000013

0,008 1001 1,064 1,0000041

0,01 1001 1,1 1,00001

0,02 1001 1,4 1,00016

0,03 1001 1,9 1,00081 1,00000

Wspotczynnik CCH wskazuje na niklo$¢ zabezpieczenia , ktére wynika z
wprowadzenia dezinformacji (CCH = 1).

Znacznie bardziej wyraziste oddziatywanie chaosu informacyjnego uzyskamy
dzieki zastosowaniu wspotczynnika zdefiniowanego jako stosunek sumy liczby
neuronéw w warstwach wyjsciowych informacyjnej i dezinformacyjnej do liczby
neuron6w w wyjsciowej warstwie informacyjnej :

CCN = (ni + nk)/ni = 1+ nk/ni (8.11)

Aby uzyska¢ ostateczny poziom zabezpieczenia przemnazamy wspdtczynnik
jakosci (8.7) przez wspotczynnik oddziatywania chaosu (10 lub 11):
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CS=CQS *CCH (lub CCN) (8.12)
8.3 Ztozonos¢ (czasowa) algorytmu neuronowej szyfracji

Dziatanie struktury neuronowej zwykle dzielimy na dwa etapy : etap uczenia i
etap rozpoznawania. Charakteryzujg sie one r6znymi stopniami ztozonosci.Patrzac na
zagadnienie od strony  kryptograficznej nalezaloby obie fazy zadania
kryptograficznego tzn. szyfrowanie i deszyfrowanie potraktowac integralnie jako jeden
spojny algorytm. W algorytmie neuronowej kryptografii w etapie uczenia wyr6znimy
nastepujace cyklicznie powtarzajgce sie dziatania zalezne od nastepujacych
parametréw :

czas uczenia t realizowany w cyklach uczenia

w kazdym cyklu uczenia przechodzimy przez wszystkie warstwy, ktdrych jest

m

w kazdej warstwie znajduje sie Srednio n neuronow

do kazdego neuronu dostarczana jest informacja $rednio z n neuronow

poprzedniej warstwy

Tak wiec ztozono$¢ pierwszej czesci uczenia mozna oszacowac nastepujgco:
0(tmn2).W drugiej czesci korygujemy wedtug wybranej metody [29] kazdg z wag.
Ztozonos$¢ tej czesci szacujemy w podobny sposob : 0(tmn2). Ztozonos$¢ procesu
uczeniajest wiec rowna : 0(tmn2 + 0(tmn2 = 0(tmn2)

Etap rozpoznawania rézni si¢ od etapu uczenia tym , ze realizowany jest w
jednym cyklu czasowym. Jego ztozonos$¢ jest wiec rowna :0(mn2 Ztozonos¢ catego
procesu uczenia i rozpoznawania wynosi : 0(tmn2 + 0(mn2 = 0(tmn2. Schemat
blokowy przedstawiony na rys. 8.5 ilustruje problem zlozonosci neuronowego
algorytmu kryptograficznego.



j=1(1) m~ >
k=1(1) n

1= Kl) n 2 cze$¢ - korekta wag

Operacje dominujgce 2

ROZPOZNAWANIE

k-1(1) 7 >

1= 1(1) n

Operacje dominujgce 1

Rys. 8.5 Schemat blokowy ilustrujacy ztozonos$¢ algorytmu szyfrowania i deszyfrowania
neuronowego ( i - numer cyklu czasowego, j- numer warstwy, k, 1- numery neuronéw w
sasiadujgcych warstwach)

Whioski
1 Neuronowa kryptografia to elastyczne narzedzie do zabezpieczenia danych
pozwalajagce na wielokrotne i wielorakie rozdzielenie elementéw szyfracji i

deszyfracji, uwzgledniajgce kryterium veta zaréwno od strony odbiorcy jak i
nadawcy zaszyfrowanej informaciji.
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2. Jako$¢ zabezpieczenia (8.7) poprzez zastosowanie klucza neuronowego jest
poréwnywalna z jakoS$cig zabezpieczenia przy pomocy znanych jawnych i
prywatnych kluczy[16]

3. Zlozono$¢ algorytmu szyfracji (deszyfracji) bazujgcego na strukturze
neuronowej jest o rzad wyzsza {0(mn2 > 0(n2} niz ztozono$¢ klasycznych
algorytméw [29] co oczywiscie wplywa na wydtuzenie czasu operacji
kryptograficznych.

4. Elastyczno$¢ modyfikowania kluczy neuronowych jest o dwa rzedy wieksza
niz w klasycznych algorytmach co wynika z modyfikowalnej liczby wag ,
ktérag oszacowaé mozna nastepujgco: 0(mn2 (0(mn2» O(m)}

5. Wplyw oddziatywania dezinformacji na stopien zabezpieczenia danych jest
niewielki (8.10) i (8.11) i mozemy go poming¢ przy analizie jakosci procedur
kryptograficznych.

9. Neuronowe prognozowanie scenariuszy wspomagajace zarzadzanie

Metody prognozowania wieloparametrycznego ciggle sie rozwijajg i
modyfikujg. Wykorzystanie neurondw do analizy zjawisk ekonomicznych, ktore
trudno opisa¢ deterministycznymi zaleznosSciami i formutami, jest w duzej mierze
uzasadnione. Takie powigzanie przyczyn i efektow procesdw ekonomicznych z
powodzeniem moze zastapi¢ prace ekspertow tym bardziej, ze struktury neuronowe
potrafig sie same uczy¢ oraz sg w stanie wycigga¢ wnioski na podstawie niepetnej
informacji wejsciowej. Scenariuszem w danym przypadku bedzie sekwencja wartosci
wybranych parametréw ekonomicznych Si = {xl, x2,..., xn}, gdzie x| - znaczenia
parametrow lub wskaznikdw. Badania mozna rozbudowaé, poszukujac naj-bardziej
optymistycznego i najbardziej pesymistycznego scenariusza (Sopt, Spes).Jak w kazdej
prognozie, danymi wejsciowymi bedg informacje dotyczace bezposrednio przesztych
doswiadczen.

9.1 Strategia tworzenia prognozy neuronowej

Zdajemy sobie sprawe, ze przy wieloparametrycznym prognozowaniu mamy
do czynienia z wielo-indeksowymi macierzami danych. Z uwagi na fakt, iz macierze
neuronow to zwykle zaledwie dwu- lub trojwymiarowe struktury, wygodnie bedzie sie
postuzy¢é mapami (obrazami) parametrow ekonomicznych. Przykladowo mozna
zatozy¢, ze mapa parametrow bedzie miata dwuwymiarowg posta¢ (rys.9.1). Na obu
wspo6trzednych umownie rozmiescimy numery dyskretnych podprzedziatéw wartosci
parametrow ekonomicznych.

Na przedstawionym rysunku widzimy nie funkcyjng zalezno$¢ parametrow w
odniesieniu do obu osi x,y(y * f(x),x * g(y))- Zalezno$¢ ta przypomina obraz
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stanowigcy zwykle strukture wejsciowg - wyjsciowg w procedurach roz-poznawania
obrazéw. Jednocze$nie zdajemy sobie sprawe, iz takich struktur danych moze by¢
kilka, kilkanascie itd. w zalezno$ci od typu i zakresu prognozy (rys. 9.2).

Z kazdym z wyzej przedstawionych ukfadéw zwigzemy strukture neuronowg
rozpoznajacg obrazy [23,34] nawet na podstawie niepetnych lub skazonych chaosami
danych.

; —
- B 11 =

3
2
1
W
0
2 4 X

] piet 3 )
piet 1 piet 5

piet 2 piet 4

Rys.9.2. Uktady danych wejsciowych i wzorcowych, gdzie # symbolizuje obraz
zaleznosci parametréw ekonomicznych

Dane wzorcowe dla kazdej struktury neuronowej to zbiér macierzy W"K\ gdzie ki -

numer wzorca /-tego uktadu, a i, j to wspdtrzedne parametréw tworzacych mape.
Elementy macierzy moga przyjmowac wartosci (1,0) lub (1,-1) zgodnie z zapisem:

'l -kolor czarny A 1-kolor czarny
w: i

0 - kolor biaty 0 - kolor biaty
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Przyjmujgc, ze zakres zmian parametrow pomocniczych mozna przedstawic
nastepujgco:
1</ <max/(/) 1</<v
1<j <maxj(l)
1<k <maxk
gdzie:
/ - numer uktadu rozpoznajgcego mape (obraz),

v - ilos¢ uktadow,
max k - ilo$¢ wzorcéw map parametréw ekonomicznych.

Na bazie powyzszej informacji mozna oszacowa¢ ilos¢ danych wejsciowych
wg nastepujgcej formuty:

Nmp :N'inppict +N’inps + I\linpact =

» b b
=max k BX max/(/) emaxj (/) + SN £ N~ +
1=\ el m1
\ \ (1)

+ N maxi(/)maxj(l) =(maxk +1  max/(/)maxj(l) +
= M

Ninppict - 1l0$¢ danych do opisu map wzorcowych
N j - ilos¢ danych do opisu scenariuszy wzorcowych
Ni,pad " il°$¢ danych dot. aktualnej, badanej sytuacji

gdzie:

7 - ilo$¢ parametrow m-tego pesymistycznego scenariusza wzorcowego,

p A - ilo$¢ wzorcowych optymistycznych scenariuszy,

p~ - ilos¢ wzorcowych pesymistycznych scenariuszy.

Oznaczajagc przez R = max{max/(/), maxy(/)}, mozemy okresli¢ rzad wartosci danych

wejsciowych jako ©(maxk-V-R 2).

Dane dotyczace aktualnych parametrow wejsciowych, ktérych rzad mozna
oszacowac jako &(V ¢ R2), podawane beda na odpowiednie wejécia neuronowej sieci
kazdego z V ukladéw rozpoznajgcych obrazy. Sie¢ neuronowa zgodnie z
»Wyuczonymi” wzorcami wybiera ten, ktory jest najblizej aktualnie badanej sytuacji
ekonomicznej (rys. 9.3).Kompleks ukfadéw rozpoznajacych mapy parametrow
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ekonomicznych zbioru struktur neuronowych na danym etapie mozna przedstawic
schematycznie (rys. 9.4).Struktura przedstawiona na rysunku 9.4 realizuje pierwszy
etap procedury prognozujacej, dostarczajgc wektor danych {Zi,Z2...,Z,}, na bazie
ktorego wybierzemy dwa skrajne scenariusze dotyczace opisu przewidywanej
przysztosciowej sytuacji. Zgrupowanie scenariuszy wzorcowych w dwdch zbiorach
(przewidywan optymistycznych i pesymistycznych) nie tylko pozwoli na bardziej
szczegdtowq i wywazong ocene sytuacji, lecz takze przyspieszy proces konwersji.
Etapy realizacji zadania mozna wiec przedstawi¢ jak na rysunku 9.5.

a) «opt - NUMer wybranego wzorca

S RS E® S

yi — 3

X, x2 x3 X x5 x6 X7

b)

piet k

Rys. 9.3. Wybrany wzorzec mapy parametréw ekonomicznych (a) oraz umowny
schemat wyboru wzorca najbardziej zblizonego do badanej sytuacji
ekonomicznej (b)
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Xj - wektor wspotrzednych x
/-tego ukfadu

Yj - wektor wspétrzednychy
Mego uktadu

Zj - wyjscie /-tego uktadu
rozpoznajacego

X, Y2 X2 Y, X2

Rys. 9.4. Schemat ideowy uktadéw rozpoznajacych mapy parametrow
ekonomicznych

letap

Scenariusze Scenariusze

© O 2 etap

Rys. 9.5. Realizacja procedury wyboru najbardziej prawdopodobnego
optymistycznego i pesymistycznego scenariusza
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9.2 Realizacja neuronowych klasyfikatoréw obrazéw iscenariuszy

Do rozpoznawania obrazu mozna wykorzystywaé struktury neuronowe z
odwrotng propagacja lub ze sprzezeniem zwrotnym [23, 34],

Pierwsze rozwigzanie zilustrujemy schematem ideowym (rys.9.6) dla
pojedynczego uktadu rozpoznajgcego. Zatézmy, iz sie¢ neuronowa posiada Iw warstw
neuronéw, kazda o liczebnosci n, obiektéw (gdzie 1 <i< Iw).

Na rysunku 6 przedstawiono w zarysie znany algorytm [34, 30] rozpoznawania
obrazéw. W algorytmie tym mozemy rowniez wykorzysta¢ jako obrazy wzorcowe i
obrazy do identyfikacji struktury wielobarwne. W tej sytuacji przewidywany #tub
oszacowany zakres wartosci wielkosci wyjsciowych Z,(I <i <Vv) dzielimy na liczbe
koloréw (z gory zatozong wielko$¢): Ac = max(AZ,)/lc, gdzie Ac - podprzedziat
zajmowany przez jeden kolor, AZ- - zakres wartosci wyjsciowych i-tego uktadu
rozpoznajagcego, ic - ilos¢ koloréw. Decyzja o wyborze koloru moze by¢ opisana
prostym algorytmem (rys.9.7).1lo$¢ p6él wynikowych jest réwna (max i x max j).
Dopuszczenie koloréw lub odcieni szarosci zwieksza oczywiscie doktadnos$¢ i
wnikliwo$¢ analizy sytuacji wieloparametrycznego obiektu ekonomicznego.lnnym
wariantem neuronowego rozpoznawania jest zastosowanie sieci Hopfielda [23, 27]. W
tym wariancie oprocz zwyktych potgczen miedzynarodowych sieci neuronowych
dochodzgjeszcze sprzezenia zwrotne, gdzie wyjscie kazdego neuronu potaczone jest z
wejsciem wszystkich pozostatych (z wylaczeniem samego siebie). Mozna to
zinterpretowa¢ w sposéb przedstawiony na rysunku 9.8. Wagi w tej sieci muszg by¢
symetryczne, tzn. potaczenie z wyjécia neuronu o numerze i na wejécie neuronu o
numerze j posiada takg samg wage jak pofgczenie wyjscia neuronu o numerzej na
wejécie neuronu o numerze i (rys.9.8b)[34].

Ogdlny algorytm nie rdézni sie od tego, ktéry wynika ze schematu
przedstawionego na rysunku 9.6. Obecnos¢ dodatkowych polgczen nie przysparza
dodatkowych zadan (d) pomimo kazdorazowej zmiany wagi W& (/).
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Rys. 9.6. Schemat ideowy neuronowego rozpoznawania obrazow
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Obecnos¢ sprzezen zwrotnych sktania do wyeliminowania etapu wstecznej propagacii,
co uprosci algorytm dziatania.

Kk - numer neuronu w war-
stwie wyjsciowej
sieci

i - numer ukfadu roz-
poznajgcego

- kod koloru

Rys. 9.7. Algorytm wyboru koloru dla k-go pola obrazu (mapy): Ulti- warto$¢ zmiennej
wyjéciowej warstwy wyjsciowej sieci neuronowej dla i-tego uktadu wyjsciowego
i A-tego neuronu tego uktadu, co/,* - warto$¢ kodu koloru
przy powyzszych parametrach

Rys. 9.8 Pofaczenia sieci Hopfielda (ze sprzezeniami zwrotnymi)
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Rys. 9.9. Schemat transformacji danych i rezultatdw posrednich: D, - dane dla i-tego
uktadu rozpoznajacego obrazujace aktualng sytuacje ekonomiczng, Pj - wzorzec mapy
zaleznosci parametrow ekonomicznych dla /-tego uktadu rozpoznajacego (j - numer wzorca),
WP, - wybrany przez /-ty uklad wzorzec, DWP - wektor wybranych wzorcéw jako
dane do sieci neuronowej okreslajagcej najbardziej prawdopodobne pesymistyczne
i optymistyczne scenariusze, 5)+, St - - wzorce optymistycznych i pesymistycznych
scenariuszy, WS+, WS- - wybrane wzorce scenariuszy: optymistyczny i pesymistyczny

9.3 Uzyskane rezultaty, ich postac i proces formowania

Ostateczne formy scenariuszy uzyskiwane sg w sposOb posredni poprzez zaistnienie
wzorcOw opisujacych aktualng sytuacje ekonomiczng co mozna zilustrowa¢ ogélnym
schematem transformacji (rys. 9.9).

Whioski
1. Dla przeprowadzenia badan postuzono sie dwoma typami sieci neuronowej
opisanymi w rozdziale 3 i rozpoznajgcymi wzorce. Jako efektywnos$¢ dziatania
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przyjeto prawdopodobienstwo podejmowania wiasciwych decyzji zaréwno na
etapie rozpoznawania map, jak i rozpoznawania scenariuszy.
Jako parametry badan wykorzystano nastepujgce zmienne:
- liczbe wzoréw (map i scenariuszy) Iw,
- liczbe elementow wektora scenariusza m,
- liczbe uktadéw rozpoznajgcych mapy (obrazy) v.
Wybrane przyktadowe wyniki najbardziej typowe dla catosciowej analizy przed-
stawiono na rysunku 9.10.

PPD PPD
i.04- 1.0
w=10
m = 10 v =10
v=10
0.5- 0.5--

PPD - prawdopodobieristwo
prawidtowej decyzji

Iw - liczba wzorcéw

m - liczba elementéw scenariusza

v - liczba uktadéw rozpoznajacych

Rys. 9.10. Generalne tendencje zachowania neuronowej struktury rozpoznajacej
prognostyczne scenariusze

2. Wykorzystanie do prognozowania ,podwdjnego” wnioskowania dotyczacego
rozpoznawania zaréwno map, jak i scenariuszy wydtuza dwukrotnie procedure
dziatania, lecz znacznie (v-krotnie) zwieksza ilos¢ posrednich informacji, ktore
moga by¢ wykorzystane do glebszej analizy ekonomicznej.

3. Pomimo celowego wzbogacenia zasobu informacji stanowigcej dane do drugiego
etapu rozpoznawania (etapu rozpoznawania scenariuszy) efektywnos$¢ dziatania
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struktury sieciowej nieznacznie zmalata, co wynika ze zwigkszenia iloSci operacji
przetwarzania kumulujgcych sekwencyjne bledy.

4. Zwiekszenie ilosci uktadéw rozpoznajgcych mapy niekoniecznie musi prowa-dzi¢
do wydtuzenia procedury obliczeniowej z uwagi na mozliwosci paralelizacji
dziatania sieci neuronowych rozpoznajagcych mapy zaleznosci parametrow
ekonomicznych.

10. Analiza efektywnos$ci systeméw zarzadzania przy wykorzystaniu sieci
neuronowych

W rozdziale proponuje sie wykorzystanie sieci neuronowej, ktorej struktura
jest zgodna ze strukturg organizacyjng zarzadzanego systemu. Sledzenie pracy sieci
neuronowej pozwoli oceni¢ dziatanie systemu organizacji i zarzadzania danej
instytucji. Zadanie polega na opracowaniu sposobu odwzorowania struktury
organizacyjnej systemu zarzgdzania w uktad sieci neuronowej [27] . Istotng rzeczgjest
takze opracowanie poczatkowej macierzy wag w(ij) oraz funkcji realizowanej przez
neuron, ktora syntezowa¢ winna dziatanie konkretnego modutu organizacyjnego.
Efektywnos$¢ calej struktury organizacyjnej winna by¢ oceniona poprzez dziatanie
wyjséciowego neuronu (lub grupy neuronow ).

10.1 Wybor ukfadu sieci neuronowej dostosowanego do struktury systemu
zarzadzania

W kazdej strukturze organizacyjnej poszczegdlne dziaty winny wykonywaé
okreslone funkcje, ktérych rezultatem bedg r6znego formy lub produkty. Pod pojeciem
forma w tym rozdziale bedg rozumiane r6znego rodzaju dokumenty, rezultaty realnych
dziatan i analiz. Pod pojeciem produktu bedzie rozumiana ustuga lub towar. Zaréwno
forma jak i produkt bedg tutaj sie charakteryzowa¢ konkretng oceng jakosci o ilosci
oraz odpowiadajace im limity. Innym istotnym limitem bedzie obarczony réwniez
czas:

limit dolny A
Forma limit gorny
limit czasowy
Produkt
limit dolny
limit gorny

Rys. 10.1. Charakterystyki strategiczne form i produktow
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Powyzsze definicje i wuproszczenia majg stuzy¢ uzyskaniu wiekszej
klarownosci i jednorodnosci przy konwersji struktury organizacyjnej w ukiad sieci
neuronowej. Taki sposéb uproszczonego opisu kazdego modutu struktury
organizacyjnej prowadzi do uzyskania mozliwosci scalania wspdtpracujacych ze sobg
modutow, jezeli tworzg grupe generujgcg okreslone formy lub produkty i nie sg
zwigzane bezposrednio z innymi funkcjonalno - organizacyjnymi modutami. Takie
potaczenie zmniejsza szanse oceny wewnetrznych zintegrowanych ze sobg dziatow lub
modutdéw organizacyjnych.

Kolejnym zadaniem staje sie zgeneralizowanie funkcji, kt6rg postuzy sie
neuron do opisu efektywnos$ci dziatania. Jedng z propozycji takiej funkcji moze by¢
nastepujaca zaleznos¢:

f(x) = kj. kj.8j.61.8,, (10-1)
gdzie :

kj -wspoétczynnik jakosci,

kj- wspotczynnik ilosci,

S - wspétczynnik limitu jakosci,
Sj- wspdtczynnik limitu ilosci,
8t- wspdtczynnik limitu czasu,

1-e dla{aosOsbo },
8 =

e dla{()<a(lub()>b()},

gdzie :

() -jakos¢, ilos¢ lub czas
al) - dolny limit parametru ()
b()- gérny limit parametru ()
s - wspotczynnik zaniku.

W praktyce sytuacji oznaczonej ( 1 - e ) odpowiada znalezienie sie w limitach
jakosci, ilosci i czasu. Nie wywigzanie sie z dowolnego z narzuconych limitow
powoduje zblizenie warto$ci funkcji f(x) do zera . W takie sytuacji musi by¢
uwzgledniona skala zr6znicowania minimalnego progu wspétczynnikdw kj i k; oraz
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wielkosci wspdtczynnika zaniku s. Jezeli progi wspdtczynnikéw jakosci i ilosci
oznaczymy odpowiednio przez Aj i A, to mozemy oszacowac ich wartosc:

A = (max{ kj}- min{ kj}/ nj
(10.2)

A = (max{ kj}- min{ k-})/n,

gdzie
nj,nj - liczba progoéw jako$ciowych i ilosciowych.

Z powyzszego wynika, iz Aj» e oraz Aj» e. Zaleznosci te mozna okresli¢ jako
zasade skutecznej eliminacji to jestjako efekt przekroczenia limitdw.

Jezeli w strukturze organizacyjnej przekroczone zostang limity strategiczne
powoduje to dyskwalifikacje systemu, jezeli za$ przekroczone zostang limity bedace
na przyktad naruszeniem pewnych planowanych lub prognozowanych zatozen, nie
burzacych strategii dziatania systemu , takie stany mozna uzna¢ za dopuszczalne.
Wynika z tego , iz zadnym dodatkowym dziataniem nie mozna zrekompensowac
naruszenia limitow strategicznych, w przeciwienstwie do naruszenia limitéw
niestrategicznych. Wobec tego musi nastgpi¢ przekaz zaniku wartosci do warstw
odpowiadajgcych wyzszym poziomom hierarchii organizacyjnej :

Rysi 0.2. Schemat zaniku przekazu w strukturze modelu neuronowego (5" - wspétczynnik
przekazu strategicznego dla k - tej warstwy)
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Z rysunku wynika, ze zanik strategicznej skutecznosci winien by¢ przekazywany do
wyzszych warstw. Przekaz ten moze by¢ realizowany w rézny sposéb. Przyktadowo :

a) Ssk=8sk i c) 5su=(5sk-i)2
(10.3)

b) 5sk=(5si)k d) 8sk=(k-1)/k * 5ski

Powyzsze przyktady sugeruja, iz mozna réwniez klasyfikowaé strategiczne znaczenie
danego produktu lub formy oraz zwigzanego z nimi dziatu systemu organizacyjnego.
Niezaleznie od intensywnosci zaniku efektywnosci dziatania przy przekazywaniu go
do kolejnych wyzszych warstw stosujemy zasade rozsiewu wspoOtczynnikdw 8sk
(rys. 10.1.)[27].

Funkcja opisujaca skutecznos$¢ dziatania poszczegdlnych dziatow i realizowana przez
odpowiadajgce im neurony (1) moze by¢ zmodyfikowana w nastepujacy sposob:

f(x) = kj. kj. 8j. 5j. 8, .8sk_ (10.4)
gdzie

k - numer warstwy, w ktorej zlokalizowany jest neuron opisujacy funkcjonowanie
danego dziatu

W Kklasycznej wersji sieci neuronowej pojawienie sie zaniku strategicznej
efektywnosci w dowolnej warstwie powoduje ,rozsiew” wspotczynnika zaniku we
wszystkich  wyzej potozonych warstwach oraz. Z kolei pojawienie sie w
ktérymkolwiek miejscu strategicznej atrofii dyskwalifikuje system w catosci.

W wersji neuronowej [34] odpowiadajgcej strukturze hierarchicznej
zarzadzania dang instytucja przekaz sygnatébw z warstwy do warstwy nie jest tak
kompletny i wyczerpujacy ( patrz rys.10.2 ). Umozliwia to prze$ledzenie pracy
rzeczywistego systemu organizacyjnego i  zarzadzajgcego oraz , dodatkowo,
wypracowanie w procesie uczenia nowych wag oceny i traktowania poszczegélnych
dziatdw.
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warstwa 4

warstwa 3

warstwa 2

warstwal

Rys 10.2. Neuronowy odpowiednik struktury dziatania

Jak wida¢ z rys. 10.2. nie wszystkie przekazy miedzy warstwami sg aktywne.
Ponadto jezeli w strukturze zarzadzania lub organizacji istniejg bezposrednie
zalezno$ci miedzy odlegtymi warstwami powotujemy fikcyjne wezty w posrednich
warstwach (linie przerywane na rys. 10.2 ). Neurony odpowiadajgce tym weztom bedg
realizowaly funkcje f(x) = 1 Jednakze w tym przypadku wagi sygnatow
doprowadzajacych do i odprowadzajacych od wezta bedg rownowazne.

roiH, ii

z gdzie k ,1- numery neurondw wysylajacych w warstwach

(i+1) oraz i-tej (tDiH" = coij) .

W tej sytuacji wagi nie majg szczeg6lnego znaczenia, poniewaz dany neuron
opisuje nieistniejacy dzial organizacyjny. Wprowadzenie tego neuronu jest istotne z
uwagi na proces uczenia sieci neuronowej bazujagcy na przektad na wstecznej
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propagacji [34], Funkcja konwersji stosowana w naszym wariancie sieci neuronowej to
funkcja wieloprogramowa okre$lona w nastepujacy sposéb:

fy(x)=[x*n]/n; [*]-fiinkcjaentier (10.5)
gdzie

x - argument (iloczyn wagi i sygnatu, xe<0,I>)

n- ilos¢ progdw , i - numer warstwy, j - numer wezia.

Jezeli przyjmiemy, ze zar6wno xjak i wagi zmieniaja sie¢ w granicach <0,1> to
funkcja odwrotna konieczna dla propagacji wstecznej w procesie uczenia bedzie
mozliwa do okreslenia zgodnie z wykresem na rys. 10.3.

Rys. 10.3. Progowe funkcje realizowane przez neurony

Jednakze w procesie uczenia zar6wno argumenty wejsciowe, jak réwniez
wielkosci wyjsciowe oraz wagi 0siggajg wartosci przekraczajace jednos¢ [23,34], W
takiej sytuacji obliczanie wartosci funkcji odwrotnej bedzie prostsze i szybsze niz
procedury skalowania i okreslania nowych zakresow zmiennych wejSciowych i
wyjsciowych.

10.2 Algorytm wuczenia sieci neuronowej analizujgcej efektywnos$¢ systemu
zarzadzania.

W pierwszym etapie okreslamy ilos¢ warstw oraz ilos¢ neuronéw w kazdej
warstwie. Ponadto wprowadzamy sygnaty wejsciowe.
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Wprowadzenie danych
atgoiytmn ESZ
(efektywnos¢ systemi
zarzadzania)

ci. i - wspokcTiTinik zanku T el
strategie znego i-tego neuronu
k-tej warstwy

&éé*-wspoétczynnik pofaczenia,
i-tego neuronu ,k-tej warstwy
oraz j - tego neuronu ,k-I warstwy

¢»..¢-waga sygnatu dochodzacego do i-tego
neuronu ,k -tej warstwy,

a wchodzacego z j -tegjo neuronu k-1 - szej
warstwy

Rys. 10.4. Etap wprowadzania danych do sieci neuronowej
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Wspotczynnik potgczenia mozna okresli¢ w prosty sposob :
1- jesli istnieje potgczenie i-go neuronu , k-tej

Cju=1 warstwy z j -tym neuronem , k-1 -szej warstwy,
0 - jesli tego potaczenia nie ma

y,* - warto$¢ sygnatu
wyjsciowego

Rys.10.5. Etap okre$lania sygnatéw wyjsciowych w poszczeg6lnych neuronach

W tym etapie mamy dwie procedury : pierwsza to okreslenie wspotczynnika
zaniku strategicznego Dla realizacji tej procedury mozna wykorzysta¢ procedury
(10.3). Dodatkowo funkcja g (X) moze zaleze¢ od usytuowania opisywanego dziatu
struktury organizacyjnej, a wiec od parametréw i oraz k. W takiej sytuacji funkcjag (x)
moze zmieni¢ moze zmieni¢ sie w macierz funkcji gik (x). Przy okreslaniu wartosci
funkcji / (x) najwygodniejszym rozwigzaniem jest przyjecie takiej samej gradacji dla
wszystkich wspotczynnikdéw jakosci i ilosci poszczeg6lnych neuronow (dziatow
struktury). Oczywiscie nie jest to konieczne, poniewaz kazdy neuron zmienia dowolne
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dane wejsciowe w funkcjonalne kaskady stosowanej do charakterystycznej dla danego
wezta oceny wartosci progowej (10.5). Réwniez i tutaj funkcja moze by¢ zastgpiona
macierza funkcyjng f a (X).

Kolejny etap to oszacowanie wyjsciowych btedéw :

Rys. 10.6. Etap okre$lania btedéw na wyjsciu sieci neuronowej

W tym momencie rozpoczyna sie wsteczna propagacja ; poczawszy od
ostatniej warstwy szacujemy kolejno : btedy na wejsciu i rozdziat btedow na neurony
nizszej warstwy [ 23,34].
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Rys. 10.7. Etap okres$lania btedéw wyjsciowych i wejSciowych dla wszystkich neuronéw

Ostatni etap zaktada korekte wag, ktére mogg by¢ wykorzystane do zmiany
oceny strategicznych waloréw opisywanego przez dany neuron dziatu.
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Rys. 10.8. Etap korygowania wag w sieci neuronowej opisujgcej strukture zarzadzania.

Whioski

1 Wykorzystanie sieci neuronowej do opisu struktury zarzadzajgcej lub
organizacyjnej pozwoli na wytonienie strategicznie waznych dziatéw badanej
struktury.

2. Z przeprowadzonych badan wynika, ze poza dziatami strategicznie waznymi
dla Srodowiska zewnetrznego istniejg dziaty strategicznie wazne z punktu
widzenia wewnetrznej samo-organizacji i efektywnosci wspétdziatania.

3. Okreslone w procesie uczenia nowe wagi zwigzane z konkretnymi dziatami
badanej struktury stuzy¢ moga do ujawnienia ,waskich gardel” oraz
newralgicznych miejsc i powigzan w strukturze organizacyjne;j.
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11. Zréwnoleglenie proceséw w sieciach neuronowych

W rozdziale zostaty ukazane sposoby rozdziatlu neurondéw na procesory
struktur réwnolegtego lub rozproszonego przetwarzania. Sieci neuronowe realizowane
rownolegle wymuszajg czeste przekazy komunikatow i danych miedzy neuronami.
Przy dystrybucji neuronéw nalezy uwzgledni¢ takie czynniki jak: optymalizacja
przyspieszenia wynikajacego z roéwnolegtej konwersji oraz zwigzane z tym
réwnomierne obcigzenie procesoréw. Ponadto nalezy uwzgledni¢ ilos¢ komunikatow i
danych przekazywanych miedzy procesorami. Czas transmisji miedzy procesorowej
zalezy nie tylko od wielkosci przekazywanej informacji lecz réwniez od mocy
obliczeniowej kontaktujgcych sie konwerteréw [14].

W pracy nie uwzgledniono analizy mocy obliczeniowej ograniczajac sie jedynie do
okreslenia sktadowych czasu kreowania i transmitowania informacji.

11.1 Mozliwosci podziatu procesoréw i towarzyszgce temu watki zréwnoleglenia.

Najbardziej oczywistym sposobem podziatu jest zgrupowanie neurondw dla
poszczegblnych jednostek przetwarzajacych. Sytuacje kiedy dysponujemy wiekszg
iloscig jednostek przetwarzajacych niz ilo$¢ neurondéw (np > n) wystepuje niezwykle
rzadko. Bylby to przypadek bardzo wygodny pozwalajgcy na dowolne rozbicie

struktury konwersji pod warunkiem, iz kryterium rozdziatlu zwigzane jest tylko z
neuronami. Sytuacje tqg mozna przedstawi¢ w sposob zilustrowany jak narys. 11.1.

lpr 2pr 3pr

warstwa wyjsciowa

warstwa ukryta

warstwa wejsciowa

pr Tpr 8pr

Rys. 11.1. Dystrybucja neuronéw na oddzielne procesory.
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Studiujac ten przypadek mozna okresli¢ ilos¢ przesytan pomiedzy procesorami
dla ,,przejscia” przetwarzania w jednym kierunku. Dla warstwy wejsciowej mamy po
jednym przesytaniu na wejsScie (przyjecie argumentéw) i po dwa przesytania do
warstwy ukrytej. Tak analizujagc mozna okresli¢ ilos¢ przesytan miedzy procesorami,
ktora bedzie réwna ilosci przesytan miedzy neuronami:

Z = ]g(w,x«,+l), (11.1)
<
gdzie
nj - ilos¢ neurondéw w /-tej warstwie,

Iw - ilos¢ warstw.
Jezeli przesytania wykona¢ roéwnoczesnie to czas ich realizacji sprowadzi sie do
wielkosci:

T =1lw-Tk, (11.2)
gdzie
Tk - czas komunikacji miedzy procesorami (potaczenie i przestanie jednej
danej).
Jednakze pojedyncze procesory pracujag oddzielnie i przesytajg informacje

sekwencyijnie, stad czas zsynchronizowanej transmisji wyniesie:

T=T,fjni, (11.3)
i-1
gdzie
Tp - czas przesytania danych.

Zwykle jednak czas przesytania jest niejednakowy dla réznych jednostek sprzezonych
ze sobg. W zwigzku z tym wyrazenie okreslajgce czas przyjmie postac:

gdzie
- czas przesytania miedzy procesorem o numerze k w warstwie

(/- 7), a procesoremj w warstwie i.

Oczywiscie czas ten odnosi sie do grupy Iw warstw. Problem nalezy
rozpatrywac¢ z uwzglednieniem ilosci danych miedzy poszczegdlnymi procesorami.W
najprostszym wariancie ilo$¢ tych danych to tylko jedna wejsciowa warto$¢ zmiennej
przesylanej z warstwy nizszej do wyzszej. Jednakze nie zawsze tak jest, poniewaz
przesytane moga réwniez by¢ zmniejszajace sie wspotczynniki uczenia, momentum
etc. W takich sytuacjach wydtuza sie czas komunikacji. Tym niemniej realizowane jest
to rdwnolegle i zasada opisana wzorem (11.4) pozostanie w mocy.
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W sytuacji gdy dysponujemy mniejszg iloscia procesoréw niz liczba neuronéw
w sieci, problem sprowadza sie do podziatu pomiedzy procesory catej ilosci neurondw,
tak aby zapewni¢ spetnienie nastepujgcych warunkéw:
réwnomierno$é obcigzenia procesorow,
minimalny czas tracony na komunikacje miedzy procesorami,
minimalny czas realizacji zadania.
Spos6b podziatu neuronéw miedzy procesorami moze mie¢ charakter:
warstwowy (warstwy lub grupy warstw obstugiwane sg przezjeden procesor),
miedzywarstwowy (czesci warstwy lub czesci kilku warstw obstugiwane sa
przez jeden procesor).
Powyzsze sytuacje mozna zilustrowac w nastepujacy sposéb:

Ipr L Jr

Rys. 11.2. Sposoby rozdziatu neuronéw miedzy procesorami

Rownie czesto moga wystgpi¢ rozdzialy o charakterze mieszanym. llustruje to
rys. 11.3.



Rys.l 1.3. Mieszany i warstwowo - miedzywarstwowy sposob rozdziatu neurondéw.

Specyfika sieci neuronowych okresla sekwencyjny sposdb konwersji miedzy
warstwami. Stad tez grupowanie warstwowe neuronéw nie wptynie na przyspieszenie
obliczen, poniewaz procesor obstugujagcy warstwe musi obstugiwa¢ neurony
sekwencyjnie, a jednoczesnie kolejna warstwa musi oczekiwac na rezultaty uzyskane
w warstwie poprzedniej. Stad tez bedziemy mieli do czynienia tylko z przetwarzaniem
sekwencyjnym, a ponadto czas konwersji wydtuzy komunikacja miedzy procesorami -
warstwami [13].

Dystrybucja miedzywarstwowa daje lepsze wyniki, mimo ze i tu obstuga
neuron6w w kolejnych warstwach przebiega sekwencyjnie. Rys.l 1.4 ukazuje réznice
W organizacji przetwarzania przy dystrybucji warstwowej i miedzywarstwowej.

a)
=»  =» ...

S
5w~

thw

prl pr2 priw
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b)

> ->
U

-» -> ->

9 h h

-> -> C ->

K K K

Rys. 11.4. Schematy organizacyjne przetwarzania warstwowego (a)
i miedzywarstwowego (b).

Na rysunku linia pionowa oznacza wystanie komunikatow i danych miedzy
procesorami. Ze wzgledu na specyfike sieci wielkosci transmitowanych informacji sg
jednakowe lub podobne i moznaje oznaczy¢ nastepujaco:

tf= T Jtkn,+ Y ™I, (11.5)
»= =
gdzie
U - czas transmisji komunikatéw i danych,
tkm - czas przekazuj - go komunikatu,
h - iloé¢ komunikatéw,
td, - czas przekazu | - tej danej,
Id - ilos¢ danych.

Uscislajagc mozliwe sytuacje trzeba jednak stwierdzi¢, iz czas przesytania czy
transmisji nie musi by¢ jednakowy dla mozliwych potaczen miedzy procesorami danej
warstwy. Przejdziemy wiec od typowego (lub $redniego) znaczenia t, do czasu

transmisji zaleznego od komunikujacych sie procesorow (i, —» 7 (&,/)). Gdyby

kazdy neuron obstugiwany byt przez jeden procesor to wyrazenie estymujgce czas
zwigzany z wymiang informacji miedzy procesorami wyglada¢ moze nastepujgco:

y tk@k, j, m)+jr tdf\k,j, 1) (11.6)
A

m=\
gdzie
tk{i)(k,j,ni) - czas wysytaniam - go komunikatu z procesora o numerze k
w warstwie (/- 1) do procesoraj w warstwie i- tej.
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Do tego czasu nalezatoby dodaé czas wihasciwej konwersji realizowanej przez
procesory, ktdre w zaleznosci od powierzonych im neurondw i ich konfiguracji pracuja
w réznym stopniu zréwnoleglenia.

11.2 Strategia minimalizacji sekwencyjnosci przy dystrybucji neuronéw na
jednostki przetwarzajace.

Rysunki 11.4a i11.4b sugeruja, iz wyznaczanie neuronoéw nalezgcych do jednej
warstwy dla pojedynczego procesora sprzyja wydtuzeniu konwersji zwiekszajac liste
sekwencyjnych zadan. Innym bardzo waznym czynnikiem jest réwnomierne
Rozdzielenie neurondw miedzy dysponowang ilos¢ procesoréw. Stad ogdlne zasady
strategii obcigzenia procesorow:

réwnomierne obcigzenie procesordw,

minimalne powigzania poziome; jak najmniej neuronéw z jednej warstwy dla

pojedynczych procesoréw,

minimalne przekazy komunikacyjne miedzy procesorami.

W ostatnim kryterium uwzgledniamy przede wszystkim czas przekazu miedzy
procesorami. Wynika z tego, iz lepiej wyeliminowac dtuzej trwajgce przekazy dzieki
zgrupowaniu neurondw generujacych te dane i komunikaty. Przyktadowo, jesli mamy
sie¢ neuronowa o nastepujacej strukturze (rys. 11.5) i dysponujemy 3 procesorami:

Ipr 2pr 3pr
\

Rys. 11.5. Neuronowa sie€ i przyktad dystrybucji neuronéw na trzy procesory (wariant 1)

W przedstawionej na rys. 11.5 strukturze rozdzialu neuronéw na
pojedyncze procesory pojawig sie nastepujace przekazy komunikatéw i danych:

107



Tablica 11.1. Zestaw potgczen komunikacyjnych miedzy procesorami o obcigzeniach

konwersyjnych zgodnych z rysunkiem 5.

lpr <> 2pr lpr <> 3pr 2pr <> 3pr

(1,1) ->(2,2) 0,1) ->(2,3) (1.2) =(2.3)
2,1) -> (3,3) (2,1) ->(3,4) (2,2) ->(3,4)
(2,1) -»(1,2) (2,3) = (3.,1) (2,2) ->(1,3)
(3.1) >(2,2) (2,1) = (1,4) (2,2) =(14)
(3,2) ->(2,2) (3,3) -> (2,3)

Jezeli tg sama sie¢ neuronowg rozdzielimy w inny sposob (rys.11.6) to otrzymamy
zestaw potgczen przedstawiony w tablicy 11.2.

Ipr 2pr 3pr

Rys. 11.6. Uproszczona sie¢ neuronow i przyktad dystrybucji neuronéw na trzy
procesory (wariant 2)

Tablica 11.2. Zestaw potgczen komunikacyjnych miedzy procesorami o obcigzeniach

konwersyjnych zgodnych z rysunkiel 1.6.
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Ipr <>2pr Ipr <>3pr 2pr <> 3pr

0,1) ->(2,2) (1,1)->(2,3) (1,2) = (2,3)
(2,1)->(3,2) (2,1) = (3,4) (1,3)->(2,3)
(2,1)->(3,3) (2,1) ->(1,4) (2,2)->(3,4)
(2,1) = (1,2) (3,1) ->(2,3) (2,2) = (1,4)
(2,1) >(1,3) (3,2)->(2,3)
(3,1) ->(2,2) (3,3)->(2,3)



W przedstawionych tablicach symbole (i, j) oznaczaja neurony z i - tej
warstwy o numerze j. Kierunek komunikacji miedzy procesorami zaznaczony jest
strzatkg -> lub Zbadajmy przypadek réwnolegtego rozdziatu neuronéw miedzy
warstwami. Przeprowadzajgc petng analize dochodzimy do wniosku, iz ilo$¢ potgczen
komunikacyjnych zalezy od iloSci procesoréw przy spetnieniu warunku rozproszenia
poziomego, ktory przedstawiamy ponizej. Wprowadzmy oznaczenia:

(11.7)
gdzie

d - wspoétczynnik rozproszenia poziomego,

[m] - funkcja Entier,

np - ilo$¢ procesorow,

E - mata wartos¢ dodatnia.

Ponadto oznaczmy ilo$¢ neuronéw z kazdej warstwy obstugiwanych przez
konkretne procesory przez ¢ (i, j) - gdzie i - numer procesora, j - numer warstwy.
Nastepnie okreslmy maksymalna wielkos$¢ ¢ (i,j) dla kazdego procesora:

(11.9)

gdzie
dj - maksymalny odchyt poziomy.
Warunek rozproszenia poziomy polega na tym, aby maksymalna ilo$¢

neuronow jednej warstwy obstugiwanych przez jeden procesor byta minimalna czyli
aby nie przekraczata wspdtczynnika rozproszenia poziomego:

max dt — d, (11.9)

1<i<,np

Spetnienie tego warunku po pierwsze zapewnia réwnomierne obcigzenie
procesorow, minimalny czas realizacji zadania, maksymalny stopieri zréwnoleglenia i
statg ilos¢ komunikacji dla roznych wariantow dystrybucji neuronéw miedzy
procesorami.

Nalezy jednakowoz podkresli¢, iz dotyczy to tylko sytuacji réwnomiernosci
rozdzielenia neuronéw pomiedzy warstwami (rys. 11.5).

Nierzadko mamy do czynienia z dysproporcjami w rozdziale neuronéw miedzy
warstwami.

W takiej sytuacji nalezy wybra¢ warstwe o najwiekszej szerokosci (ilos¢
neuronéw w jednej warstwie) i dokona¢ réwnomiernego rozdziatu neuronéw w
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wybranej warstwie miedzy procesorami. W tym wypadku wspdtczynnik rozproszenia
poziomego mozna okresli¢ nastepujgco:

(11.10)

Maksymalny odchyl poziomy d{ bedzie réwny wartosci

dd =0} dla /( :£n<a;)§/(«ﬁ;)

Z powyzszych rozwazan wynika, iz kazdg z warstw nalezy rozpatrywac oddzielnie i
przypisa¢ kazdemu procesorowi (jesli to mozliwe): \/mp+1_ "] neuronéw,
1<j <lw.
Przykfad 1

Rys. 11.7. Dystrybucja neuronéw w neuronowych sieciach rozproszonych (pod wzgledem
ilosci neuronéw w poszczegélnych warstwach).

Wybierajgc wartosci s = 0.01 mozemy wstepnie oszacowac:
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<40 =te +0.99]=[f+0.»]= 1 1S'i 2
0 I

42)=te+ ) {=[1+097]=3 \<i<2

c(3,2)= n, - (np- Nm

c(/,3) =te +°.9# | lsis3
Wielkosci C(i,]) odpowiadajg obcigzeniom procesoréw dla poszczegdlnych
warstw. Jak widaé z powyzszych rozwazan przedstawiony sposob dystrybucji
neuronébw nie zapewnia réwnomiernosci obcigzern procesoréw [18]. Przy
rozpatrywaniu dystrybucji neuronéw oddzielnie dla kazdej warstwy nie sposob nie
uwzgledni¢ wspdtczynnika rozproszenia poziomego d o charakterze globalnym.
W naszym przykiadzie:

¢J="fe +0,99]=2
Wspdiczynnik ten uwzgledni¢ mozna przy tworzeniu algorytmu dystrybucji
neuronow dla poszczegdlnych warstw. Idea tego algorytmu opiera¢ sie moze na

dzieleniu ilosci neuronéw w danej warstwie bgdz przez ilos¢ procesoréw badz przez
wspotczynnik rozproszenia poziomego. Schemat takiego algorytmu ilustruje rys. 11.8.
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Rys. 11.8. Algorytm rozdziatu neurondw miedzy procesorami dla poszczegdlnych warstw.
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Algorytm (rys.11.8) polega na warstwowym rozdziale neuronéw miedzy

procesory. Po kazdorazowym przydziale neuronéw do konkretnego procesora,
rozpatrujemy pozostate neurony danej warstwy ( 72 ) jako baze dystrybucyjng i
rozdzielamy jg pomiedzy pozostate procesory. Kazdorazowo szacujemy przydziat
neurondw jako iloraz pozostatych elementow sieci przez pozostatg ilos¢ procesorow.

Whnioski:

L

Duzy wptyw na rezultaty paralelizacji ma rozproszenie neuronow w
poszczeg6lnych warstwach. Im wieksze jest to rozproszenie tym wolniej
bedzie przebiegat proces réwnolegtej konwersji. Jezeli jest to mozliwe
celowym jest zmniejszenie rozproszenia neurondw w poszczegOllnych
warstwach.

Grupowanie neuronéw jednej warstwy w jednym procesorze mija sie z celem
paralelizacji, poniewaz wymusza to sekwencyjng obstuge kolejnych neuronow.

Najwieksze efekty paralelizacji uzyskujemy gdy maksymalne odchyty
poziome (11.8) dla poszczegdlnych warstw sg réwne wspotczynnikowi
rozproszenia poziomego (11.7):
dt =d, i=1,2,.., 1w

Efekty paralelizacji sieci neuronowych zalezg od réwnomiernosci dystrybucji
neuronéw na poszczegOllne procesory w poszczegOlnych warstwach, ilosci
przesytanych miedzy procesorami komunikatow i danych, rozproszenia mocy
obliczeniowej procesorow.
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