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Abstract 

The paper shows that support vector classifier 
with linguistic interpretation of the kernel matrix can 
be effectively used in speaker verification. The kernel 
matrix is obtained by means of fuzzy clustering, 
based on global learning of fuzzy system with logical 
interpretation of if-then rules and with parametric 
conclusions. The kernel matrix is data-dependent 
and may be interpreted in terms of linguistic values 
related to the premises of if-then rules. Simulation 
results obtained for SPIDRE corpus are presented 
for comparison with traditional methods used in 
speaker verification.  

Streszczenie 

Artykuł prezentuje moŜliwość zastosowania 
maszyny wektorów podtrzymujących z lingwistyczną 
interpretacją funkcji jądra w weryfikacji mówcy. 
ZaleŜna od danych macierz jądra jest uzyskiwana 
w wyniku rozmytego grupowania danych ze zbioru 
uczącego, podobnie jak ma to miejsce w systemie 
wnioskowania rozmytego z parametrycznymi 
konkluzjami. W artykule przedstawiono wyniki 
symulacji uzyskanych dla zasobu mowy SPIDRE. 

1. Wprowadzenie 

Maszyna wektorów podtrzymujących (SVM) była 
pierwszą zaproponowaną metodą wykorzystującą 
funkcję jądra [1]. Wykorzystuje ona moŜliwość 
przekształcenia danych z przestrzeni wejściowej, 
charakterystycznej dla danego problemu klasyfikacji, 
do przestrzeni cech, która moŜe charakteryzować się 
wysoką (lub nawet nieskończoną) wymiarowością.  
W tej przestrzeni właśnie prowadzone są 
poszukiwania optymalnej hiperpłaszczyzny 
decyzyjnej. Powszechnie stosuje się jądra 
wielomianowe, gaussowskie czy sigmoidalne. 
Podczas poszukiwania hiperpłaszczyzny decyzyjnej 
najwaŜniejsze jest osiągnięcie maksymalnej zdolności 

uogólniania, zaleŜnej od ryzyka empirycznego oraz 
złoŜoności nauczanej maszyny [1,9]. Maszyny 
wektorów podtrzymujących mogą być wykorzystane 
dla rozwiązania róŜnych problemów z dziedziny 
klasyfikacji oraz regresji. 

Idea macierzy jądra z interpretacją lingwistyczną 
zaprezentowana została w pracy [5] dla regresji. 
Wykorzystana została tam macierz jądra uzyskana 
w wyniku rozmytego grupowania danych uczących, 
przy jednoczesnym wskazaniu na znaczące analogie 
występujące między ε-nieczułym nauczaniem 
systemu wnioskowania rozmytego a regresją za 
pomocą maszyny wektorów podtrzymujących. 
PoniewaŜ macierz jądra jest uzyskiwana w wyniku 
rozmytego grupowania, moŜe ona być 
interpretowana za pomocą wartości lingwistycznych 
opartych na przesłankach reguł "jeŜeli-to" 
rozmytego systemu wnioskowania. 

Artykuł prezentuje moŜliwość zastosowania 
wymienionej wyŜej metody uzyskiwania macierzy 
jądra na gruncie klasyfikacji, w weryfikacji mówcy. 
Uzyskane w ten sposób wyniki weryfikacji 
porównane są z tymi uzyskanymi dla modeli GMM-
LR (ang. Gaussian Mixture Model Likelihood Ratio) [8]. 

2. System wnioskowania rozmytego 
z logiczną interpretacją reguł 
„jeŜeli-to” 

ZałóŜmy, Ŝe dany jest zbiór I  rozmytych reguł 
„jeŜeli-to” z t  wejściami singletonowymi 01 0, , tx xK  
i pojedynczym wyjściem Y . Niech i-ta reguła będzie 
wyraŜona wzorem [3]: 

 ( )( ) ( ) ( )
0 0: IF IS THEN ISi i iY Bℜ x A x  (1) 

gdzie [ ]T

0 01 0, , tx x=x K , Y  jest zmienną 

lingwistyczną, a ( )iA  oraz ( )( )
0

iB x  są wartościami 
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lingwistycznymi. Pojedyncza reguła (1) nazywana jest 
regułą z ruchomą konkluzją. 

JeŜeli wykorzystywana jest logiczna interpretacja 
reguł rozmytych, funkcją przynaleŜności dla wartości 
wyjściowej i-tej reguły moŜemy zapisać jako [3]: 

 ( ) ( ) ( )( )( ) ( ) ( )0 0 0, , ,i i iB B
y I yµ µ µ′ =

A
x x x  (2) 

gdzie ( ),I • •  jest wybraną implikacją rozmytą. Ostra 

wartość wyjściowa moŜe być uzyskana za pomocą 
metody MICOG [3]. 

Zazwyczaj zakłada się, Ŝe połoŜenie zbioru 
rozmytego w konkluzji i-tej reguły jest kombinacją 
liniową jej wejść [3] 

 ( ) ( ) ( )T
0 0

i iy ′=x p x  (3) 

gdzie ( )i
p  oznacza wektor parametrów, a 0′x  jest 

rozszerzonym wektorem wejściowym, uzupełnionym 
o element jednostkowy. JeŜeli dodatkowo przyjąć 
załoŜenie, Ŝe konkluzje ( )iB  mają funkcje 
przynaleŜności o kształcie trójkątów 
równoramiennych i podstawach szerokości ( )iw , 
to ostrą wartość wyjściową dla całego systemu 
moŜna wyrazić jako [3] 

 ( ) ( ) ( ) ( )T
0 0 0 0

1

I
i i

i

y S
=

′=∑x x p x  (4) 

gdzie ( ) ( )0
iS x  moŜe być nazwane 

znormalizowanym współczynnikiem interakcji danej 

0x  z konkluzją i-tej reguły rozmytej „jeŜeli-to” 
i moŜe zostać wyraŜone wzorem [3] 

 ( ) ( ) ( )( )
( )( )

( )

( )

( )
0

0 ( )
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i
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=

=
∑

A

A

x
x

x
 (5) 

gdzie funkcja G  zaleŜy od wybranej implikacji 
wykorzystywanej do interpretacji reguł rozmytych 

( ),I • • . Wówczas moŜna zapisać równieŜ [3] 

 ( ) ( )T
0 0 0y =x P d x  (6) 

gdzie 

 ( ) ( ) ( ) T(1) T ( ) T
0 0 0 0 0, , IS S′ ′ =  d x x x x xK  (7) 

 
T(1)T ( )T, , I =  P p pK  (8) 

Wartości lingwistyczne ( )iA  w przesłankach reguł 
rozmytych mogą zostać znalezione 
z wykorzystaniem rozmytego grupowania za pomocą 
algorytmu rozmytych c-średnich (ang. fuzzy c-means, 
FCM). Uzyskane dla poszczególnych wektorów 
wartości przynaleŜności do poszczególnych klas są 
następnie przekształcane na gaussowskie funkcje 
przynaleŜności o wartościach średnich ( )ic  
oraz dyspersjach ( )is .  

3. Maszyna wektorów 
podtrzymujących z macierzą 
jądra o interpretacji 
lingwistycznej 

W pracy [5] wykazano, Ŝe ε-nieczułe nauczanie 
przedstawionego wcześniej systemu wnioskowania 
rozmytego jest równowaŜne regresji za pomocą 
maszyny wektorów podtrzymujących przy spełnieniu 
dwóch warunków: 

-  macierz jądra musi mieć postać  

 ( ) ( )T

, 1

N

n j
n j

K
=

 =
 
d x d x% %  (9) 

-  parametr regularyzacji musi mieć wartość  

 
1

C
τ

=  (10) 

gdzie ( )nd x%  jest zawęŜoną wersją wektora 

( )nd x , N jest liczbą elementów w zbiorze 

uczącym, a 0τ >  kontroluje złoŜoność 
modelu uzyskiwanego w wyniku regresji. 

Macierz jądra moŜe być interpretowana w oparciu 

o wartości lingwistyczne ( )i
A  obecne  

w przesłankach reguł rozmytych „jeŜeli-to”. 
Podobne podejście moŜna zaproponować 

w przypadku klasyfikacji, jeŜeli ε jest równe 0. Zbiór 

uczący T  składa się z dwóch podzbiorów ( )1T +  oraz 
( )1T − , grupujących wektory oznaczone odpowiednio 

etykietami +1 i -1. Nauczanie takie moŜe być 
przeprowadzone w następujący sposób: 

1. Wybór implikacji rozmytej ( ),I • •  słuŜącej do 

interpretacji reguł rozmytych oraz 
odpowiadającej jej funkcji G , liczby reguł 
rozmytych I , szerokości podstaw funkcji 
przynaleŜności w przesłankach reguł 
rozmytych ( )iw  oraz wartości parametru 
regularyzacji τ . 

2. Oddzielne grupowanie danych ze zbiorów 
( )1T +  oraz ( )1T −  za pomocą algorytmu FCM 

i przekształcenie uzyskanych wartości 
przynaleŜności do kaŜdej z c klas na 
gaussowskie funkcje przynaleŜności 

o środkach ( ) ( )( ) 1 ( ) 1,i i+ −
c c  i dyspersjach 

( ) ( )( ) 1 ( ) 1,i i+ −
s s . 

3. Grupowanie uzyskanych rozkładów 

gaussowskich uzyskanych dla ( )1T +  i ( )1T −  
parami, rozpoczynając od leŜących najbliŜej 
siebie. 

4. Obliczenie wartości współczynnika  ( ) ( )i
nS x  

dla kaŜdego wektora wejściowego z T  i kaŜdej 
reguły rozmytej z wykorzystaniem wybranej 
funkcji G. 
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5. Uzyskanie macierzy jądra postaci 

 ( ) ( ) ( ) ( ) T

1 , 1

NI
i i

n j n j
i n j

K S S
= =

 =  
 
∑ x x x x  (11) 

6. Nauczanie maszyny wektorów 
podtrzymujących z wykorzystaniem zbioru T , 

macierzy jądra K  oraz parametru 
1

C
τ

= . 

7. Obliczenie wektora parametrów systemu 
wnioskowania rozmytego w oparciu 
o zaleŜności 

 ( )α
∈

= ∑% %

SV

i i i
i I

yP d x  (12) 

 ( )
∈

= ∑ % %
T1

SV

i i
i ISV

b y
I

d x P  (13) 

gdzie SVI  jest zbiorem wektorów 
podtrzymujących, to jest takich, dla których 
mnoŜniki Lagrange’a α i  uzyskane w wyniku 
nauczania mają wartości niezerowe. 

Ostra wartość wyjściowa dla dowolnego 
wektora wejściowego x  moŜe zostać uzyskana za 
pomocą wzoru: 

 ( ) ( )= +% %T
0 0 0y bx P d x  (14) 

Obliczenie jej wymaga znajomości środków 
( ) ( )+ −( ) 1 ( ) 1,i i

c c  i dyspersji ( ) ( )+ −( ) 1 ( ) 1,i i
s s  

gaussowskich funkcji przynaleŜności, wartości 
( )iw  oraz uzyskanych podczas nauczania wartości 
P  i b . 

4. Symulacje 

Symulacje przeprowadzono wykorzystując 
zasób mowy SPIDRE 1996. Zawiera on nagrania 
rozmów telefonicznych prowadzonych w języku 
angielskim. Łącznie obejmuje nagrania 
317 mówców, z czego 44 mówców moŜe zostać 
wykorzystanych jako mówcy uprawnieni podczas 
testowania systemu weryfikacji. Symulacje 
prowadzone były w środowisku MATLAB, 
a maszyna wektorów podtrzymujących 
symulowana była z wykorzystaniem 
zmodyfikowanej wersji pakietu LIBSVM [2,4]. 
W artykule przedstawiono uzyskane krzywe DET 
[6] (ang. Detection Error Trade-off) oraz wartości 
EER (ang. Equal Error Rate) dla kaŜdego 
testowanego systemu. KaŜda z krzywych DET 
reprezentuje skuteczność systemu weryfikacji dla 
róŜnych wartości progu decyzyjnego. 

Przetwarzanie rozmów zawartych w zasobie 
SPIDRE obejmowało separację wypowiedzi 
kaŜdego z mówców, normalizację ich głośności 
oraz preemfazę. Sygnał mowy był następnie 
dzielony na ramki długości 20ms z zakładką 
10ms (160 próbek na ramkę) i okienkowany za 

pomocą okna Hamminga. Następnie 
przeprowadzano analizę LPC [7] (ang. Linear 
Predictive Coding), w celu uzyskania obwiedni 
widma chwilowego sygnału mowy 
i wyeliminowania wpływu tonu krtaniowego na 
wykorzystywane w klasyfikacji parametry. 
Ostatnim krokiem było obliczenie w oparciu 
o uzyskane 13 współczynników transmitancji 
LPC 19 współczynników LPC-cepstrum [7]. Po 
pominięciu współczynnika związanego 
z wzmocnieniem sygnału uzyskiwano wektory 
wchodzące w skład zbiorów uczących 
i testujących złoŜone z 18 elementów. 

Weryfikacja była przeprowadzana za pomocą 
przedstawionego powyŜej systemu rozmytego 
oraz systemu GMM-LR [8]. Wykorzystano 
odpowiednio 8 reguł rozmytych oraz  
8 gaussowskich rozkładów składowych dla 
modelu mówcy uprawnionego i 64 rozkłady 
składowe dla modelu odniesienia. Wartość τ  
przyjmowała wartości od 100 do 0,01. 

 

 
Rys.1. Krzywa DET dla tego samego telefonu 

wykorzystywanego podczas nauczania i testowania 

Fig.1. DET curve plot for the same handset being used 
during learning and testing phase 

4. Wyniki symulacji 

Uzyskane krzywe DET dla rozmów 
prowadzonych z tego samego aparatu 
telefonicznego przedstawione są na wykresie 1. 
Wartość EER uzyskiwana dla duŜych wartości 
współczynnika τ  jest zdecydowanie większa niŜ 
dla systemu GMM-LR, jednak przy zmniejszaniu 
wartości τ  poniŜej 0,1 luka ta zmniejsza się 
( 10,66%EER =  dla systemu GMM-LR oraz 

11,57%EER =  dla systemu rozmytego  
i τ = 0,01 ). 
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Krzywe DET uzyskane dla rozmów 
prowadzonych z wykorzystaniem róŜnych 
aparatów telefonicznych przedstawione są na 
wykresie 2. W tym przypadku róŜnica w wynikach 
uzyskanych przez oba systemy jest wyraźna. Dla 
małych wartości τ  luka ta ponownie się 
zmniejsza i dla τ = 0,01 uzyskujemy 

= 25,66%EER  dla systemu GMM-LR oraz 
31,02%EER =  dla systemu rozmytego. 

 

 
Rys.2. Krzywa DET dla róŜnych telefonów 

wykorzystywanych podczas nauczania i testowania 

Fig.2. DET curve plot for different handsets being used 
during learning and testing phase 

5. Wnioski 

Przedstawiony w tym artykule system rozmyty 
jest uzyskiwany poprzez nauczanie maszyny 
wektorów podtrzymujących z wykorzystaniem 
macierzy jądra, która posiada interpretację 
lingwistyczną. Proponowany system weryfikacji 
uzyskuje wyniki zbliŜone do systemu GMM-LR 
jeŜeli podczas rozmów wykorzystywany jest ten 
sam aparat telefoniczny. PoniewaŜ uzyskiwana 
przy zastosowaniu opisanej funkcji jądra 
przestrzeń cech ma skończoną wymiarowość, 
wektor normalny płaszczyzny hiperdecyzyjnej 
moŜe być wykorzystany w postaci jawnej podczas 
obliczania wartości funkcji decyzyjnej. 
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