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O OCENIE EFEKTYWNOŚCI ALGORYTMÓW ZRANOOMIZOWANYCH

5treszczenle. W procy dyskutowano Jest możliwość zastosowanie po- 
dejścia bsyeaowskiego do oceny efektywności algorytmów zrandomizowa- 
nych. Podane są proste przykłady algorytmów tego typu dla zadań pro
gramowania całkowitoliczbowego i omówione sę przyczyny przemawiają
ce za ich stosowaniem. Następnie przedstawione sę zasadnicze ele
menty bayesowskiej teorii decyzji i pokazane Jest, Jak bayesowskie 
modele decyzyjne mogę być użyte w konstrukcji kryteriów stopu algo
rytmów zrandomlzowanych i ocenie ich dokładności.

WPROWAOZENIE

Większość algorytmów stosowanych w programowaniu całkowitoliczbowym, 
to algorytmy deterministyczne. Algorytmy togo typu daję to samo rozwiąza

nie dla tych samych danych wejściowych i wszystkie kroki ich sę Jedno

znacznie określono. Wśród algorytmów niedoterministycznych celowo wydaja 
się wyróżnienie dwóch klas algorytmów: algorytmów zrandomlzowanych i sche

matów losowych.
Algorytm zrendomlzowany charaktoryzuje się tym, że Jego schemat dzia

łania Jest w istocie schematom deterministycznym, a Jedynio niektóre kro

ki algorytmu zależne sę od pewnych mechanizmów losowych. Przez schemat lo
sowy będzie rozumiany algorytm, którego działanie opiera się na idei prób

kowania zbioru rozwiązań. Podział taki nie Jest oozywiście rozłączny, nie

mniej Jednak wydaje się, że rozróżnienie obu klas algorytmów podkreśla 
ich podstawowe cechy. - -

W dalszej części będziemy zajmować się głównie algorytmami zrandomizo- 
wanymi. Przykładom tego typu algorytmu Jest poniższo procedura RG R E ED Y  

dla wyznaczania elementu niezależnego o maksymolnej wadze. Do opisu tej 
procedury niezbędno Jest wprowadzenie kilku pojęć.

Niech E « będzie dariym zbiorem n-olementowym i niech (E,M),
gdzie vM S 2E będzie systemem niezależności, Co oznacza, że dla każdego 
y t M  zachodzi warunek:

x £  y = $ >  X c M ( 1 )
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Oodatkowo dana Jest funkcja wag c: 2^—  R tako, że

c(y) * c(e) (2)
esy

Należy wyznaczyć element x e M  (to znaczy element niezależny) o naj

większej wadze. Odpowiednie zadanie programowania matematycznego me pos

tać następującą:

max c(x) (3)

xeM

W oowyższej postaci można sformułować wiele zadać programowania całk "Vito- 
liczbowego, nadając odpowiednią interpretację funkcji c i konstruując 
odpowiednio system niezależności (e ,m ). Można w ten sposób zapisać na 
przykład binarne zadanie załadunku, które zazwyczaj formułuje się nastę

pująco:

n
max

1*1
y ,  C121

U)

y .  alzi < b ’
i-i

z^ ■ O lub 1 dla i * 1,

gdzie:

Cj . eA e R+ . i » 1  n.

W tym przypadku zbiór E » |l,...,nj. Element y S E  należy do M wtedy i 
tylko wtedy, gdy a ^ ^ b .  Funkcja c dla y £  E określona Jast nastę

pująco:

c (y) " ^  ■ c t• (5)
iey

Oeśli x’-' jest rozwiązaniem optymalnym zadania (3 ), wówczas rozwiązanie 
ootymalne z*’ zadania (4 ) jest określono następująco:

1 Jeśli i « x-**-

O w przeciwnym przypadku
(6)

gdzie: i * 1  n .
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W podobny sposób można sformułować zadania pakowania, skojarzenia w 
grafie itp.

Poniższa procedura RGREEDY korzysta z pewnych parametrów u i e ^  zwa- 
nych efektywnościami elomentów e^ , 1 *= l,...,n. Ich zdefiniowanie za
leży od zadania, które Jest formułowane w oostaci (3). Przy rozważaniu 
sensu fizycznego konkretnego zadania maję one zwykle interpretację przy

rostu wagi (zysku) wnoszonego przez dany element e e E  na, Jednostkę zu

żywanego zasobu. Na przykład w przypadku zadania załadunku można przyjęć, 

źe u£ = ci/0i' 1 = w Drzypadku innych zadań obliczenie efek
tywności może być bardziej złożone. Ponadto parametry te mogę się zmie
niać dynamicznie w trakcie obliczeń.

/

PROCEDURA RGREEDY

1° S: m E; rozwięzanio aktualne i « 4 (zbiór, pusty).

2° Oblicz u(o) dla o e S  i ponumeruj elementy zbioru S w taki spo
sób, aby

u ( e i ) >  u ( e 2 ) ^  ... ^ u ( e |S|), (7 )

gdzie |S| jest mocę zbioru S.

3° Zgodnie z rozkładem p |s| wylosuj element e e S .

4° Oeśli | e j u *Re M podstaw

R R „  f lX : X U j e f 

S: S \ j e )

5° Oeśli S = i  : STOP; w przeciwnym przypedku idź do 2°.

Oedynę różnicę między typowym algorytmem GREEDY dla zadania (3 ) a powyż- 
szę procedurę Jest użycie losowego mechanizmu w punkcie 3°. Rozkład P|g | 
Jest opisany wektorem prawdopodobieństw

IS |

(ol  P S >• S  pi = lł
i»l

gdzie p ^ , i = 1  S jest orawdopddobieństwem wyboru elementu w

kroku 3°. W zwykłym algorytmie GREEDY mamy p^ « 1, o^ » O dla i «> 2 
Zauważmy, żo Jeśli prawdopodobieństwa pŁ sę dodatnie we wszystkich kro

kach algorytmu, to prawdopodobieństwo znalezienia rozwięzania optymalnego 
przez algorytm RGREEDY Jest również dodatnie. Algorytm powyższy jest bar

dzo prosty. Zasadniczy schemat algorytmu ma złożoność liniowę O( n), jeśli
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i
nie uwzględnia aię porzędkowań zbiorów, generowania liczb loaowych i ba

dania przynależności zbioru M. Nawet po uwzględnieniu tych wszystkich 
elementów algorytm zazwyczaj nie Jest czasochłonny i przy stosunkowo ma

łym nakładzie obliczeń możliwe Jest wygenerowanie znacznej liczby rozwię- 
zań przybliżonych przez wielokrotne użycie procedury RGREEDY dla tego sa

mego zadania. Co więcej, rozwlęzania otrzymywano w ten sposób sę często 
dobrym przybliżeniem rozwlęzania Optymalnego. Przeświadczenia takie zwyk
le potwierdzone Jest eksperymentami obliczeniowymi, natomiast brsk często 
teoretycznego uzasadniania tego faktu.

Powyższa procedura Jest przykładem algorytmu zrandomlzowanogo przybli
żonego, to znaczy takiego, który nie zawsze gwarantuje uzyskanie rozwię- 
zania optymalnego. Randomizacja może być wprowadzona z korzyścię także w 
algorytmach dokładnych. Przykładam takiego algorytmu Jest procedura po

działu i oszacowań, w której gołęzienie (wybór wierzchołka drzewa do po

działu) wykonywane Jest w sposób losowy zgodnie z rozkładom prawdopodo
bieństwa, zależnym od aktualnego stanu przaględu drzowa. Innym przedsta

wicielom takich algorytmów może być metoda sortowania zbioru, polegajęco 
na wstępnym losowym przemieszaniu danych wejściowych, o następnie zasto

sowaniu dowolnego dokładnego algorytmu sortowania £?].
Randomizacja tego typu pozwala często na obniżenie złożoności oblicze- : 

niowej algorytmu w sensie wartości oczekiwanoj nakładu obliczeń. Analizę 
"średniej złożoności obliczeniowej tego typu algorytmów Jest zwykle trud

na i ogranicza się do stosunkowo prostych schematów obliczeń. Podstawowa 
intuicja, która przemawia za tego typu randomizację, sprowadza się do te

go, że algorytm z losowę realizację niektórych kroków Jest mniej wrażli

wy na występowanie patologicznych zadań. Potwierdzaję to również ek6pery-, 
manty obliczeniowe. Charakterystyczny jest tu przykład algorytmu simplex, 
który wykazuje praktycznie nlskę wiolomianowę złożoność obliczeniowa, je

dnakie (ze względu na istnienie trudnych dla niego zadań) Jego złożoność 
dla najgorszego przypadku Jest wykładnicza przy stosowanych zwykle regu

łach wyboru zmiennej wchodzęcej do bezy. Tego typu trudno przykłady zo
stały skonstruowane w procy f3} i rozwięzanie ich wymaga wykładniczej (w 
funkcji liczby zmiennych) liczby iteracji algorytmu olmplex. Oodnakże eks
perymenty obliczeniowe £2j pokazuję, że wprowadzenie randomizacji polega- 
JęceJ na losowym wyborze zmiennej wchodzęcej do bezy daje algorytm o nis
kiej wielomianowej złożoności obliczeniowej.

Technika oceny algorytmów opleene w dalszej części pracy może być sto

sowana do zrandomlzowanych algorytmów przybliżonych. W wersji determinis

tycznej algorytmy te maję czasem znanę gwarantowane dokładność (rozumień? 
Jako iloraz maksymalnego die danej klasy zadań błędu wnoszonego przez al

gorytm, przez wartość rozwlęzania optymalnego) , z tyra że dokładność ta zwy
kle nie Jest praktycznie akceptowalna. Ne przykład, najprostszy algoryt* 
GREEDY dla zadanie (3) ma gwarantowana dokładność l/k (patrz fśj) , gdzie 
k Jest minlmalnę liczbę matroidów, których przecięciem Jest system nie-
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zależności M. W innych zadaniach gwarantowana dokładność może być dowol

nie nieka dla odpowiednio dużoj liczby zmiennych. Co więcej, bardzo mało 
prawdopodobne Jest skonstruowanie wielomianowych algorytmów, dajęcych nio- 
trywiolnę gwarantowana dokładność dla szerokiej klasy interesujęcych prak

tycznie zadać określonych Jako silnie NP-zupełne [9 ].

Mimo tych pesymistycznych wyników teoretycznych przybliżone algorytmy 
zrandomizowane dla tej klasy zadań daję często całkiem dobro rozwięzania. 
Bayesowska teoria decyzji (patrz np. [5j) może być tu traktowana Jako pew

ne sformalizowane uzasadnienie przekonań i obserwacji dotyczęcych efek

tywności tego typu algorytmów.
Istotnymi warunkami stosowalności tej techniki oceny algorytmów s ę :

1° Istnienie praktycznie efektywnego przybliżonego algorytmu zrandoni- 
zowonego dla denago typu zadania (to znaczy algorytmu dajęcego dobro przy

bliżenie w stosunkowo krótkim czasie).
2° Dobro rozeznanie dotyczęce zachowania się tego algorytmu dla zadań 

z denej grupy, pozwalajęce na założenie a priori niezbędnych rozkładów 

prawdopodobieństwa.

Pierwsze próby zastosowania podejścia bayssowskiego dla zsdsń nieweźo- 
nego pokrycia zbiorów podjęto w pracy Podejście to było inspirowana
pracę [8] i dobrymi wynikami losowych algorytmów dla zedań optymalizacji 
globalnej uzyskanymi w £l].

W dalszej części pracy przyjmiemy nestępujęcy sposób oznaczania zmien

nych losowych 1 rozkładów prawdopodobieństwa. Zmienne losowe sę ozneezane 
dużymi literami alfabetu łacińskiego (np. Y, Z), ich realizacje odpowied
nimi małymi litoraml (np. y, z), o zbiory reallzecjl dużymi literami pi

sanymi (np.^JJ)* Symbol pOj) oznacza prawdopodobieństwo zdarzenia . 

Dla rozkładów zmiennych dyskretnych Py (y) » pjy-yj.

Rozkłady warunkowe sę oznaczone następujęco:

Py | z ( y , z )  = p | y = y | z - z | .

ELEMENTY BAYESOWSKIEO TEORII DECYZJI DLA OCBNY ALGORYTMÓW ZRANDOMIZOWANYCH

Rozważmy zadenie progrsmowonia dyskretnego

maxjf(x)| x e X j (p)

należęce do dobrze określonej klasy zadań 3H .

Załóżmy, że / S Z 11 i f :Z  2  gdzie 2  oznacza zbiór liczb całkowitych.

Przyjmijmy, że X + $ i że dysponujemy algorytmem zrsndomizowanym A do 
rozwięzywanis zadań z klasy .
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Rozważmy nastęoujęcę sytuację docyzyjnę:

Stosujęc algorytm A generujemy cięg k (k Jest wcześniej przyjętę licz
bę) rozwięzań zadania (p)

i odpowiadający mu cięg wartgści rozwięzań

V 1 ,v2  v k (9)

adzio v » i « l,.,.,k.

Liczby , i » i,...,k, można traktować jako realizacje zmiennej loso

wej V o (nieznanym) rozkładzie Py(v) = p|v >= v|, v e ZZ. Ponieważ ge

nerowania poszczególnych rozwięzań wykonywano jest w sposób niezależny od 
siebie, możemy orzyjęć, źe dysponujemy oróbę loaowę złożonę z k nieza

leżnych obserwacji. Na podstawie te.1 próby 1 posiadanych a priori danych 
o klasie zadań i algorytmie A należy podlać decyzję co do kontynuowania pró

by, a w przypadku zatrzymania algorytmu należy oszacować wartość opty

malną W rozwiązania zadania P . Problem sprowadza się więc do określe
nia kryterium stopu dla sekwencji zastosowań algorytmu A oraz podania 
sposobu estymacji parametru W.

Załóżmy, że wartość optymalna W rozwięzania zadania (p) jeat zmienn? 
losowę. Założenie to jest podyktowane z jednej strony technicznymi wymo

gami stosowalności podejścia bayesowsklego, a z drugiej strony może być 
uzasadnione tym, żo zadanie (p) Jest wybierane w sDosób w pewnym sensie 
orzypadkowy z klasy zadań . Rozkład prawdopodobieństwa Pw zmiennej K 
(tok zwany rozkłsd a priori) możne założyć na podstawie znajomości klasy 
zadań oraz przeprowadzonej enalizy przedoptymallzacyjnej. Rozwięzujęcy za

danie dysponuje zwykle pewnymi informacjami dotyczęcyrai wartości optymal

nej zadania, jej położenie w stosunku do wartości łatwo rozwięzywalnej re

laksacji zadania (p) itp. Wynikiem enalizy przedoptymelizacyjnej sę zwyk
le oszacowania B 1 W wartości W odpowiednio od góry i od dołu. Moż

na więc przyjęć, że zbiór ' W  realizacji zmiennej W Jest określony ne- 
6tępujęco:

« “I w e 2  : »

Załóżmy na przykład, że rozwlęzujamy zadanie neleżęce.do' klasy wielowy

miarowych zadań załadunku, występujęcych przy bilansowaniu nakładów in

westycyjnych i na podstawie doświadczeń z rozwlęzywaniem zadań tej klasy 
mamy informacje następujęce: dla znacznej większości (80%) zadań rozwią
zanie optymalne zadania różni się o mniej niż (l5%) od wartości optymal

nej cięgłej relaksacji zadanie. Wynikiem analizy przedoptymallzacyjnej mo
gę być na przykład: oszacowanie wartości optymalnej zadania od góry,

( 10)
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otrzymane przez rozwiązanie ciągłej relaksacji zadanie, oszacowanie od 
dołu, wyznaczone przez znalezienie pewnśgo dopuszczalnego rozwiązania, np. 
algorytmem typu GREEOY. Dane takie 1 intuicja rozwiązującego zadanie aą 
podstawą do przyjęcia rozkładu a priori zmiennej W.

Szczególnym przypadkiem takiego rozkładu Jest rozkład równomierny na 
zbiorze 7^, którego przyjęcie może być w niektórych przypadkach spowodo

wane brakiem dostatecznej ilości informacji wstępnych.

Następnym elementem, który należy założyć. Jest rozkład błędów wnoszo

nych przez algorytm zrandomizowany. Ta charakterystyka algorytmu może być 
wprowadzona w różny sposób. Dednę z możliwości Jest założenie rozkładu 

warunkowego py|yv- Inna możliwość polega na podaniu rozkładu błędu 8 = 
■ 1-V/W, przy założeniu, że procentowy błąd wnoszony przez algorytm nie 
zależy od wartości W. W dalszych rozważaniach będziemy się posługiwać 
rozkładem warunkowym pv | w

Rozważmy uproszczoną sytuację decyzyjną polegającą na tym, że dysponu

jąc realizację z próby losowej (gdzie z * (v1 ,... )) należy estymować
wartość rozwiązania optymalnego zadania P. Niech lCw^.W) będzie funkcją 
strat wynikających z przyjęcia zamiast rzeczywistej wartości rozwiązania 
optymalnego W - wartości w^. Można na przykład wzięć 1 « 1( . gdzie

l' (w*.W) = a(w*-W)2 , (li)

przy czym a >  0 Jest pewną stałą.

Rozwiązanie w* nożna traktować Jako wartość funkcji decyzyjnej d;.

Z*5—*- Z  dla wyniku próby z. Mamy

w** - d(z) . (12)

Oznaczmy symbolem D zbiór możliwych funkcji decyzyjnych.

Dla danej funkcji decyzyjnej d strata l ( d ( z ) .  W) jest funkcją dwóch

zmiennych losowych: wyniku próby Z • (v^.....y^) 1 wartości rozwiązania

W. Uśredniając tę stratę po możliwych próbach, otrzymujemy funkcję ryzy
ka r

r(d.W) ' S 1 (d(z),W) Pz |w (z,w). (13)

Uśredniając funkcję ryzyka po W otrzymujemy ryzyko bayesowskle

R(d) « 2 3  r(d.w) Pw (w). (l4)
we V “

Funkcja R: O— R  wprowadza porządek w zbiorze funkcji decyzyjnych D. Naj

lepszą w sensie wartości ryzyka beyesowskiego funkcją decyzyjną Jest fun
kcja d*, dla której
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R(d*) - min R(d) (15)
d«D

Podstawiejęc w (l4) wyrażenie na r(d,W) z (13) , otrzymujemy

R(d) - ^ l ( d ( z )  ,w) P ]w(z.w) Pw (w). (l6)
wtlłzel '

Z twierdzenia Bayeao

pz ( z )
P2| w(z.w) - PW |Z (w.z) p ^ y .  (17)

gdzie prawdopodobieństwa warunkowe pw|z noszę nazwę prawdopodobieństw a 

posteriori. ,
Podstawlajęc to wyrażenia do (l6) i zoienlajęc kolejność sumowania o- 

trzymujemy

R(d) - > . ' ( > !  1 (d (z) ,w) P |z(w,z)) pz (r). (18)
zs2. 1

Ponieważ Pz (z) 0 dle każdego z € JŁ . zatam funkcja d minimalizuje wy

rażenia (18) , Jaśll dla każdego z « X  minimalizuje wyrażenie

L(d ,z) - ! 1 (d(z) ,w) P f (w,z), (l9)
w« tf w|/:

to znaczy

d* - arg min L(d,z). (20)
dao

Zauważmy, że L(d,z) Jest wartościę środnlę strat l(d(z),w) liczonę 

względem rozkładu e posteriori PW|2-
w przypadku, gdy l(d(z),w) • a(d(z)-w) wyznaczcnio funkcji d Jost 

szczególnie proste, bowiem wyrażenio E(d(z)-w)2 Jeot minimalizowano dla 

d(z) » E(w). A zatem w tym przypadku

w* = d**(z) w P , (w,z). (21)
W|Z

W przypadku innych funkcji strat, rozwięzanls zadania (20) mogę być inne. 

Oeśll na przykład

1 » l"(d(z),w) - a|d(z)-w|. ( 22 )
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gdzie |x | oznacza wartość bezwzględną x, wówczas optymalnym rozwiąza- 
niem Jest wybranie Jako funkcji decyzyjnej takiej funkcji d, która zaob

serwowanej próbie z przyporzędkuje Jako w**’ wartość mediany rozkładu a 

posteriori pw |z .
Z twierdzenia Bayesa rozkład a posteriori pw |z wyraża się wzorem

Pw (w)
Pw |z (w,z) - Pz |w (z.w) ^  P (z w)

Zakładając, że charakterystyka probabilistyczna algorytmu podawana Jest w 

postaci rozkładu warunkowego pv| w' cl*B p®8!*-288!1- z " (v 1 .---<v|<) próby 
Z « (vx  Vk) otrzymujemy

k
Pz |w (z.w) o |” | Pv |w (v1(w) dla we (24)

i-1

Beśli przyjmowane a priori rozkłady prawdopodobieństw pamiętane sę w pos

taci tablic, wówczas utworzenie tablicy prawdopodobieństw Pz |w (z,w) dla 
danego z wymaga ITlM k mnożeń. Dla obliczenia wartości Pz (z) , gdzie

Pz (z) - ^ > I > Z |W (2 .«) Pw ("). (25)

potrzeba dodatkowo |7^| mnożeń 1 I']?'| dodawań. Zatem obliczenie elementów 
tablicy Pw j z dla każdego w e ^  i danego z wymaga fW*! (k+2) mnożeń, 
iT^ldodawań, i |7^I dzieleń, a dla wyznaczenia wartości wH według wzoru 
(21) potrzeba dodatkowo l'Jÿ'l mnożeń i l'^ dodawań. Łącznie więc obliczenie 
w* według zależności (2 1 ) wymaga (k+3) ITî l mnożeń

2 IT^| dodawań 
IT^I dzieleń.

Oeśli interesuje nas tylko w**, wówczas lïi'l - 1 dzieleń można wyelimino

wać. W rozważanej przez nas najprostszej sytuacji decyzyjnej obliczenie 
wartości w** kończy ocenę rozwiązanie. Informacje, którymi dysponujemy 
po zakończeniu obliczeń, są następujące:

a) Znamy wartość w najlepszego rozwiązania wygenerowanego w próbie, 
gdzie

w « n a x j v ^  i » 1 ..... k|.

Ponadto znamy odpowiadające w rozwiązania zadania (p).

(26)
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b) No podstawie analizy próby znemy również bayesowskie oszacowanie w* 
wartości rozwiązania optymalnego. W ogólnym przypadku nie znamy tu sa

mego rozwiązania, która odDowiada wartości w**, o nawet rozwiązanie 
takie może nie istnioć.

Zapiszmy schematycznie powyższy model decyzyjny.

Model decyzyjny 01

1° Ustal k (liczebność próby).
2° Wygeneruj k rozwięzoń, stosujęc algorytm A i oblicz w według 

(26).

3° Oblicz wartość w** » d*(z).
4° STOP: najlepsze znane rozwiązanie-ma wartość w, a oszacowanie war

tości rozwiązanie optymalnego jest równe w*.

Najprostszym rozszerzeniem powyższego modelu decyzyjnego Jest dodatko

we wykorzystanie wartości w* i w w kryterium stopu dla sekwencji za
stosowań algorytmu A. Spowoduje to modyfikacjo kroku 4° w modelu Dl. Na 
przykład:

Model decyzyjny P2

1°, 2°, 3° jak w modelu Dl.

4° Jeśli s(w*\ w, k) iS 0, to STOP; 
w przeciwnym przypadku wygeneruj następne k' rozwięzoń, stosujęc algo

rytm A i podstaw k : k + k1 . Oblicz w 1 idź do 3°.

Funkcje s może mieć różnę postać. Na przykład można przyjęć, że

s(w*.,-w, k) - £ w *  - w, (27)

gdzie <  1 jest pewnę stałę, którę można interpretować Jako akcepto

walny dokładność otrzymanego rozwiązania w stosunku do estymowane 
tości optymalnej. Stały k można również dobierać w różny sposób.W 
gólności Jośli k’ » k, gdzie k Jest etnłę dobierany w kroku 1°, 
sekwencja rozwiyzsń generowanych przez algorytm składa się z bloków o 
stałej długości.

Szczególny przypadek kryterium stopu otrzymujemy, jeśli funkcjo * uwzglę
dnia koszty zwiyzano z generację kolejnych rozwlyzań i porównuje Je z

zyskami, któro więżę aię z możliwości? uzyskania rozwlęzonio lepszego niż 
to, którym dotychczas dysponujemy. W  takim przypadku kryterium stopu b o ż o  

być zależne nie tylko od aktualnej wartości parametru k oraz w*' i w, 
ale również od rozkładów prawdopodobieństw oplsujęcych algoryto i zodnnie.
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Przedstawione w pracy podejście do ocony efektywności algorytmów zron- 
domlzowanych daje pewną technikę, która może być użyta dlB potwierdzenia 
intuicji rozwiązującego zadanie o dobrych wynikach działania tego typu 
algorytmów. Wprowadzenie rozkładów a priori pozwBla na włączenie informa

cji o klanie zedań 1 użytym algorytmie w proces rozwiązywania i oceny roz

wiązania.

W pracy zaproponowano użycio prostych funkcji 3trat, dla których pos

tać rozwiązania zadanie pomocniczego Jest z góry znana. Równocześnie ko
rzysta się w istotny sposób z dysfcrotności zadsnia', a poszczególne roz

kłady prawdopodobieństwa są pamiętane w postaci tablic. Dzięki temu spraw

dzenie testu stopu algorytmu nie Jest pracochłonno (liczba elementarnych 
działań Jost rzędu k Dt^l). Odróżnia to w istotny sposób prozentowane po
dejście od idei zswartych w [6] i [lj, gdzie tost stopu wymaga bardzo 
znacznego nakładu obliczeń w stosunku do ilości obliczeń niezbędnych do 
uzyskania Jednego elementu próby Z. Ponadto użycie Innych pootacl funk

cji decyzyjnych prowadzi’do konieczności rozwiązywania zadania (20), co w 
wielu przypadkach możo być skomplikowane.

Użycie w obliczeniach zapisu rozkładów prawdopodobieństwa w postaci ta
blic nie oznacza oczywiście, że żąda się tej samej postaci danych od użyt

kownika, który określa a priori probabiliotyczne charakterystyki klasy 
zadań ii i algorytmu A. Ola użytkownika możo być prostsze (chociaż for- 
nalnie niezbyt poprawno) zadanie rozkłodów wartości optymalnej rozwiąza
nia W i rozkładu błędów wnoszonych przez algorytm w postaci rozkładów 
ciągłych poprzez odpowiednie określenie rodziny rozkładów (np. rozkładów 
bote) 1 wyspecyfikowanie niezbędnych parametrów.

Czynnością poprzedzającą właściwe rozwiązywanie zadania byłoby prze- 
transformowanie tych informacji do żądanej tablicowej postaci. Dopuszcze

nie tego rodzaju nieformalności wynika z realistycznego, Jak się wydaje 
założenie, że dane Jakie będzie można uzyskać od użytkownika, będą doty

czyć raczej charakteru rozkładów, natomiast rzadko będzie można otrzymać 
dokładne wartości prawdopodobieństw.
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P e 3 jo u e

B p a d o x e  n g e f l c r a B a e H  EaecoBuit no^xofl k  o peinte paH,noMJi3HpoBaHHbix ajiropHi- 
u o b .  Æ a o x c x  n p H u e p u  a J i r o p H X M O B  xaxoro tuna h  paccMaTpxBajOTCH h x  H p e H M y m e -  

c t b o ,  r i p H B e s e H u  H e K O i o p u e  s z e u e n x u  BaacoBOil x e o p x H  n p m i s T H H  pemenHit ¡1 hs;io- 

z e H u  eë n p i i u e H e H H a  x o n p e A e J i e K H H  K p n i e p a a  o c i a H O B X H  p a O o x u  aJiropiiTua h  oueii- 

kh ero TO'mocxH.

ON THE EVALUATION OF EFFICIENCY OF RANDOMIZED ALGORITHMS

S u m m a r y

In the paper the bayeaian approach to evaluation of the efficiency of 
randomized algorithms la presented. Simple examples of randomized algo
rithms for integer programming problem« are given and their advantages 
ere discussed. Some elements of bayeoien decision theory are briefly des
cribed and a possibility of its application for the construction of stoo 
criteria as well as for evaluation of tha accuracy of randomized algo
rithm is considered.


