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ALGORYTM GENETYCZNY DO ROZWIAZYWANIA UOGOLNIONEGO,
WIELOKRYTERIALNEGO ZAGADNIENIA PODZIALU GRAFU

Streszczenie. W artykule zaprezentowano algorytm genetyczny dla uogdlnionego,
wielokryterialnego zagadnienia podziatu grafu (GGP). Polega ono na podziale zbioru
wierzchotkéw nieskierowanego, wazonego grafu na m rozitgcznych zbiorow, tzw.
punktéw skupienia, w celu optymalizacji funkcji celu, przy réwnoczesnej optymalizacji
ich rozmiaru.

W algorytmie zastosowano specjalng formalizacje Pareto. Rozwigzania sa odwzoro-
wywane w przestrzeni 2D Euklidesa, gdzie pierwsza wspo6trzedng obszaru jest rozmiar
najwiekszego punktu skupienia (suma wag weztdw), a drugg wspétrzedng wartos¢
funkcji celu (catkowita suma wag krawedzi nalezacych do punktéw skupienia).

W artykule przedstawiono model matematyczny zagadnienia, opis zastosowanego
algorytmu genetycznego, wyniki badan komputerowych dla standardowych zadan
testowych oraz wynikajgce z nich wnioski.

GENETIC ALGORITHM FOR GENERALIZED MULTICRITERIAL GRAPH
PARTITIONING PROBLEM

Summary. A genetics algorithm for the generalized multicriterial graph partitioning
problem (GGP) is presented. The GGP problem consists in partitioning the set of nodes
of an undirected weighted graph into m disjoint subsets of bounded size (called clusters),
such that the objective function is maximized whereas the size of clusters is minimized.

In the presented approach the specific formalization of Pareto set was applied. The
solutions are projected into to two dimensional Euclidean space where the first
coordinate is the maximal cluster size (the sum of weights of nodes), the second is the
value of objective function (the sum of edge weights in a cluster).

The paper presents the mathematical formalization of the problem, applied genetics
algorithm and the results of computer experiments for the standard test cases.

1. Model zagadnienia

Uogolnione zagadnienie podziatu grafu GGP (ang. generalized graph partitioning) w
ujeciu wielokryterialnym moze by¢ przedstawione jako nastepujace zagadnienie optymalizacji
kombinatorycznej. Dany jest nieskierowany, wazony graf G=(N,E). Nalezy znalez¢ podziat

A=(a,, Aj,.... Am..., A,), I,cA"', (i=I,..,m) zbioru N, ktéry maksymalizuje funkcje celu:
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/IW =2 Z c¢» max (e}
1=1 j.kcX,
przy réwnoczesnej minimalizacji rozmiaru najwiekszego podzbioru sposréd Xi (i=l,...,m):
g(X)= maxj Z au > -]1[>,,, [-> min, ¥)
(JC.V, jex.

przy ograniczeniach:

/{qx,:N, X, r\Xk=0 dla i*k, 3)
=l

gdzie:
aj=(fl, w e k t o r wierzchotkéwjeN,

cjk: waga krawedzi jkeE.

Ograniczenie (3) zapewnia, ze kazdy wierzchotek grafu jest umieszczony doktadnie w
jednym podzbiorze X,. Funkcja celuf{X) okres$la catkowita sume wag krawedzi nalezacych

do punktéw skupienia, natomiast funkcja g{X) okre$la rozmiar najwiekszego, dla
okreslonego podziatu X =[xi,X2,...,Xi,...,X,), punktu skupienia, tj. sume wag weztéw
nalezacych do najwiekszego sposréd A, ¢ N, (i=l,...,m).

Zaktadamy, bez straty ogdlnosci, ze dla kazdego jkeE: cjk>O i dlajkeE: cjk=0 oraz
a =00 w przypadku, gdy wezetj nie ma by¢ przydzielony do podzbioru X,, w przeciwnym
przypadku: O<a,y<oo dla i=l,...m; j=I,...n. W dalszym ciggu rozdziatlu przez F(j)
oznaczyliémy zbiér dopuszczalny przydziatdw dla wierzchotkaj :

FGM ie{l,2,....m}: ay<°°} 4
W ujeciu jednokryterialnym zamiast minimalizacji wielkosci punktéw skupienia (2) wprowadza
sie nierownosci

Z "N < bt i=l,...m (5)

JEX,
przy zadanym zbiorze liczb {Ai,62,...,6b)}, gdzie 6, > O dla i=l,...,m, ograniczajace rozmiar

kazdego podzbioru. W tym modelu bi oznacza zaséb lub rozmiar punktu skupienia (podzbioru
X,) i. Jezeli dla kazdego i oraz j o0i;=1, to bt ogranicza liczbe wierzchotkéw punktu

skupienia; w tym przypadku ograniczenie (5) przyjmuje posta¢ |xj < bi.

Model (1)-(3) nazywamy modelem zagadnienia GGP. Rézni sie on od standardowego
zagadnienia GP, w ktorym dla kazdego i zachodzi: offza-, tak wiec w ujeciu

wielokryterialnym warunek (2) ma postac:
X) =maxj Z al/."?Z al f-» min
9(Xx) j ! ]

lub w standardowym zagadnieniu jednokryterialnym GP (1),(57),(3):
Za, * b (57
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W ujeciu jednokryterialnym, jesli X jest rozwigzaniem zagadnienia GGP, ktdére spetnia
ograniczenia przydziatu (3), natomiast nie zawsze ograniczenie rozmiaru punktéw skupienia
(5) lub (57) dla GP, mozemy zdefiniowac wartosci i,:

si=b, - ZS (6)

jex:

W tym podejsciu wszystkie rozpatrywane rozwigzania spetniajg ograniczenia przydziatu
(3) , natomiast rozwigzania niedopuszczalne moga narusza¢ tylko ograniczenia (5). Stad
rozwigzaniami niedopuszczalnymi beda takie rozwigzania, dla ktérych przynajmniej jedna

wartos¢ bedzie ujemna. Miare niedopuszczalnosci rozwigzan X definiujemy jako sume
ujemnych wartosci st:
n
WV =z min{A.°}. (7)
gdzie, zeby by¢ Scistym, rozwigzanie X =(A",,X2 X,,..., Xm) zawsze spetnia

ograniczenia (3) oraz dla kazdego j e Xi :ieF(j).

W podejsciu wielokryterialnym wszystkie rozwigzania speiniajagce warunek (3) sa
rozwigzaniami dopuszczalnymi. Mozna je odwzorowa¢ w przestrzeni 2D Euklidesa, gdzie
pierwszg wspdtrzedng obszaru jest rozmiar najwiekszego punktu skupienia - warto$¢ funkcji
g(X), a drugg wspdbtrzedng - warto$¢ funkcji f(X).

Algorytmy genetyczne pracujag z ciggami, dlatego wprowadziliSmy drugg postac
problemu GGP: x=(x,,X2....X;,...,.X,,), gdzie sktadowa xj,xj eF(j) definiuje przydziat

wierzchotka j do punktu skupienia (podzbioru X X gdzie Xt= {j\xj =/'}. W dalszej czesci

pracy oznaczamy rozwigzanie problemu GGP symbolem x zamiast X.

2. Algorytm genetyczny

Dla zagadnienia GGP zaprojektowano specjalizowane operatory genetyczne. Operator
optymalizacji lokalnej LO, operatory SI i S2 opracowano i przetestowano w dwdch
wariantach preferujgcych maksymalizacje f(x) lub minimalizacje g(x):

1. Operator mutacji RM (ang. random mutation operator)

Operator mutacji RM generuje jednego potomka X1 modyfikujac rodzica
X=(XLX2,., X[ XY, X )

a) wybierz jedna liczbe j , 1<j <nipodstaw x;'=RANDOM_UNIFORM/(F(j))

b) podstaw x' = (x1,x2,...,x/.1,x],...,xn)

2. Operator optymalizacji lokalnej LO (ang. local optimization operator)

Niech
S(x)= {x":x"=(x1,x2,...,.xH XJ,x3tl,....x,,):xJ; *x,, x] e F(j), jefl,....n}}

oznacza otoczenie rozwigzania x =(x1x2,...,x/,...,X,,).
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Operator LO generuje jednego potomka x ‘ realizujac proces przeszukiwania

otoczenia wg jednego z wariantdw, rozpoczynajacy sie od otoczenia rodzica x:

* a) znajdz rozwigzanie x' = arg max{/(x):x eS(x),x x oraz g(x) jest minimalne)
b) jezeli f{x")> f (x), to podstaw x:=x" i powtérz krok a), inaczej zwré¢ x' :=x,

e a) znajdZ rozwigzanie X' =arg min{g(x):x e S(x),x * x oraz f(x) maksymalne),

b) jezeli g(x') <g(x) to podstaw x:=x'i powtérz krok a), inaczej zwr6¢ x' :=x.

3. Operator Sl (ang. search operator one)

Operator Sl generuje jednego potomka x' modyfikujac rodzica

x=0i.*2

a) wybierz jedng liczbe i, I<i<n, oraz "najlepsza" liczbej wgjednego z wariantow:
e j=arg n:*z:\x{/(x,,x\])...lxj.l,xt,xjH>...)xI_1,xI,xtH,...,xJ:/: e{l,2,..../j}

oraz g(x) jest minimalne)
e j =arg rn,jin{g(x,,XZ X,., Xt ,xM xn)-k e{k2,....//}

oraz f(x) jest maksymalne)
b) przestaw element xt z elementem Xj rodzica: x' =(x1x2,...r,_|,Xy,...pry_|)x/>...prn)

4. Operator S2 (ang. search operator two)
Operator S2 generuje jednego potomka x ‘ modyfikujac rodzica

oz (%KD

a) wybierzjedna liczbe j , I<j<n, oraz "najlepszg" liczbe i wg jednego z wariantéw:
o (X, x 2, x 0, L )XG) = max{/(xx 2, xG i x L) ke F())

oraz g(x) jest minimalne)
o g(xLx2,...x/_1/,x/i],...x,1) = W{g(x”xz..-,x ALX LX) K &)

oraz f(x) jest maksymalne)
b) zastgp element X, rodzica liczbgi: x' = (x,,x2)...,X W Xs)

5. Operator krzyzowania RX (ang. random crossover operator)

Operator RX generuje dwa potomki x', x2 dokonujac krzyzowania dwéch

rodzicow: x'= (xX/,x X ' X', X)), X G X XX, XA
a) wybierzjedng liczbej, 1<j<n
b) wygeneruj dwa potomki:

X = (X5, X, X, X" 00X, x2=(x,",x" Xj, Xj+l,.., x*)

Wszystkie operacje wyboru w operatorach genetycznych i opisanym ponizej algorytmie
genetycznym sg wykonywane za pomocg procedury losowania liczb catkowitych z zadanego
zbioru liczcb - RANDOM_UNIFORM ( rozktad wyboru - rGwnomierny).
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Dla rozwazanego wecze$niej podejscia Jednokryterialnego, z ktérym wiazato sie
rozwigzanie niedopuszczalne (ze wzgledu na ograniczenia (5)), najbardziej efektywne okazaty
sie reguty szeregowania z zastosowaniem funkcji kary oraz ,,czasem zycia” rozwigzania. W
pierwszej przyjeto, ze funkcja oceny EV(x) rozwigzania x ( funkcja przystosowania osobnikéw
ang. evoluation or fitness function ) sktada sie z funkcji celu f(x) oraz wazonej funkcji v(x)
(por., wzor (7)):

EV(x) =f(x) +w*v(x), (8)
gdzie IV, w>0 jest wspoétczynnikiem (kary) funkcji oceny. W drugiej natomiast wprowadzono
dodatkowa funkcje - parametr t(x) - ,czas zycia” rozwigzania X, zalezny podobnie jak
poprzednio od funkcji celu f(x) oraz funkcji v(x). Okre$la on, w zaleznosci od jakosci
rozwiazania, liczbe iteracji, jakg przebywa ono w dynamicznej populacji rozwigzan.

Dla zagadnienia wielokryterialnego zastosowano specjalng formalizacje Pareto.
Rozwigzania ze zbioru P (populacji rozwigzan) sg odwzorowywane w przestrzeni 2D
Euklidesa. Pierwszg wspétrzedng obszaru jest warto$¢ funkcji g(x), a druga wspo6trzedng
warto$¢ funkcji celu f(x). Niezdominowane rozwigzania tworzg pierwsza warstwe Pareto.
Pozostate niezdominowane rozwigzania tworzg drugg warstwe, itd.

Rozwigzanie kazdej warstwy Pareto mozna dodatkowo uszeregowac¢ za pomocg reguty
BEST-WORST zgodnie z wartoscig funkcji g(x): pierwszym rozwigzaniem warstwy jest
rozwiazanie o minimalnej wartosci g(x), a ostatnim rozwigzanie o maksymalnej wartosci g(x).
Liniowo uszeregowane warstwy Pareto okreslajg liniowy porzadek w zbiorze P: pierwsze
rozwigzanie pierwszej warstwy Pareto definiuje pierwsze rozwigzanie xhcs, ..., ostatnie
rozwiazanie ostatniej warstwy Pareto definiuje ostatnie rozwigzanie xwos, w populacji P.
Poszukiwanymi rozwigzaniami jest zbi6ér rozwigzarn potencjalnie Pareto-optymalnych (tj.
rozwigzan niezdominowanych), tworzacych pierwsza warstwe Pareto w ostatniej iteracji
algorytmu.

Algorytm GENGGP4
W celu okreslenia zbioru rozwigzan potencjalnie Pareto-optymalnych wykonaj

nastepujace kroki:

Krok 1
Wygeneruj M rozwigzan x=(xIrx2,...fJ,...?n), gdzie dla kazdego j:

Xj = RANDOM _UNIFORM(F(j)) oraz oblicz funkcje celu f(x) oraz funkcje g(x) dla kazdego

z rozwigzan. Utwadrz populacje poczatkowa P(0) szeregujagc wygenerowane rozwigzania za
pomocg reguty BEST-WORST wg utworzonych warstw Pareto w ten sposéb,

ze pierwszym rozwigzaniem populacji (rozwigzaniem nr 1) jest rozwigzanie pierwsze
pierwszej warstwy Pareto, a ostatnim rozwigzaniem (rozwigzaniem nr M) jest rozwigzanie

ostatnie ostatniej warstwy.
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Krok 2

Wybierz jeden operator genetyczny ze zbioru {RM, LO, SI, S2, RX}, gdzie
prawdopodobienstwa selekcji operatoréw wynosza: prm, PLO’ PSI - PS2> PRX
(PRM + PLO + PS1+PS2+PRX =0 -«

Krok 3

Dla wybranego operatora genetycznego wylosuj (rozktad réwnomierny) jednego lub
dwéch rodzicéw (zaleznie od typu operatora: jednego dla operatora unarnego i dwoéch dla
binarnego) ze "starego" zbioru populacja P (t-1).

Krok 4

Za pomocg wybranego operatora wyznacz potomki / potomka wybranych rodzicow /
rodzica xJ, je {1,2} i utworz nowa populacje P(t): wprowadz potomka XxJ miedzy inne
rozwigzania zgodnie z regutg szeregowania BEST-WORST (jezeli potomek xJ jest lepszy od
najgorszego rozwiazania xworsl)yusuri xworsl z populacji i.

Krok 5
Powtdrz kroki 2-4 zadang liczbe iteracji L.
Zbidr rozwigzan tworzacych pierwszg warstwe Pareto jest poszukiwanym zbiorem rozwigzan

potencjalnie Pareto-optymalnych (tj. rozwigzan niezdominowanych).

Zauwazmy, ze rozmiar populacji M, liczba iteracji L i prawdopodobienstwa selekcji

PRM- PLO. PSI. PS2> PRX s4 parametrami algorytmu GENGGP4.

3. Eksperymenty komputerowe

Algorytm GENGGP4 zaimplementowano w jezyku C w dwoch wariantach
dotyczgcych konstrukcji operatora optymalizacji lokalnej LO oraz operatoréw Sl i S2,
preferujacych maksymalizacje f(x) (wariant 1) Ilub minimalizacje g(x) (wariant 2).
Przedstawione w tabeli 1 wyniki badan komputerowych wykonano dla wygenerowanych
losowo zadan testowych o rozmiarach n=10, m=3; n=30, m=6; n=50, m=10 i nastepujacych
parametrow algorytmu: liczba iteracji L=15.000, wielko$¢ populacji M.=100, prawdopodo-
bienstwa selekcji operatoréw prm = PSI = PS2 = PRX = °>23 PLO = 0>"8- W tabeli podano
wartosci funkcji f(x) i g(x) dla pierwszego oraz ostatniego rozwigzania pierwszej warstwy

Pareto oraz liczbe rozwigzan tworzacych te warstwe.
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Tabela
Wyniki eksperymentow
wariant 1 wariant 2
n/m min g(x) max f(x) min g(x) max f(x)

fix) 1346 4292 1346 4292

10/3 g(x) r 56 12 56
1 rozw. 17 17

fix) 8988 42182 12828 20706

30/6 9(x) 19 152 18 51
1 rozw. 82 21

fix) 22116 106558 24940 46616

50/10 g(x) 28 209 21 57
1 rozw. 93 52

Uzyskane wyniki eksperymentéw komputerowych $wiadczg o tym, ze dla zadan o
matym rozmiarze algorytm znajduje identyczne rozwigzania potencjalnie Pareto-optymalne
niezaleznie od wariantu algorytmu i wielkosci populacji. Dla wiekszych zadarn zbyt mala
wielko$¢ populacji ma krytyczne znaczenie przy wyznaczaniu poszukiwanego zbioru
rozwigzan. Dla wariantu 1, preferujacego rozwigzania maksymalizujace f(x), pierwsza warstwa
Pareto zawiera wigcej rozwigzan, niz w wariancie 2, kosztem jako$ci tych rozwigzan. Dla
wariantu 2 lepiej spenetrowanym obszarem rozwigzan sa rozwigzania dla mniejszych wartos$ci
g(x). Zasadnicze wydaje sie zwiekszenie dla tych zadan wielkosci populacji tak, aby stale
miescito sie wiele warstw Pareto, wzglednie wprowadzenie populacji dwuwymiarowej,

pozwalajacej na bardziej rownomierny rozktad umieszczonych w niej rozwigzan.
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Abstract

A genetics algorithm for the generalized multicriterial graph partitioning problem
(GGP) is presented. The GGP problem consists in partitioning the set of nodes of an
undirected weighted graph into m disjoint subsets of bounded size (called clusters), such that
the objective function is maximized whereas the size of clusters is minimized.

GPP is NP-hard combinatorial problem. It serves as an useful model for many decision
problems occurring in practice (for example data processing, storage and retrieval in large
distributed or multiprocessor computer systems).

In the presented approach the specific formalization of Pareto set was applied. The solutions
are projected into to two dimensional Euclidean space where the first coordinate is the
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maximal cluster size (the sum of weights of nodes), the second is the value of objective
function (the sum of edge weights in a cluster).

The first section of the paper introduces the mathematical formalization of the problem being
the generalization of the classical graph partitioning problem (GP). The next section describes
applied genetics algorithm, genetics operators and methods allowing efficient search of
potentially Pareto-optimal solutions (i.e. not dominating solutions). The final section presents

the results of computer experiments for the standard test cases and conclusions.



