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KONWENCJONALNE I NOWE METODY ROZWIAZYWANIA
PROBLEMOW DYSKRETNYCH

Streszczenie. Przedstawiono przeglad metod rozwigzywania problemow opty-
malizacji dyskretnej ze szczeg6lnym uwzglednieniem nowych, obiecujacych kie-
runkéw konstrukcji algorytmoéw przyblizonych.

CONVENTIONAL AND NEW SOLUTION METHODS
FOR DISCRETE PROBLEMS

Summary. There is presented the review of solution methods for discrete opti-
mization problems. Special attention has been paid to new, promising approaches
leading to construction of approximate algorithms.

1. Wprowadzenie

Zdecydowana wiekszo$¢ deterministycznych problemoéw planowania i sterowa-
nia w dyskretnych sytemach wytwarzania, projektowania struktur, planowania trans-
portu, rozmieszczenia, podejmowania decyzji etc. jest formutowana w postaci zagad-
nien optymalizacji, w ktérych wszystkie zmienne decyzyjne (badz ich czes$¢) przyjmu-
ja wartosci dyskretne, catkowitoliczbowe lub binarne. Zadania takie, nazywane dalej
problemami optymalizacji dyskretnej (odpowiednio mieszanej), nalezg do klasy proble-
mow wyjagtkowo ktopotliwych z obliczeniowego punktu widzenia. W dalszym ciagu
bedziemy je zapisywa¢ w postaci minx6* /¢(x), gdzie 1<(x) jest funkcja celu, zas X
jest zbiorem rozwigzanh dopuszczalnych okreSlonym przez zestaw warunkéw ograni-
czajagcych. Gtownymi powodami tych ktopotow sa: brak “klasycznych” analitycznych
wiasnosci (rézniczkowalnosé, liniowos¢, itp.), wieloekstremalno$¢é z wyktadniczg licz-
bg ekstremoéw lokalnych, NP-trudnos$¢ przypadkéw pochodzgcych z praktyki oraz prze-
klenstwo wymiarowosci. Istnienie wielu ekstremoéw lokalnych, ktopotliwe juz dla przy-
padku optymalizacji ciagtej (patrz np. funkcja testowa Langermanna), nabiera dla pro-
bleméw dyskretnych szczegdélnego znaczenia, bowiem trajektoria przejScia przez prze-
strzen rozwigzan przypomina przebiegi stochastyczne. Zbiér probleméw lokowanych
ponizej bariery NP-trudnos$cijest mocno ograniczony. Z kolei bezposrednig konsekwen-
cja NP-trudnosci jest to, ze czas obliczen odpowiedniego algorytmu komputerowego
jest funkcjg wyktadniczg od rozmiaru rozwigzywanego problemu. Przy uwzglednieniu
rozmiaru realnych probleméw praktycznych czas ten wyraza sie dziesigtkami tysigcleci
najszybszych znanych obecnie komputeréw (to wtasnie przeklenistwo!).
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Wielokrotnie, w celu unikniecia ktopotéw, zamiast rozwigzywac¢ problem do-
ktadnie, probuje sie wyznaczy¢ pewne jego rozwigzanie przyblizone. Dokladnos¢ tego
przyblizenia posiada tendencje przeciwstawng do czasu obliczen, tzn. uzyskanie doktad-
niejszego rozwigzania wymaga diuzszego czasu pracy algorytmu, przy czym ta ostatnia
zalezno$¢ ma charakter silnie nieliniowy. Z tego tez powodu dziedzina dyskretnych pro-
cesObw wytwarzania charakteryzuje sie znaczng rozmaitoscig zaréwno modeli, jak i me-
tod rozwigzywania, zwykle dedykowanych dla waskich klas zagadnien. Ograniczenie
ogolnosci modeli ma na celu wykrycie tych szczegélnych wtasnosci problemu, ktérych
umiejetne wykorzystanie w algorytmie zdecydowanie poprawia jego cechy numerycz-
ne, takie jak czas obliczen, szybko$¢ zbiegania do rozwigzania optymalnego. Czesto dla
tego samego problemu NP-trudnego wystepuje w literaturze kilka, kilkanascie r6znych
algorytmoéw o istotnie roznych cechach numerycznych. Znajomos$¢ dziedziny oraz me-
tod rozwigzywania pozwala na wtasciwy dobér dla kazdego nowo postawionego pro-
blemu odpowiedniego algorytmu satysfakcjonujgcego uzytkownika. Nalezy przy tym
pamietaé, ze w rozwazanej dziedzinie celem nadrzednym niejest sformutowanie jakie-
gokolwiek modelu i metody rozwigzania, lecz podanie prostego modelu oraz metody
rozwigzywania racjonalnej z punktu widzenia implementowanego algorytmu kompute-
rowego.

2. Metody doktadne

Metoda doktadna wyznacza rozwigzanie globalnie optymalne, tzn. x* € X takie,
ze I<* = K(x*) — minl6 A K(x). W grupie tej, w zaleznosci od przynaleznosci pro-
blemu do klasy ztozonosci obliczeniowej, sa: (a) efektywne algorytmy dedykowane, (b)
metody oparte na schemacie podziatu i ograniczen (B&B), (c) metody oparte na schema-
cie programowania dynamicznego (PD), (d) metody oparte na programowaniu liniowym
catkowitoliczbowym (PLC), (e) metody oparte na programowaniu liniowym binarnym
(PLB), (f) metody subgradientowe. Metody (a) sa uwazane za tanie obliczeniowo meto-
dy specjalizowane dla problemoéw nalezacych do P-klasy lub NP-trudnych probleméw
liczbowych. Metody (b) - (f) sa kosztownymi obliczeniowo metodami dedykowanymi
dla rozwigzywania problemoéw silnie NP-trudnych. Do lat konca lat 80. uwazano je za
“jedynie stuszne” podejscie dla problemoéw silnie NP-trudnych, potem pojawita sie ba-
riera wymiaru. Mimo iz dokonano znacznego postepu w ich rozwoju, praktycy wcigz
uwazajgje za nieatrakcyjne badz tez ograniczajg ich zastosowanie do bardzo waskiego
zakresu. Metody sg czaso- i pamieciochtonne, zas rozmiar problemoéw, ktére mozna roz-
wigza¢ w rozsgdnym czasie, jest ciggle zbyt maty. Co wiecej, implementacja bardziej
ztozonych algorytmow tego typu wymaga duzego doswiadczenia programistycznego.
Powaznym problemem jest takze wiarygodno$¢ danych wejSciowych, ktére czesto ule-
gaja zaburzeniu tuz po kosztownym wyznaczeniu rozwigzania optymalnego, oraz tzw.
nadmierna sztywnos$¢ problemu. Mozna powiedzie¢, ze koszt poszukiwania rozwigzania
optymalnego jestjeszcze zbyt duzy w poréwnaniu z zyskami otrzymanymi z wdrozenia
otrzymanego rozwigzania. Z drugiej strony istnieje grupa problemoéw, dla ktérych za-
stosowanie metod doktadnych jest w peini uzasadnione, a nawet wskazane. Przyktado-
wo, poszukiwanie minimalnego czasu cyklu dla powtarzalnego procesu produkcyjnego
z niewielkim repertuarem wyrobow zwielokrotnia nawet niewielkie zyski otrzymane w
jednym cyklu, mnozac je przez liczbe wykonanych cykli.
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3. Bitad przyblizenia

Zbiér danych liczbowych problemu specyfikuje przyktad konkretny Z tego pro-
blemu. Oznaczmy przez X(Z) zbiér wszystkich rozwigzan problemu dla tego przy-
ktadu, zas$ przez K{x\Z) warto$¢ kryterium K dla rozwigzania X w przyktadzie Z.
Rozwigzanie x* G X(Z) takie, ze K{x*\Z) — min{K(x\Z)\ x G X(Z)}, jest na-
zywane rozwigzaniem optymalnym dla przyktadu Z. Niech xA G X(Z) oznacza roz-
wigzanie przyblizone generowane przez algorytm A dla przyktadu Z. Btad przyblize-
nia algorytmu A oceniamy w relacji do odpowiedniej wartosci optymalnej, np. jako
BA(Z) = \M<{xA\Z) —K(x*\Z)\, SA{Z) = K{xa]zZ)/K{x*]Z), czy tez TA{Z) =
(K(xa;Z) —K(x*\ Z2))/K(x*\Z). Zalezno$¢ btedu od Z moze byé badana ekspery-
mentalnie lub analitycznie. Analiza eksperymentalnajest metodg subiektywna, bowiem
zalezy od wyboru prébki Z-tow, lecz w kontekscie twierdzenia “no free lunch” jedy-
nie ona pozwala uzasadni¢ wyzszos¢ wybranego algorytmu obserwowana dla waskiej
grupy przyktadéw Z. Trudniejsze do wykonania analizy najgorszego przypadku i pro-
babilistyczna dostarczajg ocen niezaleznych od przykitadéw Z. Analizy te dostarczaja
odmiennych, uzupetniajgcych, czasami bardziej wtasciwych charakterystyk zachowania
sie algorytmu. Wyniki wszystkich analiz, w potgczeniu z oceng ztozonosci obliczenio-
wej, stanowig kompletng charakterystyke algorytmu.

Analiza eksperymentalna jest najbardziej popularng metoda mimo jej niedo-
skonatosci. Ocenia a posteriori zachowania sie algorytmu (btgd przyblizenia, czas pracy
algorytmu) w oparciu o wyniki otrzymane dla ograniczonej, reprezentatywnej prébki
przyktadéw konkretnych Z. Poniewaz r6zni badacze r6znie rozumieja pojecie “préb-
ka reprezentatywna”, otrzymywane wyniki nie zawsze sg wzajemnie poréwnywalne.
Prébki moga by¢ ustalone (publiczne przykiady testowe) lub generowane losowo. Dla
probleméw NP-trudnych K (x*;Z) moga by¢ zastgpione pewng wartoscia referencyjng
I<{xnef]Z).

Analiza najgorszego przypadku ocenia a priori zachowanie sie wybranego bte-
du na catej populacji przyktadéw konkretnych Z. Najcze$ciej stosowana jest ona do
btedu SA(Z), dla ktérego definiuje sie wspoétczynnik najgorszego przypadku pA =
min{y : SA(Z) < vy, \/Z} oraz asymptotyczny wspoiczynnik najgorszego przypadku
NA = min{y : SA(Z) <y, VZ G {W : K{x*\W) > L}}, gdzie L jest pewng liczba.

Analiza probabilistyczna zaktada, ze kazdy przyktad konkretny Z zostat otrzy-
many jako realizacja n niezaleznych zmiennych losowych o znanym rozktadzie praw-
dopodobienstwa (bedziemy ten fakt oznaczaé¢ jako Zn). Zatem wielkos$ci K(x*;Zn),
K{xa\Zn) oraz wszystkie btedy sa zmiennymi losowymi, jako funkcje okreslone na Zn.
Analiza probabilistyczna dostarcza podstawowych informacji o zachowaniu sie zmien-
nej losowej wybranego btedu, np. TA(Zn), jej rozktadzie prawdopodobieristwa, mo-
mentach etc. Jednakze najbardziej interesujgce charakterystyki dotyczg typu zbieznosci
TA(lI<;Zn) do warto$ci statej m (lub zera) wraz ze wzrostem n oraz szybkosci tej zbiez-
nosci.

Schemat aproksymacyjny AS generuje rodzine algorytmoéw A takich, ze A do-
starcza dla danego e > 0 rozwigzania XA spetniajacego SA(Z) < 1+ e, 'iZ. AS jest
wielomianowym schematem aproksymacyjnym (PTAS), jesli dla kazdego ustalonego e
posiada on ztozonos$¢ obliczeniowa wielomianowg. Jezeli dodatkowo ta ztozonos¢ jest
wielomianem od I/e, to A jest w peini wielomianowym schematem aproksymacyjnym
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(FPTAS). W praktyce stopien wielomianu funkcji ztozonos$ci obliczeniowej ro$nie bar-
dzo szybko przy e —>0, co powoduje, ze schematy te sg ciggle stabo konkurencyjne do
innych metod.

4. Metody przyblizone

W ostatnich 10-20 latach, niezaleznie od rozwoju metod teoretycznych, nastapit
burzliwy rozwéj metod przyblizonych o dobrych i bardzo dobrych wtasnosciach nume-
rycznych potwierdzonych eksperymentalnie. Metody te sg klasyfikowane jako konstruk-
cyjne lub poprawiajgce. Pierwsze z nich sg metodami szybkimi, tatwo implementowal-
nymi, jednakze generujg rozwigzania obarczone wzglednie duzym btedem przyblizenia.
Te drugie sg wolniejsze, wymagajg rozwigzania poczatkowego poprawianego nastepnie
krokowo, oraz dostarczaja rozwigzan o bardzo dobrej i doskonatejjakosci. Umozliwiaja
takze elastyczne ksztaltowanie kompromisu pomiedzy jakos$cia rozwigzania a czasem
obliczen. Teoretycznag ocene btedu przyblizenia uzyskano do chwili obecnej dla duzej
czesci metod konstrukcyjnych i bardzo nielicznych metod poprawiajacych, gtéwnie ze
wzgledu na znaczny stopien skomplikowania analizy. Dla niektérych metod poprawiaja-
cych wykazano teoretyczng zbiezno$¢ do optimum globalnego, jednakze przy pewnych
zalozeniach w praktyce trudnych do spetnienia. Ostatecznie, przydatnos¢ praktyczna
poszczegolnych podejs¢ i metod jest wypadkowag wtasnosci i analiz teoretycznych oraz
analizy eksperymentalnej.

Algorytm konstrukcyjny (AK) generuje pojedyncze rozwigzanie lub podzbior
rozwigzan, o ustalonej a priori niewielkiej licznosci, z ktérego nastepnie wybierane jest
rozwigzanie najlepsze w sensie wartosci funkcji celu K(x). Algorytmy te sg oparte
gtéwnie na nastepujgcych podejsciach: (a) reguty priorytetowe, (b) adaptacja rozwig-
zania otrzymanego dla problemu zrelaksowanego, (c) przyblizenie rozwigzania innym
rozwigzaniem otrzymanym z pokrewnych problemoéw, (d) inne. Algorytmy tej klasy mo-
ga by¢ uzywane samodzielnie lub w grupach wzajemnie rywalizjacych metod. Sa tanie
obliczeniowo. Powszechnie stosowane takze jako generatory rozwigzan poczatkowych
dla algorytméw poprawiajgcych. Kombinujgc parametrycznie pewna liczbe algorytmoéw
tego typu, w tzw. przestrzeni heurystyk, mozemy syntetyzowac¢ nowe algorytmy dla no-
wych problemow.

Reguty priorytetowe (PR) sg powszechnie uzywang technika szybkiego wyzna-
czania rozwigzania, zwtaszcza w systemach produkcyjnych i komputerowych. Sg pro-
ste, tanie obliczeniowo, mato wrazliwe na zaburzenia danych wejsciowych, nadajg sie
dobrze do systemow niedeterministycznych. Rozréznia sie reguly statyczne (wartos¢
priorytetu nie zmienia sie w trakcie oczekiwania na obstuge) oraz dynamicznie (war-
tos¢ ta ulega zmianie w trakcie). W zaleznosci od problemu oraz zastosowanej reguty,
dostarczane rozwigzania moga mie¢ btad T A od 20% (przecietnie) do 500% (skrajnie).

Obciete branch-and-bound (CB) otrzymujemy, ograniczajac arbitralnie zasoby
procesu obliczeniowego uzywane w klasycznym schemacie B&B, co prowadzi do algo-
rytmu zapewniajgcego pewien kompromis pomiedzy czasem rozwigzywania a doktad-
noscig przyblizenia. Ograniczenia te moga dotyczy¢ m. in. wybranych klas problemoéw
czesciowych, liczby weztéw w drzewie, czasu pracy, progu odrzucania. Algorytmy CB
zachowujg cechy przodkéw - objawiajg eksplozje obliczen dla problemoéw o wiekszym
rozmiarze.
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Poszukiwania lokalne (LS) okres$lajg grupe metod, opartych na przeszukiwaniu
zbioru rozwigzan X , przez przegladanie wybranych lub wszystkich rozwigzan lezgcych
w pewnym bliskim otoczeniu J\f(x) C X wybranego rozwigzania a&. Analiza J\f(x) do-
starcza rozwigzan (jednego lub kilku), ktore stajg sie zrédtami kolejnych lokalnych oto-
czen, umozliwiajgc tym samym powtarzanie procesu poszukiwan. Odpowiednie metody
LS tacza wiele zalet: duza szybko$¢ zbieznosci, prostota implementacji oraz maty bigd
do rozwigzania optymalnego. Wielu badaczy uwaza te metody za najbardziej obiecujace
dla szczegolnie trudnych problemoéw optymalizacji dyskretnej.

Poszukiwanie zstepujgce (DS) jest najstarsza i najprostszg technika poprawy
danego rozwigzania X° € X. Metoda tajest pokrewna technikom wspinaczki (hill clim-
bing) dla probleméw maksymalizacyjnych. Elementarny krok tej metody wykonuje, dla
danego rozwigzania Xk £ X, przeszukiwanie jego otoczenia lokalnego M {xk) C X w
celu znalezienia rozwigzania xk+x £ Af(xk) z najmniejszg warto$cig funkcji celu I1<(x).
Jezeli tylko w sasiedztwie fif(xk) istnieje rozwigzanie, dla ktérego K (xk+X) < K (xKk),
poszukiwanie sie powtarza, zaczynajgc od x fc+1, za$ caly procesjest kontynuowany do-
poki wartos¢ funkcji celu maleje. Trajektoria poszukiwan x°, x1, ... zbiega monotonicz-
nie w kierunku ekstremum lokalnego, gdzie metoda DS konczy swoje dziatanie. Startu-
jac wielokrotnie metode DS z réznych rozwigzarn poczgtkowych x°, mozemy elimino-
waé, w pewnym zakresie, jej wrazliwo$¢ na lokalne ekstrema. Pewng mutacjg metody
jest poszukiwanie zstepujgce z petzaniem (descending search with drift, DSD), ktore ak-
ceptuje na trajektorii takze nieodwiedzone rozwigzania z tg samag wartoscig kryterium,
tzn. K (X k+X) — K (x k).

Poszukiwanie losowe (RS) generuje trajektorie poszukiwan x~x 1,... tak, ze
kolejne rozwiagzanie x k+1 jest wybierane losowo w Ai(xk) (czesto J\f(xk) — X dla kaz-
dego k). RS zwraca jako wynik rozwigzanie najlepsze z trajektorii. Chociaz metoda ta
niejest wrazliwa na ekstrema lokalne, jej zbiezno$¢ do dobrego rozwigzaniajest og6lnie
staba. Istniejgce modyfikacje tej metody uwzgledniajg zmiany rozktadu prawdopodo-
bienstwa przy wyborze sgsiada w celu skierowania poszukiwan w bardziej obiecujacy
obszar zbioru rozwigzan X.

Metody ulosowione (RM) nie okreslaja konkretnej metody, lecz jedynie ogolny
schemat postepowania polegajacy na zastepowaniu w znanych algorytmach przyblizo-
nych pewnych parametréw deterministycznych (np. priorytety wyboru) ich odpowiedni-
kami losowymi. Dla otrzymanych w ten sposo6b algorytméw zrandomizowanych mozna
uzyskac teoretyczne, asymptotyczne oceny btedu przyblizenia.

Poszukiwanie snopowe (BS) “oswietla” wigzka (snopem $wiatta) przestrzen
rozwigzan. Kazdy “os$wietlony” punkt przestrzeni staje sie zrédtem ukierunkowanej,
ograniczonej wigzki Swietlnej zawierajacej pewng liczbe rozwigzan potomnych, zwy-
kle najbardziej obiecujacych z punktu widzenia procesu poszukiwarn. Ocena przydatno-
$ci rozwigzah moze by¢ prowadzona zarbwno w oparciu o wartos¢ funkcji celu, jak i
w oparciu o inne funkcje definiowane przez uzytkownika. Czesto BS wystepuje w od-
niesieniu do CB, gdzie powoduje ograniczenie liczby najbardziej obiecujgcych bezpo-
Srednich nastepnikow wezta w drzewie rozwigzan podlegajgcych rozwinieciu, wyrazone
przez ustalong a priori szeroko$¢ wigzki, prowadzac do metody filtrowanego poszukiwa-
nia wigzkg (FBS).

Sterowane poszukiwanie lokalne (GLS) jest problemowo zorientowane i kie-
ruje trajektorie poszukiwan w najbardziej obiecujace regiony zbioru X, wykorzystujgc
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deterministyczny scenariusz formutowany indywidualnie dla problemu. Regiony sgwy-
bierane a priori w oparciu o szczeg6lne wiasnosci problemu. Znane warianty metody
stosujg techniki BS pofaczone z LS, co pocigga za soba negatywne skutki eksplozji
obliczen.

Poszukiwanie genetyczne (GS) odwotuje sie do Natury i teorii ewolucji Darwi-
na, zaktadajgc, ze niejawnym celem ewolucji jest optymalizacja dopasowania osobni-
kéw do srodowiska. GS uzywa podzbioru rozproszonych rozwigzan W C X zwanego
populacjg do prowadzenia poszukiwan réwnoczes$nie w wielu obszarach zbioru roz-
wigzan X. Kazde rozwigzanie a € W zwane osobnikiem jest kodowane przez zbiér
jego atrybutéw zapisanych w materiale genetycznym (chromosomy, geny). Populacja
jest kontrolowana zasadniczo przez cyklicznie nastepujace po sobie procesy reproduk-
cja, krzyzowanie i mutacja oraz przezycie lub selekcja. W fazie reprodukcji osobniki
sg wpierw powielane proporcjonalnie do ich miary przystosowania do srodowiska. Ten
proces gwarantuje, ze osobniki lepiej przystosowane bedg miaty wiecej potomkéw w
nastepnym pokoleniu. Osobniki wybrane z rozszerzonej populacji tworza pule rodzi-
cielskg. Z tej puli kojarzymy pary rodzicéw, ktérzy nastepnie dostarczg odnowione po-
kolenie. Kazdy osobnik nowego pokolenia jest nowym rozwigzaniem X' otrzymanym
z dwoéch rozwigzanh rodzicielskich X oraz y przez zastosowanie operatora krzyzowa-
nia genetycznego. Mutacja jest ubezpieczeniem na wypadek utraty istotnych atrybutéw
rozwigzan oraz powolnym mechanizmem wprowadzania atrybutéw innowacyjnych. Po-
woduje sporadyczne, losowe (z matym prawdopodobienstwem) zmiany w materiale ge-
netycznym. W fazie przezycia wybierane sg osobniki (spos$rdd starego i nowego poko-
lenia), ktore wejdg w sktad nowej populaciji.

GS posiada wiele punktéw swobody, ktérych ciggle jeszcze witasciwa kompo-
zycja jest kluczem do sukcesu. Mimo wielu badan, pewne niedostatki algorytméw GS
sg wcigz obserwowane w praktyce. Wyrazajag sie one przedwczesng zbieznoscig do lo-
kalnego ekstremum lub stabg zbieznoscig do rozwigzan bliskich optymalnemu. Podczas
gdy GS zachowuje sie zadowalajgco dobrze dla matych przyktadéw, btedy przyblizenia
dla przyktadéw o duzym rozmiarze moga by¢ znaczne. Wykazano, ze odpowiedzial-
nos$¢ za przedwczesng zbieznos¢ do lokalnych ekstreméw ponosi niewtasciwe sterowa-
nie dynamikg rozwoju populacji. Aby poprawi¢ dopasowanie populacji do $srodowiska,
do reprodukcji w kazdym pokoleniu sg preferowane najlepsze osobniki, co pocigga sta-
te zmniejszanie rozproszenia genetycznego populacji. To z kolei zmniejsza mozliwosci
znalezienia istotnie innego lepszego rozwigzania przez krzyzowke genetyczng i wstrzy-
muje postep do czasu, gdy dopiero mutacja (po ogromnej liczbie pokolen) wprowadzi
potrzebna zmiane w materiale genetycznym. Dlatego tez celem nadrzednym algorytmu
GS jest utrzymacé dopasowanie maksymalnie skrajne bez utraty rozproszenia genetycz-
nego populaciji.

Zaproponowano techniki kontrolowania zbieznosci algorytmu GS przez strate-
gie kojarzenia rodzicéw, wprowadzenie struktur do populacji oraz wzorce zachowan
spotecznych. Wprowadzono funkcje wspoétdzielenia w dopasowaniu rodzicéw w celu
zapobiezenia zbyt bliskim podobienstwom genotypowym. Inne bezposrenie podejscia
zapobiegania kazirodztwu postuguja sie odlegtoéca Hamminga przy ocenie podobien-
stwa genotypowego. Tworzenie struktur w ramach populacji moze by¢ otrzymane przez
podziat populacji na wyspy (model migracyjny) lub przez wprowadzenie naktadajgcych
sie sgsiedztw pokrywajacych catg populacje (model dyfuzyjny). Oba modele zaktadajg
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ograniczenie bezposredniej wymiany danych pomiedzy osobnikami zr6znych obszaréw
zamieszkatych przez subpopulacje, przez co wprowadzajg naturalne nisze ekologiczne
umozliwiajgce zachowania pozadanego rozproszenia genetycznego. Z kolei podejscie
oparte na zachowaniach socjalnych przypisuje kazdemu osobnikowi w populacji odpo-
wiednig postawe spoteczng, np. zaspokojony, zadowolony lub rozczarowany. Wzorzec
postawy wynika m.in. z warto$ci funkcji celu wyznaczonej dla osobnika. Ocena aktu-
alnego zachowania ma wptyw na postawe w przysztosci, zatem osobniki moga r6znie
reagowaé w tej samej sytuacji srodowiskowej. Kazda postawa spoteczna wptywa na
gotowos¢ osobnika do wchodzenia w krzyzéwki, mutacje lub na uspienie, klonowanie
(przetrwanie do kolejnego pokolenia).

Ewolucja réznicowa (DE) jest podklasg metody GS. Demokratyzm tworzenia
potomkéw i mutacji w GS zostal zastagpiony w DE realizacjg ukierunkowanych zmian
sondujgcych przestrzen rozwigzan. DE startuje od losowej populacji rozwigzan. W kaz-
dym kroku wykorzystywane sg mechanizmy mutacji i krzyzowania, jednak przebiegajag
one odmiennie niz w GS. Kazdy osobnik populacjijest rodzicem doktadnie jednego no-
wego rozwigzania prébnego otrzymanego na bazie tego osobnika oraz dwoch rozwigzan
kierunkujacych wybranych losowo z populacji. Generowanie potomka ma cechy kom-
binacji liniowej rozwigzan z pewnymi elementami losowos$ci. Oddzielny mechanizm lo-
sowosci zapobiega generowaniu potomka przez proste powielenie rodzica. Wazna rola
przypada mutacji, ktéra dzieki specyficznej strategii jest samoadaptacyjna oraz celowa
co do kierunku, skali i zakresu. Jes$li rozwigzanie prébne jest lepsze w sensie wartosci
funkcji celu, to zastepuje rodzica w populacji, inaczej jest odrzucane. Odnowienie po-
pulacji jest realizowane cyklicznie do chwili osiggniecia zadanej liczby generacji lub
stwierdzenia wystgpienia stagnacji poszukiwan. Metoda posiada wiele specyficznych
operatorow oraz wiele punktow swobody (parametrow) dobieranych eksperymentalnie.

Poszukiwanie memetyczne (MS) odwotuje sie do zapomnianej teorii ewolucji
Lamarcka, w ktorej przekazywanie cech wrodzonych oraz nabytych pomiedzy pokole-
niami odbywa sie z uzyciem memaéw stanowigcych informacyjng analogie genéw wyste-
pujacych w GS. Zasadnicza r6znica w stosunku do GS polega na uczeniu sie osobnikéw
(zwykle zuzyciem DS lub LS), zmieniajgcych ich cechy nabyte, przed procesem krzyzo-
wania. Otrzymywane wyniki sg zdecydowanie lepsze niz dla GS, jednak kosztem czasu
dziatania.

Podejscie immunologiczne (AIS) nasladuje w swojej budowie i dziataniu sys-
tem naturalny. W Naturze system immunologiczny jest ztozonym, rozproszonym, samo-
regulujgcym, samoadaptacyjnym systemem wykorzystujacym uczenie, pamie¢ oraz od-
powiednie wyszukiwanie informacji w celu obrony organizmu przed patogenami i tok-
synami powodujgcymi zaburzenie jego funkcjonowania. Jego podstawowym celem jest
rozpoznanie i klasyfkacja komdrek na wtasne (komarki gospodarza) oraz obce (inwazyj-
ne). Komérki obce sg nastepnie dalej klasyfikowane w celu uruchomienia odpowiednie-
go mechanizmu obronnego wrodzonego lub nabytego. Gtéwnym typem komérek obron-
nych sa limfocyty B oraz T posiadajgce wtasno$¢ rozpoznawania gospodarza, specyficz-
nos¢, pamiec i rozproszenie. W systemie wystepujg takze inne komérki, tzw. fagocytowe
(neutrofile, eozynofile, bazofile, monocyty) petnigce funkcje pomocnicze. Pojawieniu
sie komorki inwazyjnej towarzyszy obecnos¢ obcych biatek (antygeny) wywotujacych
reakcje systemu immunologicznego, ktérej pierwotnym celem jest wytworzenie specy-
ficznych przeciwciat blokujgcych receptory antygenu, prowadzace w dalszej kolejnosci
do zniszczenia intruza.
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AIS buduje analogie do systemu naturalnego, przy czym tylko niektére funkcje,
elementy sktadowe oraz mechanizmy moga podlegac¢ przeniesieniu. Antygen (biatko in-
wazyjne) reprezentuje chwilowe wymagania narzucone na rozwigzanie, np. na zakres
niektérych lub wszystkich sktadowych wektora x, niewynikajgce z danych problemu.
Repertuar mozliwych antygenow jest bardzo duzy (czasami nieskonczony), za$ aktual-
na konfiguracja pojawiajacych sie antygenéw jest apriori nieznana. Przeciwciato (biatko
blokujace antygen) jest listg instrukcji (algorytmem) na utworzenie rozwigzania spetnia-
jacego wymagania okreslone antygenem. Repertuar dostepnych przeciwciatjest zwykle
niewielki, lecz istnieje mechanizm ich agregacji i rekombinacji w celu uzyskiwania no-
wych przeciwciat o odmiennych wtasciwosciach. Wzorce przeciwciat, kolekcjonowane
w bibliotece, tworza pamieé¢ systemu. Dopasowaniem nazywamy dobranie przeciwciata
do antygenu. Wynik dopasowania jest idealny, je$li przeciwciato pozwala na wygenero-
wanie rozwigzania spetniajgcego wymagania antygenu. Inaczej, wynik dopasowaniajest
pewna miarg odchylenia otrzymanego rozwigzania od narzuconych wymagan. Zte dopa-
sowanie zmusza system do poszukiwania nowych typéw przeciwcial, zwykle w oparciu
o ewolucje (GS, DE).

Sciezki przejéciowe. Dla wielu probleméw dyskretnych stwierdzono wystepo-
wanie ekstremoéw lokalnych skupionych w obszarze pojedynczej doliny w przestrzeni
rozwigzan. Detekcja, czy rozwazany problem posiada te wtasnos¢, lokalizacja doliny,
jak réwniez badanie topologii przestrzeni sg mozliwe przez $ledzenie Sciezek przecho-
dzacych (PR) przez te przestrzen i taczacych wybrane rozwigzania. W zaleznos$ci od
charakteru przestrzeni Sciezki moga by¢ one generowane przez kombinacje (liniowg)
rozwigzan lub kierunkowane za pomocg specyficznej miary odlegto$ci pomiedzy roz-
wigzaniami.

Celowe $ciezki Sledzace (GOTP) okres$laja Sciezki przejSciowe z ustalonym
punktem docelowym, zar6wno deterministyczne, jak i losowe, wykonywane w technice
LS. Podane referencje odnoszg sie do operatora genetycznego MSFX (multi-step fu-
sion) wykonujacego wielokrokowa fuzje chromosomoéw rodzicéw w GS, ktory realizuje
GOTP z elementami losowosci podobnymi do SA. Jego uzycie w problemach szerego-
wania przyniosto wyrazne korzys$ci dla jako$ci generowanych rozwigzan, kosztem czasu
przebiegu.

Poszukiwania biochemiczne rozpoczyna sie od zakodowania danych za pomo-
cag tancuchoéw DNA (o dtugosci 10-30 nukleotydow) z lepkimi koncami, ktore “pasujg”
do siebie w $cisle okreslony sposéb. Rozwigzaniem jest sekwencja potagczonych tarncu-
chéw, przy czym zarozwigzanie optymalne (dopuszczalne) jest przyjmowany tancuch o
okreslonej dtugosci ztozony z tanncuchéw elementarnych. Poszukiwanie polega na loso-
wym sklejaniu sie tancuchéw elementarnych i zachodzi w warunkach laboratoryjnych
(probéwka) w medium zawierajacym odpowiednio duzg liczbe powielonych tancuchéw
elementarnych. Ze wzgledu na submikroskopowg skale pojedynczego zjawiska skle-
jania, zachodzaca reakcja jest rbwnowazna znacznej liczbie (np. 1010) réwnolegtych
procesOw poszukiwan losowych. Stwierdzenie, czy zostalo znalezione wymagane roz-
wigzanie, jest wykonywane testem biochemicznym wykrywajacym czasteczki DNA o
okreslonych wielkosciach.

Symulowane wyzarzanie (SA) nasladuje proces odprezania ciala polegajace-
go na powolnym studzeniu ciata ferromagnetycznego lub antyferromagnetycznego w
celu eliminacji naprezeh wewnetrznych. Wykorzystuje sie tu analogie pomiedzy wiel-
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koscig energii ciata a funkcjg celu problemu optymalizacyjnego oraz pomiedzy kon-
figuracja wewnetrzng czasteczek ciata a rozwigzaniem problemu optymalizacyjnego.
SA generuje trajektorie poszukiwan x°,z1,... przechodzgcag przez zbi6r X, gdzie
xk+1 G J\f{xk) jest wybierane w nastepujacy sposéb. Wpierw rozwigzanie zaburzone
x' G Af(xk)jest wybierane w spos6b uporzadkowany lub losowo z réwnomiernym roz-
ktadem prawdopodobienstwa. Jesli K(x') < K(xK), to x' jest akceptowane natychmiast,
tzn. xk+l := x'. Inaczej x' jest akceptowane jako nowe rozwigzanie z prawdopodobien-
stwem min{l,e~A 7i}, gdzie A = K(x') —K|(xk), za$ T, jest parametrem zwanym
temperaturg w iteracji i. Jesli x' nie zostato zaakceptowane (ani przez pierwszy, ani
przez drugi warunek), podstawiamy X k+i x k. Temperatura jest zmieniana w czasie
iteracji wedtug schematu studzenia. W kazdej ustalonej temperaturze wykonywana jest
pewna liczba, oznaczmy jg m, iteracji. Powszechnie stosowanych jest kilka schematéw
studzenia: geometryczny Ti+\ = AAT), logarytmiczny, Ti+\ = T (1 + A¢7)), harmo-
niczny T, = F/log(z + 2),i = 0,..., N — 1, gdzie N jest catkowitg liczba iteraciji,
Ai jest pewnym parametrem liczbowym, za$ To jest temperaturg poczatkowg. Powinno
zachodzi¢ T/v < To oraz T/v jest bliskie zeru.

Metoda SA posiada wiele parametrow, ktére nalezy dobra¢ eksperymentalnie.
Parametr A, jest czesto wybierany jako staly. Zakladajgc znane (estymowane) warto-
$ci To, Tpr i N, mozna wyznaczy¢ warto$¢ parametru Aj, wg zaleznosci Ai = (To —
Tv) (NTgln) dla schematu logarytmicznego. Dostarczono takze wiele cennych rad do-
tyczacych automatycznego wyboru x°, To, Aj, m oraz kryterium stopu. Schemat stu-
dzenia ma silny wptyw na zachowanie sie metody. Jezeli studzenie jest zbyt szybkie,
SA zachowuje sie podobnie do metody DS i zwykle szybko konczy swoje dziatanie w
lokalnym ekstremum stabej jakosSci. Jezeli studzenie jest zbyt powolne, czas przebie-
gu algorytmu staje sie nieakceptowalnie dtugi. W praktyce, wtasciwy dobér wszystkich
parametréow sterujgcych metody wymaga wykonania znacznej liczby testow kompute-
rowych. Przy spetnieniu pewnych zalozen metoda SA zbiega do rozwigzania globalnie
optymalnego z prawdopodobienstwem jeden. Szczeg6towa analiza zostata takze prze-
prowadzona dla asymptotycznej zbieznosci oraz szybkosci zbieznosci. Poniewaz nie-
ktére z tych zatlozen sg w praktyce niespetnialne, otrzymane rezultaty majg bardziej
teoretyczne niz praktyczne znaczenie.

Symulowane przeskakiwanie (SJ) nasladuje proces odprezania ciata polegaja-
cego na powolnym studzeniu, jak i nagrzewaniu ciata typu spin-glass (wymieszany ma-
teriat ferromagnetyczny i antyferromagnetyczny) w celu przetamania barier energetycz-
nych istniejgcych pomiedzy domenami. W praktyce SJ wprowadza do SA dodatkowo
schemat podgrzewania, stosowany gdy zaburzone rozwigzanie x' nie zostato zaakcepto-
wane, tzn. gdy musimy podstawi¢ xk+1 — xk. SJ ma wiecej niz SA elementéw wybiera-
nych eksperymentalnie w celu zapewnienia odpowiednio dobrych wtasno$ci numerycz-
nych algorytmu. Szybkos$¢ zbieznosci silnie zalezy od parametréw sterujacych.

Poszukiwanie z zakazami (TS) jest metoda powielajgca naturalny proces poszu-
kiwania rozwigzania wykonywany przez cztowieka. Podstawowa wersja TS rozpoczyna
dziatanie od pewnego rozwigzania poczatkowego a0 G X. Elementarny krok tej meto-
dy wykonuje, dla podanego rozwigzania xKk, przeszukiwanie catego sasiedztwa N {x k)
rozwigzania Xk w celu znalezienia xk+|I G Af(xk) z najmniejsza warto$cig funkcji ce-
lu K(x) lub wartoscig innej niekosztownie obliczanej funkcji oceny. Nastepnie proces
poszukiwania jest powtarzany od najlepszego znalezionego rozwigzania, dostarczajgc
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trajektorii poszukiwan a0, a:l, TS zwraca najlepsze rozwigzanie z trajektorii. Aby
zapobiec cyklicznemu powtarzaniu sie rozwigzan na trajektorii, zatrzymaniu w ekstre-
mum lokalnym, oraz aby prowadzi¢ trajektorie poszukiwan w obiecujgce obszary zbioru
rozwigzan, wprowadzono pamiec¢ historii poszukiwan. Wsrod wielu klas pamieci uzy-
wanych dla TS najczesciej wymieniana jest pamie¢ krétkoterminowa zwana listg za-
bronien. Lista ta przechowuje przez ograniczony czas najswiezsze rozwigzania z tra-
jektorii poszukiwan, wybrane atrybuty tych rozwigzan, przejscia (ruchy) prowadzace
do tych rozwigzan lub atrybuty ruchéw, traktujac je wszystkie jako forme zabronienia
dla ruchéw wykonywanych w przysztosci. Wykonanie ruchu posiadajgcego zabronione
atrybuty jest zabronione (odpowiednie rozwigzanie musi zosta¢ pominiete w poszuki-
waniach). Zabronienie to moze by¢ anulowane, jes$li funkcja aspiracji uzna ten ruch za
wystarczajaco korzystny. Poszukiwanie zatrzymuje sie, je$li zostata wykonana pewna
liczba iteracji bez poprawy wartosci funkcji celu, wykonano zatozong z géry catkowi-
tg liczbe iteracji, przekroczono czas obliczen, znaleziono rozwigzanie satysfakcjonujace
uzytkownika. Mozliwos$¢ znalezienia rozwigzania optymalnego (bez gwarancji znalezie-
nia go) zapewnia zachodzenie wiasnosci tacznosci dowodzonej dla oddzielnych proble-
moéw i sasiedztw. Wiasnos$¢ ta okresla warunki, przy ktérych dla dowolnego rozwigzania
poczatkowego X° istnieje trajektoria poszukiwan a0, a1, ..., Xr taka, ze xk+1 e J\f(xk),
prowadzgca do rozwigzania optymalnego xr — x*.

Poszukiwanie z pamiecig adaptacyjng (AMS) jest stosowane do okreslenia bar-
dziej zaawansowanych schematéw TS, ktére wychodzg poza zbidr sktadnikéw i narze-
dzi opisanych w rozdziale poprzednim. Zostato sprawdzone eksperymentalnie, ze proce-
sy poszukiwania powinny posiada¢ swoistg rownowage pomiedzy uszczeg6towieniem
(staranne przeszukiwanie niewielkich obszaréw zbioru X) arozproszeniem (przeszuki-
wanie rozproszonych obszaréw zbioru X). Tak wiec AMS wprowadza szerszy schemat,
dodajac bardziej wyrafinowane techniki pamieciowe (np. pamie¢ Srednio- i dtugoter-
minowa, pamiec¢ czestotliwosciowa, pamie¢ atrybutowa, haszowa lista zabronien), no-
we elementy strategiczne (np. strategia listy kandydatow, oscylacje strategiczne, Sciezki
przejsciowe) oraz zachowanie adaptacyjne z uczeniem (np. zabronienia reagujgce).

Poszukiwanie mrowkowe (AS) odwotuje sie do “inteligentnego” zachowania
kolonii “nieinteligentnych”, lecz wspdipracujgcych osobnikdw, majacej analogie do
spotecznosci mréwek. Poszukiwania sg rozproszone pomiedzy osobniki z bardzo pro-
stymi umiejetnosciami, ktére przypominaja w swych zachowaniach prawdziwe mréwki.
Metoda tajest inspirowana odkryciem znaczenia $ciezkiferomonowej w poszukiwaniu
przez mréwke najkrotszej sciezki prowadzgcej z mrowiska do zrédta pozywienia i z po-
wrotem. Podczas gdy izolowana mrowka porusza sie losowo, trafiajac na pozostawiong
na powierzchni gruntu $ciezke feromonowg, porusza sie wzdtuz tej $ciezki z prawdopo-
dobienstwem proporcjonalnym do intensywnosci sladu feromonowego. Kazda mrowka
w czasie ruchu znaczy Sciezke swoim wiasnym feromonem, zwiekszajac intensywnos$¢
Sladu. Réwnoczesnie feromon paruje ze Sciezek, aby zapobiec eksplozji procesu. Za-
ktadajgc pewne dopuszczalne $ciezki dla mrowek (zaleznie od rozwazanego problemu),
pewien model zachowania mréwki (mréwka ma pewng pamie¢ krétkoterminowg, mo-
ze uzywac¢ wzroku w ograniczonym zakresie, posiada czujnik $ladu ferromonowego),
poczatkowy rozktad mrowek na ograniczonym obszarze oraz poczatkowg intensywnos¢
Sciezek feromonowych, rozpoczyna sie proces symulacji aktywnosci kolonii mréwek z
dyskretnym czasem.
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Algorytm mrowkowy dla problemu optymalizacji dyskretnej traktuje rozwigza-
nie dopuszczalne problemu jako analogiczne do trasy mréwki od mrowiska do zrodta
pozywienia (dla niektdrych zagadnien takze z powrotem), za$s warto$¢ funkcji celu ja-
ko analogiczng do diugosci tej trasy. Kazda mréwka, przechodzac po trasie, generuje
pojedyncze rozwigzanie, przy czym mrowki przechodzgce po trasach krétszych szyb-
ciej osiagaja punkt docelowy. To z kolei implikuje czestsze krgzenie mréwek na trasach
najkrétszych, nasycajac te trasy intensywniej feromonem. Spotykane sa dwa odmienne
schematy symulaciji: (a) przejscie mrowek na trasie mrowisko-pozywienie odbywa sie w
jednym cyklu, zas mrowki sa “premiowane” iloscig ferromonu odwrotnie proporcjonal-
ng do ditugosci wykonanej trasy, (b) przejscie mréwek na trasie mrowisko-pozywienie
jest procesem dynamicznym, predkos¢ mrowki oraz ilo§¢ pozostawianego feromonu sa
state w czasie.

Poszukiwanie rozproszone (SS) operuje na zbiorze rozwigzan rozproszonych
zwanych rozwigzaniami referencyjnymi, na ktoéry sktadaja sie rozwigzania elitarne otrzy-
mane w dotychczasowym procesie obliczeniowym. SS generuje systematycznie nowe
rozwigzania jako liniowg kombinacje rozwigzan referencyjnych. W odréznieniu od de-
mokratycznego GS, metoda SS skupia sie na wyborze dobrych rozwigzan jako podsta-
wie do tworzenia nowych kombinacji oraz na odmiennych metodach ich kombinaciji,
bez utraty zdolnos$ci produkowania rozwigzan rozproszonych.

Poszukiwanie Sciezkowe (PS) generuje pewng liczbe trajektorii poszukiwan
zwanych $ciezkami poszukiwan z ustalonego rozwigzania poczatkowego. Kazda trajek-
toria a0, ..., Xk zawiera rozwigzania takie, ze xk+1 — minx6Ar(xit) F(x), gdzie Jf(xk)
jest sasiedztwem, za$ F(x) pewng funkcjg oceny, np. F(x) = K(x). Trajektoria jest
konczona, jesli dana apriori liczba ostatnio generowanych rozwigzan z tej trajektorii nie
poprawia najlepszego znanego rozwigzania. Po zakonczeniu nieperspektywicznej tra-
jektorii generowanajest nowa trajektoria, poczgwszy od wybranego (nieodwiedzonego)
rozwigzania wsrod rozwigzan lezacych na trajektoriach juz wygenerowanych.

Spetnienie ograniczen (CS) polega na zastgpieniu problemu optymalizacyjne-
go decyzyjnym problemem spetnialnosci, tzn. na znalezieniu rozwigzania X i wartosci
funkcji K(x) spetniajacego zmodyfikowany zestaw ograniczei. Metoda ta postuguje
sie zmiennymi decyzyjnymi V (np. (x,K (X)) w naszym przypadku), dziedzing V tych
zmiennych oraz ograniczeniami C natozonymi na dwie lub wigecej zmiennych z V. Pod-
stawowy krok tej metody polega na konstrukcji w uporzgdkowany sposéb rozwigzan
przez rozszerzanie metodg pierwszy w gtgb biezacego rozwigzania cze$ciowego. Kaz-
de takie rozszerzenie definiuje nowy problem CS posiadajgcy zmodyfikowane V i C.
Nowa posta¢ V jest otrzymywana przez propagacje ograniczen z C. Jezeli otrzymany
problem CS jest niezgodny (niespetnialny), poszukiwania sg wycofywane z tego stanu,
za$ proces jest kontynuowany z innego zgodnego stanu. Algorytmy CS réznig sie typem
i poziomem wymuszania zgodnos$ci, mechanizmami powrotéw ze stanéw niezgodnych
(np. skoki powrotne, powroty kierunkowo-zalezne, powroty dynamiczne) i heurystykami
wykorzystywanymi do tworzenia rozwigzan rozszerzonych. Metoda CS posiada pewne
podobienstwa do metod B&B i CB, zatem przejawia zarbwno pozytywne, jak i nega-
tywne cechy tych dwéch podejsé.

Zlepianie (chunking) (C) nie jest autonomiczng metodg poszukiwania rozwigza-
nia, lecz narzedziem wspierajgcym skutecznos$¢ innych metod szukania. Zlepianie ozna-
cza grupowanie podstawowych informacji w celu utworzenia zredukowanej liczby jed-
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nostek informacyjnych wyzszego poziomu. Jest uwazane za krytyczny aspekt ludzkiej
inteligencji. Cztowiek, ktéremu przychodzi rozwigzac¢ trudny problem, czesto rozpoczy-
na od zgrupowania wtasnosci postrzeganych jako pokrewne i przeniesienia ich w takiej
formie do procesu rozwigzywania. Daje to mozliwo$¢ organizacji danych oraz meto-
dy rozwigzywania w sposob hierarchiczny, pozwalajacy zdekomponowac¢ problem na
podproblemy i tak go rozwigza¢. Kiedy problem nie moze by¢ zdekomponowany lub
metoda dekompozyciji jest nieznana, powszechng strategig jest grupowanie atrybutow
rozwigzahn w celu redukcji wielkosci zbioru rozwigzan, co moze doprowadzi¢ do od-
krycia i wykorzystania zalezno$ci wyzszego poziomu. Formy agregatéw sg specyficzne
dla kazdego rozwigzywanego problemu, moga by¢ predefiniowane przez cztowieka lub
wykryte w czasie procesu poszukiwan.

Podejscie geometryczne (GES) odwotuje sie do geometrycznej interpretacji roz-
wigzania i pewnych ogdlnych twierdzen z probabilistyki i algebry. Powszechnie stoso-
wany jest nastepujgcy schemat postepowania: (1) znajdz oczywiste rozwigzanie X nieko-
niecznie dopuszczalne, (2) zaburz rozwigzanie x losowo, otrzymujac x', (3) transformuj
X' narozwigzanie dopuszczalne x" E X, uzywajac specjalnego rozszerzajgcego podej-
Scia. Chociaz GES dostarcza algorytmow o stabej ocenie eksperymentalnej, to pozwala
na przeprowadzenie teoretycznej oceny jakosci rozwigzan.

Poszukiwanie stadne (swarm intelligence) (SI) wykorzystuje skupiony zbior
rozwigzan W (stado) do przeszukiwania przestrzeni X. Kazdy osobnik stada porusza
sie po trajektorii w X wyznaczonej przy uwzglednieniu aktualnego potozenia najbliz-
szych mu osobnikéw stada oraz przewodnika.

Sieci neuronowe (NN) sa problemowo zorientowane, cho¢ ich zastosowanie do
rozwigzywania probleméw dyskretnych jest wcigz niedostateczne. Wiekszo$¢ algoryt-
moéw neuronowych uzywa deterministycznego, analogowego modelu sieci Hopfielda i
Tanka. Poszczegélne sktadowe rozwigzania majg swoje analogie do napie¢ w sieci, ogra-
niczenia sgprzektadane nainterakcje neurondéw, zas funkcja celu ma analogie do energii
sieci. Do minimalizacji wykorzystuje sie wtasnos¢ sieci polegajgca na samorzutnym
zbieganiu od pewnego stanu poczatkowego do stanu minimalnego energetycznie. Sie-
ci te sg czesto krytykowane za braki, takie jak przedwczesna zbieznos$¢, problemy ze
skalowaniem, niemozno$¢ wyznaczenia nawet rozwigzania dopuszczalnego.

Metody rownolegte. Szereg z wymienionych podej$¢ mozna zaadaptowac do
prowadzenia poszukiwan przy wykorzystaniu réwnolegtych srodowisk obliczeniowych,
np. rownolegte warianty SA, SJ, GA, TS, AMS. W wielu przypadkach taka implementa-
cjajest catkiem nietrywialna. Oprécz naturalnego skrécenia czasu przebiegu algorytmu,
obserwowany jest fenomen ponadliniowego przysSpieszenia obliczen.

5. Podsumowanie

Przeglad nie wyczerpuje catkowicie potencjalnych kierunkéw rozwoju (pomi-
nieto m.in. algorytmy kulturowe, muzyczne, hybrydowe) oraz wszystkich modyfikacji
wprowadzanych do istniejgcych podej$é. Jakos¢ metod tgczy sie z krajobrazem prze-
strzeni rozwigzah, szorstkoscig powierzchni, duza doling, rozktadem rozwigzan w X,
rownowaga w rozpraszaniu i skupianiu poszukiwan. W chwili obecnej za najbardziej
obiecujace uwaza sie: SA, SJ, GA, MS - dla problemdéw bez zadnych wtasnos$ci szcze-
go6inych (przy czym SA, SJ dla probleméw o wysokim koszcie oceny pojedynczego
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rozwigzania) oraz TS, AMS - dla probleméw posiadajacych wtasnos$ci szczegélne. Dla
probleméw o duzym rozmiarze polecane sg metody rownolegte, mozliwe do implemen-
tacji juz na sprzecie osobistym.
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Abstract

There is presented the review of solution methods for discrete optimization pro-
blems. Special attention has been paid to new, promising approaches leading to con-
struction of approximate algorithms.



