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SIEC NEURONOWA TYPU FEED FORWARD BACK PROPAGATION JAKO
NARZEDZIEDO SELEKCIJIIINTEGRACIJICECH SYGNALOW POMIAROWYCH

Streszczenie. Celem przedstawionych badan byta ocena sieci neuronowej typu Feed
Forward Back Propagation (FFBP) jako narzedzia do selekcji i integracji cech sygnatéow
pomiarowych w uktadach identyfikacji stanu ostrza skrawajagcego. Prace skoncentrowano
na testach metod okre$lania liczby komoérek w warstwie ukrytej i metodzie selekcji cech
wejésciowych do sieci. Jako dane wykorzystano predkosci drgan rejestrowane podczas

toczenia narzedziem o r6znym zuzyciu i z réznymi parametrami skrawania.

FEED FORWARD BACK PROPAGATION NEURALNETWORK AS A TOOLFOR
M EASURING SIGNAL FEATURE SELECTION AND INTEGRATION

Summary. The main goal of the research presented in this paper was to assess the
Feed Forward Back Propagation Neural Network as a core of the signal processing
procedure in tool wear monitoring systems. The work was focused on testing methods
allowing network structure determination and input feature selection. The results are
presented while designing a tool wear monitoring system basing on vibration

measurement during turning with varying cutting parameters.

HEfITPOHHAfICETb FEED FORWARD BACK PROPAGATION KAK OPYIJjME K
OTBOPY M HTErPAUHM M3MEPMTEI~bHbIX CM ITIAJIO B

Pp.biomp. Ljenb HauiHx HccnegoBaHMtt sto ouemca HetTrpoHHOfl cera Tuna Feed
Forward Back Propagation Kaic opyaus k OTOopy u wrrerpauMH M3MepnTe.TLHi.ix
CHNntaJtOB b cwcTeMe ouetibi cocTajtunn peacymero MHcrpyMeHTa. PaGoTbi
cocpeaoroHeHbi Ha Tecrax mptoji onpeaeneHHs Ka.iH'ieciBa xaMopoK b cxpbixoM
cjioe M MeTone orGopa BxottHbix tepT k cera. M3MepnTeJbHbiMn cnruanaMM G lijih
KOlieGaHHH cTaHKa BOBpeMwa TOMenna ¢ pa3JiHHHbiIMH napaMeTpaMM pe3aHHa.

1. WPROWADZENIE

Analizujagc przyktady aplikacji sieci typu Feed Forward Back Propagation (FFBP),
wydawacé sie moze, ze zastosowanie tej sieci w celu rozwigzania odpowiednio zdefiniowanego

zadania nie nastrecza zbyt wiele trudnosci. Jakkolwiek juz pobiezna analiza algorytmu
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treningu sieci FFBP [4] wskazuje na stosunkowo duzg liczbe parametrow, ktédre nalezy
okresli¢c przed rozpoczeciem treningu. Przede wszystkim nalezy okres$lic liczbe komdérek w
warstwie ukrytej. Nastepnie, problematyczny jest wybo6r warto$ci wspétczynnika uczenia r|
majacego istotny wptyw na szybko$¢ treningu sieci FFBP Z punktu widzenia uzytkownika
istotne jest takze, jak przygotowac zbiér trenujacy sieci. W tym przypadku konieczne jest
okres$lenie struktury warstwy wejsciowej i wyjsciowej, tzn. konieczny jest dobdr liczby
kom 6rek w tych warstwach.

Generalnie zaznacza sie, ze przy braku podstaw matematycznych uzytkownik jest zwykle
skazany na eksperymentowanie z réznymi kombinacjami parametréw sieci oraz na
konieczno$¢ "wyobrazenia sobie" podstawowych mechanizmdéw dziatania sieci. Niemniej
jednak podejmowane sa réwniez préby analitycznego rozwigzywania niektérych z wyzej
zasygnalizowanych problemoéw. Zagadnienie wyboru lub budowy metod konstruowania sieci

typu Feed Forward Back Propagation stanowi zasadniczy przedm iot niniejszego artykutu.

2. SIEC NEURONOWA TYPU FEED FORWARD BACK PROPAGATION

M ajac na uwadze szereg publikacji traktujgcych o sieci FFBP np. [3, 4, 10], w niniejszej
czesci skoncentrowano sie jedynie na wybranych zagadnieniach zwigzanych z
konstruowaniem tej sieci. W pierwszym kroku przedstawiono rozszerzone ré6wnanie opisujace
zmiany wag podczas treningu sieci (1), polegajacego na minim alizacji btedu E p na podstawie
metody najwiekszego spadku na powierzchni btedu w przestrzeni wag. W kazdym kroku
treningu obliczany jest gradient VE£.p[vr ), a nastepnie wyznaczany jest nowy wektor wag
W k+1 poprzez przesuniecie wzdiuz Kkierunku ujemnego gradientu w wielowymiarowej
przestrzeni wag.

1w
wm =W*“— [-WE~AW ™ +aAW*-’ oraz Ep= -0 1)
nm\ 2 F
gdzie :
rl -wspéiczynnik uczenia, 0j -wartos$¢j-tego wyjscia z sieci,
liczba kom érek w warstwie m-1; a -wspolzynnik momentum;
W -wektorwag i wartosci progowych; k -indeks kroku obliczen;
dj -wartos¢ oczekiwana naj-tym wyjsciu z N - liczba komérek w warstwie wyjSciowej.

sieci;

Poréwnujac wzér (1) z podstawowa zaleznoécig okreslajagca zmiany wag sieci FFBP
podang w [4], zauwazy¢ mozna dwie zasadnicze modyfikacje. W pierwszym przypadku
wykorzystano dostosowanie wartosci T| do struktury sieci [5]. Praktycznie, przed
rozpoczeciem treningu arbitralnie ustala sie warto$¢ rj, a nastepnie przyporzagdkowuje sie
kazdej warstwie sieci wspoétczynnik uczenia bedgacy ilorazem przyjetego tj i liczby komdérek w
warstwie nizszej w stosunku do warstwy rozpatrywanej. W dalszej cze$ci artykutu podawane
sg wartosci rjf odpowiadajgce najmniejszej wartoéci wspétczynnika uczenia wyznaczonego dla
rozpatrywanej sieci.

Oprécz rif ,we wzorze (1) wystepuje r6wniez sktadnik okre$lajacy wptyw zmian wag sieci
w poprzednich krokach treningu na zmiany biezgce - tzw. metoda momentum. Stosowanie
metody momentum ma na celu ztagodzenie ewentualnych oscylacji btedu treningu sieci oraz

przyspieszenie treningu.
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Do okreslenia liczby kom érek sieci wykorzystano tzw. algorytm GDR-des [1, 2, 6] oraz
metode pruningu kom 6rek sieci [5] zmodyfikowang w [6, 9], W przypadku algorytmu GDR-
des trening sieci rozpoczyna sie z tylko jedng kom 6rkg w warstwie ukrytej. Po stwierdzeniu
stabilizacji btedu treningu, tzn. w momencie, gdy kontynuacja treningu nie powoduje zmian
btedu, do warstwy ukrytej wprowadzana jest druga komoérka i rozpoczyna sie kolejna faza
treningu. Nalezy zaznaczyé¢, ze w tej fazie trenowane sg jedynie wagi nowo wprowadzonej
kom 6rki, a wagi pierwszej komérki uznawane sg za ustalone, niezmienne w dalszej czesci
treningu. Proces wprowadzania komoérek kontynuowany jest do spetnienia zatozonego
kryterium btedu treningu sieci lub do osiggniecia fazy, w ktérej wprowadzanie kolejnych
kom érek nie powoduje zasadniczych zmian btedu treningu sieci.

Druga z zastosowanych metod opiera sie na przeprowadzanym po treningu sieci wyborze
kom oérek w warstwie ukrytej, ktérych wyjscia zachowuja w przyblizeniu state wartosci dla
wszystkich wektoréw zbioru trenujacego lub komérek, ktérych wyjécia przyjmuja analogiczne
wartoéci do wyjscia z innych komoérek w warstwie ukrytej, tzn. "nasladuja” inne kom 6rki w tej
warstwie. Zaktada sie, ze wybrane kom érki moga by¢ odrzucone, co odpowiada okresleniu
koniecznej, z punktu widzenia rozwigzywanego zadania, liczby kom érek w warstwie ukrytej
[6]

Do selekcji wejs¢ do sieci zastosowano metode pruningu wag [6, 7, 8], Proponowany
algorytm pruningu wag realizowany jest krokowo W kazdym kroku kolejno testowane sag
wszystkie wagitaczagce kom orki wejsciowe z komdrkami ukrytymi. Test danej wagi polega na
odrzuceniu tej wagi (nadaniu jej wartosci zerowej) i wyznaczeniu btedéw Ec (2) oraz EN (3).
Dany krok pruningu korniczy si¢e odrzuceniem wagi, dla ktérej btad Ec ma najmniejszg wartos$¢
oraz E” jest mniejsze od wielkoéci prw nazywanej parametrem pruningu wag. Pruning wag
uznaje sie za zakonnczony, gdy nie jest mozliwy wybdér wagi, ktérej odrzucenie pozwalatoby
na spetnienie kryterium E(j< prw

Ostatnim etapem selekcji jest wyznaczenie istotnoéci poszczegdlnych wejsé. Istotnosc
danego wejscia wyraza sie stosunkiem liczby aktywnych wag do poczatkowej liczby wag. W
tym przypadku przyjeto proste kryterium wyboru odrzucanych wejs¢ do sieci :jezeli istotnos$¢

danego wejsciajest mniejsza niz 0.5 (tj. 50%), to wejScie to moze by¢ odrzucone.

Ek =max|anj*<//-0/)) dla j=1..P i i=I.N (3)
gdzie : P - liczba wektoréw trenujacych.

Sprawnos$¢ klasyfikacji dokonywanej przez sie¢ FFBP moze by¢é oceniana na podstawie
dwoch kryteribw. Pierwsze z zastosowanych kryteriow (Kr. I) opiera sie na klasycznej ocenie
wyjs¢ wzgledem wartos$ci 0.5, tzn. dane wyjscie jest aktywne, jezeli warto$s¢ wyjscia jest
wieksza od 0.5. Nastepnie, w celu okreslenia poprawnosci klasyfikacji, poréwnuje sie biezgcy
stan (aktywny - nieaktywny) komoérek w warstwie wyjSciowej ze stanem oczekiwanym na
wyjésciu. W drugim przypadku stan aktywny przyporzadkowuje sie kom érce, ktérej wyjscie
ma najwiekszg warto$é, natomiast pozostate kom 6rki traktuje sie jako nieaktywne (Kr. II).
Ostatecznie sprawnos$¢ sieci wyraza sie stosunkiem liczby poprawnie sklasyfikowanych

wektoréw zbioru testujgcego do catkowitej liczby wektoréw tego zbioru.
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3. BADANIA EKSPERYMENTALNE

Proby zastosowania sieci FFBP do identyfikacji zuzycia VBb dla przypadku obrébki ze
zmiennymi parametrami skrawania oparto na zestawie pomiaréw przedstawionym na rys. 1
Kazdy pomiar realizowano w dwoéch krokach. Podczas pomiaréw rejestrowano predkosci
drgan w wybranych punktach obrabiarki (rys. 1), a nastepnie, bezposrednio po rejestracji
dokonywano pomiaru zuzycia gtéwnej powierzchni przytozenia VBg. Pomiary
przeprowadzono z parametrycznie zmiennym zuzyciem powierzchni przytozenia ostrza
skrawajgcego, tj. skrawano wyselekcjonowanymi plytkami o zadanym zuzyciu : VBg=0.0
mm; VBb=0.4 mm iVBb=0.8 mm.

v p g VB, nu* narzedziony
(m/min] [mm/obr] [mm] [mm] U
opnmka
narzedziowe

150 0.1; 02 10; 20
120 0.1;02 10,20 0.0;04;0.8;
0 01,02 10,20 cnifid

pfzyapivezert

material obrab. 30HN3A, materiat ostrza S10S |

Rys. 1. Zestawienie przeprowadzonych préb
skrawaniowych oraz zastosowana konfiguracja
czujnikéw przyspieszen
Fig. 1. Measurement Schedule and acceleration

sensor configuration

0.9

- Rys. 2. Wptyw predkosci skrawania i zuzycia
£ 0.7-K VBg nawarto$¢ sktadowej widm a o

1 M czestotliwos$ci f=7200 Hz, punkt pomiarowy -

Szn > 1 mm/obr.; g=1 mm
Fig. 2. Influence of the cutting speed and tool
wear VB on the magnitude ofspectrum
component f=7200 Hz, measuring point S,

VB!
b [mm] p=0.1mm/rev.; g=1 mm

Zasadnicza czeé¢ analiz sygnatu pomiarowego sprowadzata sie do wskazania pasma
czestotliwoéci, w ktéorym skitadowe widma predkosci drgan wykazywaly najwiekszg
wspoétzmiennoé¢é ze zuzyciem VBb. Wykazano, iz w kazdym 2z punktéw pomiarowych
wyrézni¢ mozna jedng te sama sktadowg widma o czestotliwosci f=7200 Hz, ktérej wartos¢
(W J wraz ze wzrostem zuzycia VBb wykazuje najwieksze przyrosty wzgledne.

W kolejnym kroku przeprowadzono ocene wplywu parametrow skrawania. Wykazano, ze
parametry skrawania moga mie¢ analogiczny wptyw na W sw jak zuzycie VBb ostrza

skrawajacego (rys. 2). Zatozono w tym przypadku, iz sie¢ FFBP jest w stanie poprawnie
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rozréznia¢é wzrost zuzycia od zmian parametrow skrawania, a tym samym umozliwiac

identyfikacje 3 poziom éw zuzycia.

4. KLASYFIKACIJAPOZIOMOW ZUZYCIA Z WYKORZYSTANIEM SEECIFFBP

Zestaw pomiaréw przedstawionych na rys. 1 skiadat sie z pomiaréw przeprowadzonych
dla 12 kom binacji parametréw skrawania i 3 wartos$ci zuzycia VBb, co pozwolito na budowe
zbioru 36 wektoréw trenujacych. Zbiér testujacy zawierat rowniez 36 wektoréw wejsciowych
wyznaczonych na podstawie dodatkowo przeprowadzonych pomiaréw (te same parametry
obrébki i warto$ci zuzycia) lub zbiory danych uzyskane poprzez powtdérng dyskretyzacje
sygnatbw pomiarowych. Utworzenie zbioréw trenujgcych i testujgcych oparto na koncepcji
wieloczujnikowego uktadu pomiarowego (Sensor Integration Approach). Zatozono, iz kazdy
czujnik reprezentowany bedzie przezjedng ceche odpowiadajgcego mu sygnatu pomiarowego
-wartos$¢ sktadowej widma o czestotliwos$ci 1=7200 Hz. Oprécz cech sygnatéw pomiarowych,
wejscia do sieci FFBP stanowily takze predkos$¢ skrawania, posuw i gteboko$¢ skrawania
(tablica 1). Na wyjsciu z sieci obserwowano 3 poziomy zuzycia, tj. w kazdej z testowanych
sieci zastosowano 3 komdrki wyjSciowe, ktdrym przyporzagdkowano wartoéci zuzycia
VBg=0.0 mm, VBg=0.4 mm i VBb=0.8 mm.

Tablica 1

Reprezentacja elementow wektoréw wejSciowych oraz reprezentacja wyjs¢ z sieci FFBP

elementy wektora wejsciowego

1 2 3 4 5 6 7

sm s* v P g

wyjscia z sieci FFBP
1 2 3

VBrsOOmm VBb=0.4 mm VBr=0.8 mm

Wyniki pierwszych testéw sieci FFBP przedstawiono w tablicy 2. Pierwszy etap
konstruowania sprowadzat sie do treningu sieci o arbitralnie dobranej strukturze. Zaktadano,
Ze przyjeta na tym etapie struktura jest strukturg znacznie "przewymiarowang" w sensie liczby
komérek warstwy ukrytej jak i liczby wej$¢ do sieci. Stad tez w pierwszym kroku
dokonywano pruningu komérek warstwy ukrytej, dazagc do wstepnego okreélenia wymaganej
do rozwigzania danego zadania struktury sieci (Etap 2). Kolejny etap stanowit prébe
odrzucenia wybranych wej$¢ do sieci - selekcje cech wejsciowych (rys. 3). W przypadku
stwierdzenia mozliwoéci odrzucenia niektérych wejs¢ odpowiednio zmniejszano liczbe
kom o6rek warstwy wejsciowej i ponownie arbitralnie ustalano liczbe kom 6rek warstwy ukrytej.
Ostateczng strukture sieci otrzymywano po dokonaniu kolejnego pruningu kom érek warstwy
ukrytej (Etap 4). W tablicy przedstawiono takze strukture i sprawnosci sieci trenowanej z
wykorzystaniem algorytmu GDR-des.

Przedstawione w tablicy 2 préby zastosowania sieci FFBP do identyfikacji zuzycia VB

sprowadzaty sie do treningu, a nastepnie wyznaczenia sprawnos$ci z wykorzystaniem
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wektoréw wejsciowych utworzonych dla analogicznych kombinacji parametréow skrawania. Z
punktu widzenia hipotetycznego uktadu nadzorowania zuzycia VB odpowiada to
przypadkowi treningu i przede wszystkim zastosowania sieci jedynie dla wybranych wartosci
tych parametrow. Celem kolejnych testéow byto okres$lenie sprawnos$ci sieci w przypadku
zastosowania zbioru testujgcego utworzonego dla ré6znych w stosunku do zbioru trenujacego
parametrow skrawania.

Tablica 2
Wstepne testy sieci Feed Forward Back Propagation, liczba wektoréw

trenujacych/testujacych : 36/36, iif=0.2

i sprawnos¢
opis StrLfkt':‘ra reprezentacja elementéw wektora wejsciowego sieci
sieci
Kr.l Kr.N
GDR-des 7-11-3 94.4% 97.2%
Etap 1 7-20-3 M M 944% 95 8%
Etap 2
lid¢ popﬁmngu 7-11-3 Sxn  Syn Szn Sri v p g 94.4% 96 3%
komorek
GDR-des 6-10-3 94.4%  97.2%
Etap 3
Sieépopruningu 0203 96.3% 97.2%
wag
Etap *
aiec po pruningu 118 Sim  Syn  Szn Sri v p g 972%  99.1%
komérek
100.00%
90.00*
- "
80.00% 7070*  a2D0% 7950% ;4 g«
:a 70.00%
f 60.00*
S0.00*
39.80%
B 40.00*
& 30.10%
30.00*
20.00*
10 00* S
0.00* 1
Sxn Syn Szn Sri \ p g

Rys. 3. Istotnos$ci poszczegdlnych wejsé¢ do sieci wyznaczone podczas testéw przedstawionych
w tablicy 2 (Etap 3)

Fig. 3. Input feature importance estimated for the tests shown in table 2 (Etap 3)

Pomiary wykorzystane do testéw sieci (rys. 1) obejmowaty przypadki obrébki z 3
predkosciami skrawania. W kolejnych testach zdecydowano sie¢ pomingé w zbiorach
trenujacych dane odnoszace sie do wybranej predkosci skrawania i wykorzystywac¢ je jedynie
jako dane testujace. Ze wzgledu na pominiecie danych odpowiadajacych wybranej predkosci
skrawania w opisywanych ponizej testach wykorzystywano 24 wektory trenujace i 48

wektoréw testujacych.
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Tablica 3
Testy sieci Feed Forward Back Propagation przeprowadzone z pominigciem w fazie
treningu danych odpowiadajgcych predkosci skrawania v=120 m/min; liczba wektoréw

trenujacych/testujacych :24/48, iif=0.2

sprawnos¢
opis St"U_ktL_“'a reprezentacji elementéw wektora wejsciowego sieci
siecl
GDR-des 7-113 89.5% 93.5%
Etap 1 7-20-3 89.1%  96.2%
Etap 2 .
fiot po pﬂnhgu 7-16-3 Sxn Syn Szn Sz v p 9 90.8%  96.7%
koma
GOR-des
_Eap 3 5-20-3 M | | |
*i*¢ po pnjningu
_Etap4 5163
Siec po pruningu Sxn  Syn Szn Sb \ p g
komérek
*)
m 100.00*
*5.00% »5.00%
90 00%
90.00%
»3.00%
»5.00% <« 00%
60.00% 7500%
70.00%
75,00%
«5,00%
70.00% »0.00%
5-19-3 5-19-3 5-13-3 5-£J n Sei Qxn, S*n

Rys. 4. Wyniki testow sieci FFBP o r6znej liczbie komérek w warstwie ukrytej (a) oraz testy
z ré6znymi konfiguracjami danych wejsciowych (b)
Fig. 4. Results of FFBP tests conducted with networks contained différent numbers ofnodes

in the hidden layer (a) and différent input feature configurations (b)

Wyniki testéw sieci FFBP przeprowadzonych z pominigciem w fazie treningu danych
odpowiadajgcych predkoéci skrawania v=120 m/min przedstawiono w tablicy 3. Analizujac te
wyniki, dyskusyjna wydaje si¢ ostateczna struktura sieci FFBP, a konkretnie stosunkowo duza
liczba komérek w warstwie ukrytej. W celu okres$lenia wptywu struktury sieci na sprawnos$¢
klasyfikacji przeprowadzono dodatkowe testy sieci o réznej liczbie komoérek w warstwie
ukrytej (rys. 4a). Nalezy zaznaczyé¢, ze na rys. 4a, sie¢ 5-13-3 trenowano z wykorzystaniem
algorytmu GDR-des (tablica 3). Jak mozna zauwazy¢, dla liczby komérek w warstwie ukrytej
wahajacej sie pomiedzy 18 (pruning komoérek) i 13 (algorytm GDR-des) uzyskiwano
sprawnos$ci powyzej 90% (Kr. U). Dalsze zmniejszanie liczby komérek prowadzito jednak do
znacznego obnizenia sprawno$ci sieci FFBP. Stad tez przyjmuje sige, ze zastosowane metody

stuzy¢ moga do okres$lenia zakresu wymaganej w celu zapewnienia relatywnie wysokiej
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sprawnos$ci liczby komodérek. Jakkolwiek ponownie zaznaczy¢ nalezy, iz pruning komoérek
pozwala na uzyskanie najwyzszych sprawnosci klasyfikacji.

Na rys. 4.b przedstawiono réwniez testy sieci z r6znymi konfiguracjami cech sygnatéw
pomiarowych. Analizujagc uzyskane sprawnos$ci w $wietle istotnosci poszczegdlnych cech
przedstawionych na rys. 3, zauwaza sie, iz konfiguracje cech rézne od tej wskazanej przez sie¢
dawaty nizsze sprawnoséci. Szczegodlnie fakt ten uwidacznia sie w przypadku, gdy pomijane

byty informacje z czujnika S’]

5 PODSUMOWANIE

Podsumowujac, stwierdzi¢é mozna, ze przedstawione testy jednoznacznie potwierdzaja
celowos$¢ zastosowania sieci FFBP jako narzedzia do identyfikacji 3 poziomoéw zuzycia VBg
dla przypadku obrébki ze zmiennymi parametrami skrawania. Wydaje sie, ze tak zdefiniowane
zadanie nie stanowito zbytniego "problemu" dla sieci FFBP. Podkre$lenia wymaga réwniez, ze
zastosowane metody okres$lania struktury sieci oraz selekcji wejs¢ do sieci umozliwiaty
zredukowanie ilosci komoérek w warstwie ukrytej i warstwie wejsciowej bez istotnego
obnizenia sprawnos$ci sieci. Pozwala to na wstepne potwierdzenie poprawnoséci zdefiniowania

tych metod, a tym samym potwierdzenie ich przydatnos$ci do konstruowania sieci FFBP.
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