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ZASTOSOWANIE SIECI NEURONOWEJ DO ROZPOZNAWANIA
STRUKTURY ZELIWA SFEROIDALNEGO UZYWANEGO NA WALKI
ROZRZADU

Streszczenie. W pracy opisano przyktady zastosowania sieci neuronowych do rozpoznawania
struktury zeliwa sferoidalnego. Rozpoznawano prébki na podstawie siedemnastu parametrow
geometrycznych wtracen grafitu. Przedstawiono wyniki otrzymane w trzech typach sieci
neuronowych réznigcych sie liczbg warstw ukrytych.

USE OF NEURAL NETWORKS AS A TOOL FOR STRUCTURE
DETECTION OF SPHEROIDAL GRAPHITE CAST IRON

Summary. Article describes an example of use neural network for structure detection of
spheroidal graphite cast iron on the basis of 17 parameters of the structure. Three different types
of network have been used. For different types different times of learning and different values of
errors have been obtained.

1. WPROWADZENIE

Sztuczne sieci neuronowe (SSN) sg obecnie wykorzystywane do znajdowania rozwigzan wielu
probleméw badawczych [1,2,3,4], Sieci te skladajg sie z polgczonych wzajemnymi relacjami
sztucznych neuronow. Sztuczne neurony sg uproszczonymi modelami komoérek nerwowych
wystepujacych w przyrodzie []]. Stanowig one jednostki przetwarzajace informacje. Wyrézniamy
w nich szereg sygnatow wejsciowych X oraz jeden sygnat wyjsciowy y, ktéry najczesciej jest
sygnatem wejsciowym dla innych neuronéw. Poszczeg6lne sygnaly wejsciowe nie muszg miec
jednakowego wptywu na sygnat wyjsciowy. Wptyw ten okreslany jest za pomocg wspotczynnika
zwanego waga (rys. 1).

Kazdemu sygnatowi wejSciowemu X jest przyporzadkowana indywidualna waga w,. Jezeli
warto$¢ bezwzgledna wagi jest wieksza od 1, to mamy do czynienia ze wzmocnionym wptywem
danego sygnatu wejSciowego na wyjsciowy. Jesli warto$¢ ta jest mniejsza od 1, to wystepuje
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Hthumienie” ww. wptywu. Wspotczynnik wagi moze przyjmowaé wartosci dodatnie lub ujemne. W
przypadku ujemnej wartosci wagi wejscie takie nazywa sie ,hamujagcym” [2], Po uwzglednieniu
wag sygnaty wejsciowe sg sumowane dajac sygnat zwany fgcznym pobudzeniem neuronu e [1],
Moze by¢ ono traktowane jako sygnat wyjsciowy (neurony liniowe) lub podlega¢ dalszej obrébce
wewnatrz neuronu. Sposob tej obrobki okres$la charakterystyke neuronu, czyli zalezno$¢ sygnatu
wyjsciowego od tacznego pobudzenia. Charakterystyka neuronu nosi réwniez nazwe funkcji

przejscia.

Rys. 1 Schemat komorki neuronowej (neuron liniowy)
Fig. 1 Scheme of neural celi (linear celi)

Najprostsze w budowie sa neurony liniowe (rys. 1), dla ktérych obowigzuje zalezno$¢

V= . Majg one jednak najskromniejsze mozliwosci. Neuron nieliniowy przetwarza

informacje wejsciowe wedlug zaleznosci y = <p(e), gdzie e — x, m Sieci zbudowane z
neuronéw o nieliniowej funkcji przejScia moga rozwigzywac¢ zdecydowanie szerszg klase
probleméw [1], Do budowy sieci czesto uzywane s3g neurony o charakterystyce

1

sigmoidalnej -V . Schemat neuronu nieliniowego przedstawiono na rys.

Rys. 2. Schemat neuronu nieliniowego
Fig. 2. Scheme of non-linear neural celi
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W literaturze opisano wiele przyktadéw wykorzystania sztucznych sieci neuronowych w
systemach wnioskowania o wiasciwosciach badanych obiektéw [1,2,3], Nalezy podkresli¢, ze
zastosowanie SSN w takim systemie moze zaowocowa¢ znaczng obiektywizacja i automatyzacjg
proces6w wnioskowania i diagnozowania. W ramach niniejszej pracy przedstawiono
zastosowanie SSN do budowy systemu rozpoznawania struktury zeliwa sferoidalnego
stosowanego na samochodowe walki rozrzadu.

2. SIEC NEURONOWA W SYSTEMIE PRZETWARZANIA DANYCH

Sztuczne sieci neuronowe umozliwiajg zapis skomplikowanych zwigzkéw pomiedzy
zmiennymi obiektu, ktorym moze by¢ np. odlew z zeliwa sferoidalnego. Zastosowano SSN do
rozpoznawania struktury zeliwa sferoidalnego stosowanego na samochodowe watki rozrzadu.

Podstawowe zadania w procesie projektowania sztucznej sieci neuronowej, to [2]:

=> okreslenie struktury sieci,

=>okres$lenie modeli neuronéw,

=>wlasciwy dobor danych wejsciowych i wyjsciowych,

=>dob6r metody uczenia sieci,

=>dobor parametréw uczenia sieci.

W praktyce sg najczesciej stosowane wielowarstwowe sztuczne sieci neuronowe, ktére oprécz
warstwy wejsciowej i wyjsciowej posiadaja réwniez warstwy ukryte. Schemat takiej SSN
przedstawiono na rysunku 3.

Warstwy
***  ykryte

Warstwa
wyjsciowa

YN  Sygnaty wyjsciowe  Yi
Rys. 3. Schemat wielowarstwowej sztucznej sieci neuronowej

Fig. 3. Scheme of multi-layer artificial neural network

1lo$¢ neuronéw w warstwach i sposéb potgczen pomiedzy warstwami okre$lajg strukture sieci.
Szczeg6lnie wazny jest odpowiedni dobér warstw ukrytych - to gtownie one biorg udziat w
rozwigzywaniu postawionego przed SSN zadania. Zastosowano najprostsze w budowie sieci o
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strukturze potaczer typu ,kazdy z kazdym”. Takie postepowanie prowadzi do zwigkszenia
rozmiaréw sieci, ale upraszcza proces technicznej jej realizacji [1], W procesie uczenia sieci
pofaczenia ,,nadmiarowe” moga byc¢ logicznie przerwane poprzez ustawienie wspotczynnika wagi
W = 0. Wielkos$¢ sieci mozna dobra¢ jedynie eksperymentalnie, stosujagc wzajemnie sprzeczne
kryteria minimalizacji czasu uczenia i minimalizacji btedu popetnianego przez sie¢. Nalezy
zauwazy¢, ze sie¢ o zbyt matej liczbie neurondéw nie bedzie w stanie rozwigza¢ postawionego
przed nig zadania, natomiast zbyt duze rozmiary sieci zle wptywajg na wyniki procesu uczenia.
Wprawdzie taka sie¢ uczy sie szybko, lecz wiedza w niej zgromadzona nie ma charakteru
uniwersalnego. Wyniki sg poprawne tylko dla danych wystepujacych w procesie uczenia. W
literaturze taki efekt jest nazywany ,,uczeniem sie na pamiec¢” [1,2],

Model neuronéw tworzacych sie¢ ma rowniez wptyw na uzyskiwanie wyniki. Charakterystyka
neuronu musi by¢é funkcja ciagty i rézniczkowalng, co umozliwia przeprowadzenie procesu

uczenia sieci wielowarstwowych. Czesto stosowana jest funkcja sigmoidy y N+ CXph

Sie¢ neuronowa jest najczesciej jednym z modutdw sktadowych wiekszego systemu
przetwarzania danych. Do poprawnej pracy sieci wymagane sg dodatkowe bloki funkcjonalne -
szczego6lnie na etapie nauki. Przykfad systemu przetwarzania danych przedstawiono na rys. 4.

Etap nauki

Rys. 4. System przetwarzania danych wykorzystujacy sie¢ neuronowa
Fig. 4. System of data processing with the aid of neural network

Dane eksperymentalne pogrupowane w tablice sg wykorzystywane do uczenia oraz
egzaminowania sieci. W procesie uczenia SSN czesto wykorzystany jest algorytm wstecznej
propagacji btedu (backpropagation). W trakcie uczenia nastepuje stopniowa modyfikacja
wspotczynnikow wagowych na wejsciach neuronow, ktére poczatkowo sg przydzielane losowo w
przedziale (-0,1 .. 0,1) z wylgczeniem wartoSci zero. Podkreslic nalezy, ze odpowiednio
zmodyfikowane w procesie uczenia wspo6tczynniki wag stanowig baze ,,wiedzy” sieci neuronowej.
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Parametry procesu uczenia nalezy odpowiednio dobra¢ tak, aby uzyskaé jak najwiekszg jego
efektywnos$¢. Podstawg oceny stopnia wyszkolenia sieci mogg by¢ okresowo przeprowadzane
egzaminy na ciggach danych nie wystepujagcych w procesie uczenia Innym sposobem jest
$ledzenie btedéw popetnianych przez sie¢. Spadek $redniego btedu ponizej przyjetego kryterium
moze réwniez determinowac zakonczenie procesu uczenia sieci.

3. ROZPOZNAWANIE STRUKTURY ZA POMOCA SIECI NEURONOWYCH

W ramach niniejszej pracy wykonano oraz przetestowano sieci neuronowe o réznej budowie i
wielkosci. Obiektem do rozpoznania dla SSN byly zdjecia metalograficzne zgtadéw nietrawionych
probek z zeliwa sferoidalnego stosowanego na walki rozrzadu. Przykfadowe zdjecia prébek
zamieszczono na rysunkach 5,6,7.

Rys. 5. Przyktadowe zdjecia probki 1 (pow. ok. 100x)
Fig. 5. An example of photographs of specimen 1 (magnification 100x)
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Rys. 6. Przyktadowe zdjecia probki 2 (pow. ok. 100x)
Fig. 6. An example of photographs of specimen 2 (magnification 100x)
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Rys. 7. Przyktadowe zdjecia probki 3 (pow. ok. 100x)
Fig. 7. An example of photographs of specimen 3 (magnification 100x)

Ze wzgledu na duze rozmiary zdje¢ - 512 x 512 pikseli, konieczne bylo zastosowanie
dodatkowej obrébki informatycznej. Wprawdzie mozliwe jest zbudowanie sieci neuronowej, dla
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ktorej danymi wejsciowymi sa bezposrednio obrazy graficzne w formie bitmapy, lecz sieci te
charakteryzujg sie znacznymi rozmiarami. W rozpatrywanym przypadku tylko warstwa wejsciowa
musiataby sktadac sie z 512 x 512 = 262 144 neuron6w. Tak duze sieci charakteryzujg sie bardzo
powolnym dziataniem oraz jeszcze powolniejszym przebiegiem procesu uczenia sie.  Aby
zminimalizowa¢ rozmiary sieci, postanowiono jako dane wejsciowe podawac cechy geometryczne
grafitu sferoidalnego. Do przetworzenia obrazu graficznego na zbi6r cech geometrycznych grafitu
uzyto specjalistycznego oprogramowania ,,Met-ilo” autorstwa dr inz. J. Szali. W wyniku obrobki
zdje¢ otrzymano nastepujace 17 parametrow wtracen grafitu w prébce: liczba, pole, obwadd,
udziat objetosciowy, wskaznik ksztattu, wydtuzenie, pole wypukte, obwdd wypukly, ksztakt
wypukly, $rednice Fereta w kierunkach 0°, 45°, 90°, 135°, 180° S$rednica minimalna, $rednica
maksymalna, nachylenie $rednicy maksymalnej oraz minimalnej. Dzieki temu warstwa wejsciowa
sieci sktada sie z siedemnastu neurondéw. Warstwe wyjsciowg tworza 3 neurony, kazdy
odpowiedzialny za detekcje probki, z ktérej pochodzg dane. Pomiedzy warstwami wejSciowq i
wyjéciowg moga znajdowac si¢ warstwy ukryte. Tak skonstruowane sieci byly poddane
procesowi uczenia po wstepnej optymalizacji parametréw tego procesu. Nauka sieci konczyta sie
automatycznie w momencie osiggniecia zaktadanego minimum $redniego btedu popetnianego
przez sie¢ dSR <0,01.

Najprostsza sie¢ zostata pozbawiona warstw ukrytych, sktada sie wiec tylko z warstwy
wejsciowej i wyjsciowej. Jest wiec to sie¢ w konfiguracji 17-3 (17 neuronéw w warstwie
wejéciowej i 3 neurony w warstwie wyjsciowej). Stwierdzono, ze jest mozliwe pomysine
zakonczenie procesu nauki nawet dla tak matej sieci, jednak proces ten jest dtugi (ok. 1300 cyKkli
uczacych), a maksymalny btgd generowany przez sie€ jest na poziomie prawie 7%.

Procesowi uczenia o tych samych parametrach poddano réwniez SSN z jedng warstwa ukryta
sktadajaca sie¢ z dziewieciu neuronéw. Ich liczba zostata dobrana eksperymentalnie. Sie¢ w
konfiguracji 17-9-3 uczyta sie znacznie sprawniej. Do zakoriczenia procesu uczenia wystarczyto
niecate 70 cykli uczacych. Maksymalny btagd generowany przez sie¢ byt na poziomie 3,5%. Na
tym przyktadzie mozna zaobserwowac korzysci ptynace ze stosowania warstw ukrytych w SSN.

Dla sieci w konfiguracji 17-9-6-3 (o dwdéch warstwach ukrytych) konieczna byta modyfikacja
parametrow procesu uczenia. Pomimo zastosowaniu tagodniejszego uczenia sie¢ osiggata dobre
wyniki juz po ok. 120 cyklach uczacych. Blad maksymalny generowany przez taka sie¢ nie
przekraczat 2,5%. Dalsze zwiekszanie liczby warstw ukrytych lub liczby neuronéw w warstwie
owocowato niewielkimi spadkami btedéw maksymalnych. Pociggato za sobg jednak przedtuzenie
procesu uczenia, wyrazonego w liczbie cykli uczacych, oraz znaczny wzrost czasu uczenia.
Wykresy przebiegu procesu uczenia sieci przedstawiono na rysunkach 8, 9, 10.

Btad

Rys. 8. Przebieg procesu uczenia sieci w konfiguracji 17-3
Fig. 8. Learning process of network type 17-3
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Rys. 9. Przebieg procesu uczenia sieci w konfiguracji 17-9-3
Fig. 9. Learning process of network type 17-9-3
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Rys. 10. Przebieg procesu uczenia sieci w konfiguracji 17-9-6-3
Fig. 10. Learning process of network type 17-9-6-3

4. UWAGI KONCOWE

Sztuczne sieci neuronowe stanowig nowe i atrakcyjne narzedzie informatyczne, ktére moze
stuzy¢ do wspomagania procesu rozpoznawania struktury zeliwa sferoidalnego. Ich zalety
polegaja na mozliwosciach réwnolegtego rejestrowania i przetwarzania danych w procesie
uczenia bez koniecznosci programowania.

Powstate w wyniku badari sieci neuronowe potrafity w sposéb zadowalajagcy rozpoznaé
strukture zeliwa sferoidalnego stosowanego na watki rozrzadu. Umozliwity ocene parametrow
geometrycznych grafitu, min. jego udziat, Srednice wydzielin, wspotczynnik ksztattu, ktére
zestawiono w tablicy 1.
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Tablica 1
Istotno$¢ wybranych parametréw geometrycznych wydzielin grafitu sferoidalnego
Wybrany Istotnos¢ dla sieci typu
parametr ,17-3” (43,38 max) ,,17-9-3” (18,28 max ) ,,17-9-6-3” (19,15 max)
Udziat W [%] 7,52 8,03 9,16
Wspétczynnik ksztattu 12,25 17,64 13,48
Pole wydzieliny 18,54 14,52 14,80
Kat Srednicy max. 43,38 16,07 14,99

Przedstawione przyktady pozwalajg na wysnucie przypuszczenia, ze SSN o zbyt skromnej w
stosunku do postawionego zadania strukturze charakteryzuje sie wybidrczym traktowaniem
danych wejsciowych. Swoje dziatanie opiera na kilku gtéwnych czynnikach, praktycznie pomijajac
reszte. Sieci o wiekszej strukturze nie wykazujg tak duzych roéznic w istotnosci danych
wejsciowych.

Kolejne kroki w nauczaniu sieci neuronowej beda zwigzane z okresleniem wilasnosci
uzytkowych zeliw sferoidalnych przeznaczonych na watki rozrzadu i ich optymalizacja.
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Abstract

Artificial neural networks arc new and attractive informatic tools, which can be used for
solving wide range of scientific problems. In this work neural networks have been used for
detection of structure of spheroidal graphite cast iron. Three types of networks with different
number of hidden layers have been used. As input data 17 parameters of iron structure have been
taken. All used networks can detect properly the structure of specimens.



