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1. Wprowadzenie

W obecnych czasach stale obserwujemy szybki rozw6j w dziedzinie teleme-
trii, analiz biomedycznych, analiz tekstowych oraz szeroko pojetej eksploracji
danych. Rezultatem tych badan sg zwykle duze oraz ztoZzone zestawy danych.
Klasyczne oraz dobrze udokumentowane techniki pozwalajg na wydobycie jedy-
nie czesci istotnych informacji. Rysunek 1 przedstawia macierz ekspresji genéw
pochodzacy z serii eksperymentéw mikro-macierzowych. Pojedyncza komoérka

przedstawia ekspresje danego genu pod ustalonymi warunkami eksperymentu.

B

Rysunek 1. Poréwnanie Kklasycznej klasteryzacji z bi-klasteryzacja.

Klasyczne podejscie do klasteryzacji danych, przedstawione na obrazie (A) po-
zwoli na znalezienie grupy genéw podobnych do siebie z punktu widzenia wszyst-
kich warunkéw umieszczonych w danych. Obraz (B) na przedstawia doktadnie ta
samg macierz danych poddang analizie bi-klasteryzacji. Oprocz podobnej grupy ge-
now eksperyment wskazal takze grupe warunkéw pod ktérymi ta grupa wykazuje

podobienstwo.

Przytoczony przyktad obrazuje réznice miedzy klasycznym i uniwersalnym po-
dejsSciem a jej bardziej ztozonym i wyspecjalizowanym odpowiednikiem. Bi-
klasteryzacja jest to wyszukiwanie w dwuwymiarowej przestrzeni danych podzbio-

ru atrybutéw z jednego wymiaru ktéry wykazuje pewne podobienstwo tylko wsrdod



podzbioru atrybutéw z wymiaru drugiego. W bardzo prostych stowach mozna opi-
saC bi-klasteryzacje jako wyszukiwanie podmacierzy w macierzy danych lub klik
w grafie dwudzielnym (Rysunek 2).
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Rysunek 2. Prosta wizualizacja bi-klasteryzacji.

Bi-klasteryzacja, jak juz przytoczono powyzej, jest technika eksploracji danych za
pomoca ktérej mozna dokona¢ wspétbieznej klasteryzacji kolumn oraz wierszy ma-
cierzy danych. Technika ta nalezy do klasy probleméw NP-trudnych oraz zostata po
raz pierwszy poruszona w literaturze w 1963 roku przez Morgana i Sonquista [1],
nastepnie przez Hartigana [2] (1972) oraz Mirkina w 1992 [3] . W kontekscie anali-
zy bio-informatycznej pierwsze udokumentowane uzycie tej techniki mozna znalez¢
w pracach Cheng’a i Church’a [4]. Autorzy jako pierwsi uzyli technik bi-klasteryzacji
do analizy danych mikro-macierzowych. Na przestrzeni ostatnich 50 lat powstato
wiele réznych podej$¢ do omawianego zagadnienia. Metody rézniag sie miedzy soba
zarOwno w podejsciu do modelowania danych wejsciowych (graf dwudzielny [5],
macierz dyskretna [6], drzewa [7]), a takZe sposobie uzyskiwania ostatecznych wy-

nikow (wyczerpujace wyszukiwanie [5], rozktad macierzy [4], przeszukiwanie grafu

[2]).

Wyréznia sie wiele rodzajow bi-klastrow ze wzgledu na ich strukture oraz poto-
zenie. Rysunek 3 przedstawia klasyfikacje bi-klastréw ze wzgledu na dane. Wyréz-
niamy klastry o statych wartosciach, o warto$ciach przesunietych lub przeskalowa-
nych. Wiele metod istniejacych w literaturze specjalizuje sie najczesciej w jednym

rodzaju struktury przedstawionym na ponizszym rysunku.
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Rysunek 3. Prosta wizualizacja prezentujaca rézne rodzaje struktury bi-Kklastrow.
Innym bardzo istotnym podziatem bi-klastrow jest podziat ze wzgledu na po-
lozenie klastra w macierzy danych. Wyrézniamy dane gdzie w zadnym wymiarze

poszczegoblne klastry nie nachodza na siebie, takie gdzie nachodza w ramach jednego

wymiaru lub obu jednocze$nie.

Rysunek 4. Klasyfikacja bi-klastréw ze wzgledu na potozenie w macierzy danych.

Zdecydowana wiekszo$¢ algorytmdéw w literaturze bierze pod uwage wspomnia-
ne wyzej cechy oraz dostosowuje pod nie swoje dziatanie. W rezultacie przeprowa-
dzajac eksperymenty bi-klasteryzacji nalezy by¢ w petni Swiadomym posiadanych
danych, ich struktury oraz spodziewanej liczby i wielkosci bi-klastrow. Jako Ze nie-
mal nigdy nie mozna z catkowita pewnoscig okresli¢ tych cech, typowy eksperyment
bi-klasteryzacji wyglada jak ten opisany na rysunku 5. Jest to proces iteracyjny,

w ktérym recznie dobiera sie metody oraz parametry tak aby uzyska¢ jak najlepsza

jako$¢ wynikow.
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Rysunek 5. Diagram przeptywu danych w typowym eksperymencie bi-klasteryzacji.

2. Cele i tezy pracy

2.1.  Cele
Gléwne cele stworzonej pracy to:

e Stworzenie publicznie dostepnego oraz darmowego systemu zawierajacego
wszystkie najwazniejsze algorytmy bi-klasteryzacji.

e Przetestowanie i por6wnanie tych algorytméw na danych rzeczywistych oraz
syntetycznych.

e Wprowadzenie ulepszen do procesu bi-klasteryzacji polegajacych na wyeli-
minowaniu wptywu struktury danych na wyniki konicowe. Zaproponowany
algorytm polega na umiejetnym tgczeniu wynikow metod wyspecjalizowa-

nych w znajdywaniu bi-klastréw o réznej strukturze.

Gtownym celem prowadzonych badan byto za pomoca nowego algorytmu
oraz systemu agregujacego rozne metody tak uprosci¢ analize bi-klasteryzacji
aby uzyskanie satysfakcjonujacych wynikéw ograniczato sie do podania danych
na wejsciu (Rysunek 6). Kluczowym elementem zaproponowanej metody jest
wykonanie mozliwie jak najwiekszej liczby eksperymentow bi-klasteryzacji wy-

specjalizowanych w mozliwej jak najwiekszej liczbie danych. Nastepnie wszyst-



kie wyniki tgczone sg w jeden. W tym celu zaproponowano miary podobienstwa
bi-klastrow oraz zaproponowano modyfikacje algorytmu wegierskiego w celu

parowania ich.

I.)ar.1e Automatyczna analiza Ekspe(ryme )
wejsciowe zakoriczony,

Rysunek 6. Diagram uproszczonej analizy bi-klasteryzacji.

2.2. Tezy
Glowne tezy pracy to:

e Opracowana metodologia poréwnywania wynikéw bi-klasteryzacji oparta na
uogoblnionym algorytmie Munkres’a pozwala na dokonywanie poréwnan za-
réwno w przypadku bi-klasteryzacji ze znanym wzorcem jak tez w przypad-
ku, gdy prawdziwa struktura bi-klastréow jest nieznana.

e Opracowany nowy algorytm taczenia wynikéw bi-klasteryzacji (meta-

algorytm) pozwala na uzyskanie poprawy jakos¢ bi-klasteryzacji.

3. Srodowisko obliczeniowe
Na potrzeby analiz oraz eksperymentéw opisanych w rozprawie stworzono gra-
ficzny i intuicyjny system do obstugi nowych algorytmoéw. Rysunek 7 przedstawia

gtéwne okno narzedzia.

Rysunek 7. Glé6wne okno systemu do automatycznej klasteryzacji.



System jest oparty o platforme .NET Framework oraz zostal napisany w jezyku
C#. Graficzny interfejs bazuje na Windows Presentation Foundation i mozna go uru-
chomi¢ w dowolnym srodowisku Windows ktére obstuguje .NET Framework w wer-
sji 4.5 lub wyzZszej. Obliczenia matematyczne oparte sg na otwartej bibliotece ILNu-

merisc [8].

Oprogramowanie ma mozliwo$¢ uruchamiania i zarzadzania obliczeniami roz-
proszonymi, zarowno w ramach jednego procesora obstugujgcego wiele watkow, jak

i w ramach wielu weztéw rozproszonych w sieci.

Zarowno caty system jak i komponenty od ktorych jest zalezny (poza systemem
operacyjnym) sg darmowym oprogramowaniem, oraz zostat opublikowany na stro-

nie http://aspectanalyzer.foszner.pl.

4. Wybrane wyniki obliczeniowe

4.1. Dane syntetyczne.

Na potrzeby analiz danych syntetycznych zostato stworzonych 54 rézne macie-
rze reprezentujgce rozne typy macierzy danych. Ze wzgledu na strukture danych

wyrozniono nastepujace typy:

e Dane o statych wartosciach (0),

e Dane o statych wartosciach (> 0),

e Dane przesuniete,

e Dane przeskalowane,

e Dane przesuniete oraz przeskalowane,

e Dane warstwowe (plaid data).

Natomiast ze wzgledu na potozenie oraz ilos¢ bi-klastrow wyrézniamy nastepujace

typy:

e Dane zawierajgce pojedynczy bi-klaster,
e Dane z bi-klastrami nie nachodzgcymi na siebie w Zadnym wymiarze,

e Dane z nachodzacymi na siebie kolumnami (do 25%),


http://aspectanalyzer.foszner.pl/

e Dane z nachodzacymi na siebie kolumnami (do 50%),
e Dane z nachodzacymi na siebie kolumnami (do 75%),
e Dane z nachodzacymi na siebie wierszami (do 25%),
e Dane z nachodzacymi na siebie wierszami (do 50%),
e Dane z nachodzacymi na siebie wierszami (do 75%),

e Dane z klastrami nachodzgcymi na siebie oboma wymiarami (do 100%).

Pojedynczy wynik dla danych syntetycznych badany byt pod dwoma wzgle-
dami: (1) Czy znaleziono wszystkie oczekiwane bi-klastry (recovery) oraz (2)
Czy wszystkie znalezione bi-klastry byty oczekiwane (relevance). Obie te miary
przyjmuja wartosci z przedziatu <0, 1> oraz w idealnym przypadku oczekujemy
wartos$ci 1 dla kazdej z nich. Jako miare jakosci dla algorytmu przyjeto warto$¢

$rednig z (1) oraz (2).

Kazda macierz zostata poddana analizie za pomoca jednego z dziewieciu po-
pularnych algorytmow z literatury. Ponizej ich lista wraz z symbolem jaki repre-

zentujg na wyKkresie:

BBC @
Cheng-Church X
BiMax ¢

cPBO

FABIA 77
XMotifs HH

Plaid ¥

ISA <

Qubic &>

Po wykonaniu wszystkich eksperymentdw, ich wyniki zostaty przefiltrowane
oraz polaczone w jeden. Wynik takiej analizy jest przestawiony na wykresie
symbolem ¢ Sposrod 54 niezaleznych porownan, niemal wszystkie wykazaty, ze

podejScie zaproponowane w rozprawie znaczgco poprawia automatyczng anali-

ze.
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Rysunek 8. Przykladowe wyniki dla macierzy z jednym bi-klasterem ktdrego wartosci sa przeskalowane
i przesuniete.

Ponizej w tabeli 1 przedstawiono rozszerzony opis dla rysunku 8. W tabeli
wyszczegOlniony zostat algorytm ktory uzyskat najlepszy (zielony) oraz najgorszy

wynik (czerwony).

Tabela 1. Przykladowe wyniki dla macierzy z jednym bi-klasterem ktérego wartosci sa przeskalowane
i przesuniete.

Method name Chart Recovery Relevance Score Average Num.
symbol of bi-clusters
BBC ® 0,594 0,594 0,594 1
Cheng-Church b 4 0,669 0,669 0,669 1
BiMax ¢ 0,131 0,013 0,072 10
CPB O 0,994 0,312 0,653 1
FABIA o 0,41 0,41 0,41 4,12
XMotifs [ 0,214 0,214 0,214 1
Plaid v 0,519 0,519 0,519 1
ISA < 0,409 0,091 0,25 4,57
Qubic B 0,266 0,011 0,138 25,49
Consensus ¢ 1 1 1 1
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4.2. Dane rzeczywiste.
Do poréwnania wzieto 2 rodzaje danych:

e Dane bio-informatyczne - macierz ekspresji genéw pochodzaca z ekspery-
mentéw mikro-macierzowych przeprowadzonych na 6 réznych grupach pa-
cjentow chorych ba biataczke. Oczekiwane rezultaty to 6 bi-klastréw ztozo-
nych z grupy genéw oraz grupy warunkéw reprezentujgcych jedna z grup pa-
cjentow kazdy.

e Dane tekstowe - macierz wystgpien stéw w kontekScie gen6w, powstata na
bazie 1071 artykutéw opisujacych jeden z o$miu terminéw ontologii geno-
wych. Oczekiwane rezultaty to 8 bi-klastréw ztozonych z grupy gendéw oraz

grupy stow reprezentujacych jeden z terminéw ontologii genowych kazdy.

Uzyskane wyniki byty analizowane pod katem jako$ci otrzymanych wynikow.
Miarg tej jakoSci byt wspétczynnik ACV (Average Corelation Value). Po wykona-
niu serii eksperymentéw dla wielu ré6znych metod, pierwszym istotnym elemen-
tem analizy jest odfiltrowanie elementdéw odstajacych. W tym celu bi-klastry po-
chodzace z réznych wynikéw sg parowane oraz naktadane na siebie. Odrzucane

sg wyniki odstajace od wiekszosci (Rysunek 9).

Bi-cluster 1 (0.149) cluster 2 (0.110) r3(0.254) Bi-cluster 4 (0.299)

0{0 Q

Bicluster5(02100  Bi-cluster 6(0.172) -cluster 7 (0.197) Bi-cluster 8 (0.237)
. &
’ 1\
\ )
)
4

Rysunek 9. Analiza powtarzalno$ci wynikéw w ramach pojedynczen metody.
Po odfiltrowaniu bi-klastréw odstajacych znaczaco od reszty nastepuje ich
grupowanie. Utworzone grupy sktadaja sie z bi-klastrow bedacych swoimi odpo-
wiednikami miedzy r6znymi eksperymentami. Nastepnie w ramach kazdej grupy bi-

klastry scalane sg tak aby utworzyty jeden bi-klaster. Parametry takie jak ilo$¢ bi-
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klastrow, ich wielko$¢ lub pokrycie moga by¢ zaréwno parametrami podanymi

przez uzytkownika, jak rowniez moga zosta¢ wyszukane przez algorytm.

Tabela 2 przedstawia przyktadowe wyniki dla 4 réznych metod. W ramach
kazdej z nich wykonano serie eksperymentéw oraz podano Srednig oraz najlepsza
warto$¢ miary jakos$ci bi-klastra. Nastepnie kazdy z tych wynikéw zostat podany na
wejscie meta-algorytmu. Ostatnim etapem byta analogiczna analiza wszystkich wy-
nikow. Uzyskane wartosci pozwalajga jednoznacznie stwierdzi¢ ze podejscie oparte
na meta-algorytmie znaczaco poprawia jako$¢ prowadzonych analiz. Wskazujg na to

poprawione warto$ci miary jakosci w kazdym przypadku.

Tabela 2. Przykladowe wyniki dla danych pochodzacych z analiz tekstowych.

Method Type Average AVC Best AVC

Normal 0.118 0.138
PLSA Consensus 0.304

KL Normal 0.129 | 0.147
Consensus 0.297

LSE Normal 0.211 | 0.245
Consensus 0.274

KL Normal 0.140 | 0.154
Consensus 0.253

Normal 0.186 | 0,233
Allresults Consensus 0.345

5. Podsumowanie

Celem pracy byto opracowanie uniwersalnego podejscia do analiz bi-
klasteryzacji oraz uodpornienie metody na strukture posiadanych danych. W tym
celu stworzono zbidr danych syntetycznych ktéry pokrywat niemal wszystkie istot-
ne warianty danych. Uzyskane na ich podstawie wyniki wykazaty ze podejscie za-
proponowane w rozprawie jest wyraznie lepsze od dostepnych metod lub nie gorsze
niz 3 najlepsze dla zadanych danych algorytmy. Miarg jakoSci dla danych syntetycz-
nych byta $rednia arytmetyczna z miary okres$lajacej pokrycie uzyskanych bi-
klastréw znalezionych w zbiorze bi-klastrow oczekiwanych oraz miary okreslajacej

pokrycie bi-klastrow oczekiwanych w zbiorze bi-klastréw znalezionych.
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Zaproponowane metody wykazaty réwniez Ze moga poprawia¢ wyniki dla da-
nych rzeczywistych. W tym celu przeanalizowano dwa zupetnie roézne zbiory danych
dostepne w literaturze. Wykazano ze podejscie znaczaco poprawia jako$¢ otrzymy-

wanych bi-klastrow.

Powyzej opisane przeprowadzone badania obliczeniowe na danych symulowa-

nych i rzeczywistych uzasadniajg sformutowane w pracy tezy.
Oryginalng warto$cig dodang omawianej rozprawy sa:

e Wypracowanie miar okreslajacych podobienstwo bi-Kklastréw,

e Metodologia tgczenia bi-klastréw oparta na uogo6lnionym algorytmie we-
gierskim,

e Meta-algorytm bi-klasteryzacji 1aczacy wyniki réznorodnych metod,

e Dostepne publicznie oprogramowanie umozliwiajgce opisang analize we

wtasnym zakresie.
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