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1. Zakres tematyczny rozprawy

Metody rozpoznawania obiektow, z uwagi na swoje duze praktyczne znaczenie, sg wcigz
przedmiotem intensywnych badan. Poszukiwane sg tutaj zarGwno nowe koncepcje budowy
klasyfikatoréw, ktére - odniesione do konkretnych zadan - okazatyby sie bardziej efektywne
niz metody istniejgce, jak rowniez pomysty prowadzace do poprawy skutecznosci
algorytmow istniejgcych i pozwalajgce na rozszerzenie ich mozliwosci aplikacyjnych.

Jedng z metod automatycznego rozpoznawania, chetnie stosowang w réznych
praktycznych zadaniach z uwagi na liczne zalety, jest klasyfikator zwany maszyng wektoréw
wspierajagcych (SVM - support vector maching) nalezacy do algorytméw z uczeniem
nadzorowanym. Klasyfikator SVM znany jest juz od ponad 50 lat i choé¢ posiada dobre
podstawy matematyczne i szerokie mozliwosci dyskryminacyjne (liniowe i nieliniowe), to
wcigz dostarcza problemow i jest zrodtem niebanalnych wyzwan. Trudnosci te wynikajg
miedzy innymi z faktu, ze w procesie uczenia zachodzi konieczno$¢ rozwigzania problemu
optymalizacyjnego z ograniczeniami z zakresu programowania kwadratowego, co dla zadan
klasyfikacji z duzg liczbg danych wielowymiarowych istotnie utrudniajego wykorzystanie.

Problem uczenia klasyfikatora SVM w przypadku duzych zbiordw danych jest znany i
doczekat sie juz wielu metod rozwigzania. Nie sg one jednak idealne i dlatego kazda préba
wzbogacenia istniejgcego arsenatu o nowe koncepcje jest w petni uzasadniona.

Przedstawiona do recenzji praca jest wiasnie taka, oryginalng i udang prébag rozwigzania
problemu uczenia klasyfikatora SVM poprzez wykorzystanie algorytmdw ewolucyjnych i
memetycznych do wyznaczenia podzbioru uczacego w taki sposéb, aby z jednej strony
zachowa¢ w nim obiekty uczace, istotne z punktu widzenia budowy klasyfikatora SVM
(wektory wspierajgce), z drugie za$§ zmniejszy¢ znaczgco jego rozmiar, przyspieszajgc w ten
spos6b proces uczenia.
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W konteks$cie powyzszych uwag, podjetg tematyke rozprawy uwazam za w pelni
uzasadniong, interesujagcg i aktualng dla wspoOtczesnych prac z zakresu metodologii
komputerowego rozpoznawania obiektow, zaréwno w teoretycznym jak i praktycznym
aspekcie.

2. Zawartos¢ i uktad pracy

Opiniowana rozprawa sktada sie z 7 rozdziatéw, spis6w stosowanych oznaczen, skrotow,
rysunkéw i tabel oraz spisu literatury zawierajgcej 227 pozycji i obejmuje 209 stron
maszynopisu. Rozdziat pierwszy (Introduction) zawiera krotkie wprowadzenie w tematyke
rozpoznawania wraz z syntetyczng systematykg metod rozpoznawania z uczeniem
nadzorowanym. W szczeg6lnosci autor skupia sie tu na klasyfikatorze SVM, przedstawia
problemy zwigzane z treningiem klasyfikatora w przypadku bardzo licznych zbioréw danych i
omawia literaturowe metody ich rozwigzania. Na tym tle, przedstawiona zostata motywacja
podjecia badan sktadajacych sie na zakres tematyczny rozprawy oraz sformutowano w sposéb
jednoznaczny tezy i wynikajagce z nich cele pracy. W rozdziale ujeto rowniez krotka
prezentacje struktury rozprawy i zawarto$ci poszczeg6lnych rozdziatbw. Rozdziat 2 (Support
vector machines) poswiecony jest w catosci prezentacji klasyfikatora SVM (model liniowy i
nieliniowy, wybdr/wyznaczanie funkcji jadra, wptyw typu funkcji jadra na jakos¢
klasyfikacji, metody oceny jakosci klasyfikatora).

W rozdziale 3 (Training SVMsfrom large datasets: literature review) dokonany zostat
bardzo obszerny i szczeg6towy przeglad literaturowy prezentujacy state-of-the-art metod i
technik uczenia klasyfikatora SVM w przypadku duzego zbioru danych. Przypadki duzych
zbiorow danych sg bardzo czesto spotykane w wielu rzeczywistych zadaniach klasyfikacji
(np. w Dbioinformatyce, obrazowaniu medycznym, analizie tekstdbw, modelowaniu
farmakokinetycznym), stad potrzeba uproszczenia zlozonego procesu uczenia klasyfikatora
SVM oraz zmniejszenia liczby wektoréw wspierajgcych (zaleznej proporcjonalnie od ilosci
danych uczacych), aby uczyni¢ klasyfikator SVM praktycznie stosowalnym. Przedstawione
metody treningu obejmujg dwie grupy: ulepszenie i przyspieszenie samego procesu uczenia
(dekompozycja procesu uczenia, metody réwnolegte, metody przyblizone) oraz zmniejszenie
rozmiaru zbioru uczgcego poprzez wydzielenie z peilnego zbioru uczacego podzbioru, w
ktérym znajda sie obiekty istotne z punktu widzenia wyznaczania powierzchni rozdzielajacej
klasyfikatora SVM (tworzace wektory podpierajgce). Wsrod réznych stosowanych tutaj
metod, istotne dla treSci rozprawy sa metody ewolucyjne, gdyz w tej grupie mieszczg sie
opracowane przez autora koncepcje i techniki uczenia klasyfikatora SVM w przypadku
duzych zbioréw danych.

Rozdziat 4 (Evolutionary algorithms) zawiera krotka charakterystyke metod (algorytm
genetyczny, algorytm memetyczny, procesy adaptacyjne w obu algorytmach), ktére zostaty
przez autora wykorzystane w procesie uczenia klasyfikatora SVM.

Dwa kolejne rozdziaty skladajg sie na zasadniczg treS¢ rozprawy i zawierajg oryginalne
wyniki autora. | tak, w rozdziale 5 (Proposed algorithms) przedstawiono szczegétowo 3
algorytmy genetyczne i 2 algorytmy memetyczne wraz z uzasadnieniem ich zastosowania w
uczeniu klasyfikatora SVM. Z kolei rozdziat 6 (Experimental \alidalion) zawiera wyniki
badan eksperymentalnych i analiz pordwnawczych algorytméw (autorskich i literaturowych)



do wyznaczania zredukowanego zbioru uczacego do trenowania klasyfikatora SVM z
zastosowaniem danych generowanych komputerowo oraz danych benchmarkowych.

Prace podsumowuje rozdziat 7 (Conclusions and outlook) zawierajgcy miedzy innymi
propozycje dalszych prac badawczych w zakresie metod uczenia klasyfikatorow SVM w
przypadku duzych zbiorow danych.

Przedstawiona rozprawa prezentuje w sposéb kompletny najwazniejsze rezultaty objete
jej tematyka, w logicznym i przejrzystym uktadzie, typowym dla prac o charakterze
koncepcyjno-eksperymentalnym, co umozliwito zaprezentowanie uzyskanych wynikéw w
szerokim kontek$cie aktualnego stanu wiedzy w zakresie metod i algorytméw wyznaczania
zredukowanego zbioru uczacego do trenowania klasyfikatora SVM. Na szczegdlne
podkreslenie zastuguje wysoki poziom edytorski pracy oraz bardzo bogata strona ilustracyjna,
a w szczegolnosci zwizualizowanie zredukowanych zbioréw treningowych wraz z
wyznaczonymi wektorami podpierajgcymi otrzymanych za pomocg badanych algorytmow.
Ogdlnie zatem, objetos¢ pracy, jej zakres, spos6b ujecia materiatlu oraz redakcje catosci
oceniam pozytywnie.

3. Uzyskane wyniki

Celem pracy byto wykazanie nastepujacych tez (cyt. - ttumaczenie autora):
1 Zastosowanie technik adaptacji w algorytmach genetycznych dla doboru zbioréw
treningowych dla maszyny wektoréw podpierajgcych pozwala na:
e uzyskanie lepszych zredukowanych zbioréw treningowych,
» polepszenie procesu doboru zbioréw treningowych,
w poréwnaniu z innymi algoiytmami genetycznymi, w ktérych nie wykorzystano
adaptacji.
2. Zastosowanie algorytmow memetycznych, ktérych celem jest wykorzystanie dostepnej
wiedzy (wyekstrahowanej przed optymalizacjg ewolucyjng lub/i uzyskang podczas
ewolucji) dotyczacej wektorow ze zbioru treningowego, do doboru zbiorow
treningowych dla maszyny wektoréw podpierajgcych, pozwala na uzyskanie lepszych
zredukowanych zbioréw treningowych w poréwnaniu z tymi, ktére zostaty otrzymane
przy uzyciu algorytméw genetycznych znanych z literatury.
Wykazanie tak nakre$lonych tez doprowadzito do realizacji szeregu celéw szczego6towych i
do konkretnych osiggnie¢. Moznaje ujg¢ w nastepujgce punkty:
1. Zaprojektowanie algorytméw genetycznych do redukcji zbioru treningowego w procesie
uczenia klasyfikatora SVM:
» Klasyczny algorytm genetyczny (GASVM). W algorytmie GASVM kazdy osobnik
(chromosom) w populacji o rozmiarze N reprezentuje pewien podzbi6ér zbioru
uczacego T o ustalonym i statym rozmiarze t’. Zastosowano 3 r6zne metody selekcji:
a) Metoda high-low fit, w ktérej osobniki w populacji sg wpierw porzadkowane
wedlug malejacej wartosci funkcji przystosowania, a nastepnie dzielone na dwie
grupy osobnikéw lepiej i gorzej przystosowanych. Jeden rodzic jest wybierany z
grupy osobnikdw lepiej przystosowanych, a drugi z grupy gorzej
przystosowanych. Proporcja podziatu na obie grupy jest parametrem metody. Na
koniec, sposréd 2N osobnikow potomnych jest wybierana grupa N osobnikow
najlepszych, ktora tworzy populacje potomna.

b) Metoda AB selection - w metodzie kazdy osobnik jest wybierany dwukrotne: raz,



jako rodzic pierwszy iraz, jako drugi. Jesli rozwigzanie potomne posiada wyzszg
wartos¢ przystosowania niz rodzic pierwszy, wtedy zastepuje go w nastepnej
populacji.

c) Metoda truncation. Podobnie jak w metodzie (a), wpierw nastepuje szeregowanie
osobnikéw w populacji wedtug malejgcej wartosci funkcji przystosowania, a
nastepnie para rodzicow jest wybierana z grupy o okreslonym rozmiarze (rozmiar
grupy jest parametrem metody) chromosoméw najlepiej przystosowanych. Nowa
populacja jest utworzona z osobnikéw potomnych wyznaczonych z N par
rodzicielskich.

d) Metoda enhanced truncation. Metoda podobna do poprzedniej z tg réznica, ze w
wyniku krzyzowania uzyskuje sie mniej chromosoméw potomnych niz zatozony
rozmiar populacji N -brakujgca liczbe osobnikéw uzupeinia sie w sposdb losowy.

Adaptacyjny algorytm genetyczny (AGA). Wadg algorytmu GASVM jest konieczno$é

okre$lenia rozmiaru zredukowanego zbioru uczacego (t). Aby trafnie okresli¢ ten

rozmiar, wykonuje sie algorytm wielokrotnie dla réznych wartosci parametru t’ i

wybiera wartos¢ najlepsza. Taki sposOb postepowania wigze sie z duzymi naktadami

obliczeniowymi, co moze by¢ kiopotliwe, zwilaszcza w sytuacji duzych zbioréw
danych uczacych. Stad wynika uzasadnienie zastosowania procedury adaptacyjnej

algorytmu genetycznego, w ktorej wartos¢ /' jest dynamicznie uaktualniana w

przebiegu ewolucji. W procesie adaptacyjnym zastosowanym w algorytmie AGA

wyznacza sie tzw. zréznicowanie populacji korzystajac z metody skiadowych

gtéwnych (PCA). Dla kazdej klasy wyznacza sie przedzialy wartoSci kazdej z cech, a

nastepnie charakteryzuje sie osobnika poprzez histogram pokazujacy przynaleznosé

poszczegdlnych  wektorow do  wyznaczonych  przedziatow. Podobienstwo
histogramow definiuje podobienstwo osobnikéw. Gdy zréznicowanie jest male,

generuje sie powtdrnie populacje, w ktérej najlepsze osobniki sg kopiowane, a

pozostate tworzy sie losowo. Dodatkowo, w algorytmie AGA adaptacji podlega

metoda krzyzowania osobnikdw oraz wielko$¢ populacji podczas procesu ewoluciji.

Dynamiczny adaptacyjny algorytm genetyczny (DAGA). W algorytmie dokonuje sie

dynamicznej zmiany wspoétczynnika decydujagcego o wzroscie rozmiaru osobnika

(czyli wartosci /7). Warto$¢ tego wspoétczynnika zmienia sie zaleznie od stosunku

liczby wektorow podpierajagcych do liczby wszystkich wektoréw w zredukowanym

zbiorze uczacym. JesSli stosunek ten jest wysoki, to wspditczynnik wzrostu ros$nie
szybciej, jesli maty - wolnigj.

2. Zaprojektowanie algorytmow memetycznych do redukcji zbioru treningowego w procesie
uczenia klasyfikatora SVM:

Klasyczny algorytm memetyczny (MASVM). Algorytmy memetyczne sg algorytmami
hybrydowymi, tgczacymi algorytm ewolucyjny z metodg lokalnej optymalizacji
(lokalnego ulepszenia). Algorytm ewolucyjny (w szczegdlnosci genetyczny) zapewnia
iteracyjng ewolucje osobnikéw z pokolenia na pokolenie, w ktérej dodatkowo pojawia
sie etap ulepszania osobnikéw (lokalnej optymalizacji). W etapie tym, ktory w
pewnym sensie uzupetnia mechanizm mutacji, mozna wykorzystaé wiedze o
problemie uzyskang badz przed optymalizacjg, badZz w trakcie procesu ewolucji. W



algorytmie MASVM w procedurze selekcji zaproponowano dwa mechanizmy:
selekcji lokalnej (para rodzicielska jest tworzona z dwéch osobnikéw dobrze
przystosowanych) i selekcji globalnej (w parze rodzicielskiej jeden osobnik pochodzi
z grupy dobrze przystosowanej, a drugi z gorzej przystosowanej grupy). W
dodatkowym etapie zwanym education, wykorzystujgc informacje o wektorach
tworzacych wektory podpierajagce w algorytmie SVM (wiedza uzyskana z poprzedniej
iteracji przy wyznaczaniu wartosci funkcji przystosowania osobnikéw) dokonuje sie
zamiany wektorow nieaktywnych w wyznaczaniu powierzchni rozdzielajgcej
algorytmu SVM wektorami podpierajgcymi, tworzac w ten sposob superosobnikow
zawierajacych wylgcznie wektory podpierajgce. Polgczenie etapu ulepszania
osobnikdw z dwuwariantowym etapem selekcji doprowadzito do zmniejszenia
rozmiaru otrzymanych zredukowanych zbiorow uczgcych i skrocito czas
optymalizacji.

» Adaptacyjny algorytm memetyczny (PCAAMA). Istotg algorytmu PCAAMA jest
dodatkowy preprocessing wykorzystywany w procesie ewolucji osobnikéw. Podczas
przetwarzania wstepnego, wykorzystujac procedure PCA, tworzona jest zredukowana
przestrzen cech, w ktdrej wyznacza sie przedziaty zawierajgce rownoliczne podzbiory
uczgce dla kazdej klasy. Dla kazdego z utworzonych przedziatow wylicza sie warto$é
$rednig, a nastepnie wyznacza odlegto$¢ Mahalanobisa dla kazdego wektora cech.
Wektory o najwiekszej odlegtosci w kazdym z przedziatow tworza zbidr tzw.
wektoréw-kandydatéw. Wektory te sa podstawg formowania populacji poczatkowej w
algorytmie ewolucyjnym, w odr6znieniu od poprzednich metod, w ktérych
poczatkowa populacja osobnikow byta losowana z petnego zbioru uczacego. Osobniki
z populacji podlegajg nastepnie operatorom genetycznym: w selekcji stosuje sie
mechanizmy selekcji lokalnej i globalnej, jak w algorytmie MASVM i dodatkowo -
znéw podobnie jak w MASVM - etap education. Zbiér wektoréw-kandydatow jest
takze wykorzystywany w procedurze kompensacji, czyli uzupetniania osobnikéw, aby
zachowac staly rozmiar populacji. Nie jest natomiast stosowany w procedurze
mutacji, gdzie zmutowane osobniki podmienia sie osobnikami pochodzacymi z catego
zbioru uczacego, co sprzyja poprawie roznorodnosci populacji.

Przeprowadzenie badarn eksperymentalnych z wykorzystaniem zbioréw benchmarkowych
i danych generowanych komputerowo. Dla potrzeb eksperymentalnego badania
algorytméw wyznaczania zredukowanych zbiordw uczgcych dla metody SVM, autor
opracowat Srodowisko badawcze, zaimplementowane w jezyku C++). Wymagato to
miedzy innymi zaimplementowania konwertera danych dostepnych w repozytorium
uczenia maszynowego UC1, opracowania programu do automatycznego doboru wartosci
parametréw funkcji jadrowych klasyfikatora SVM, opracowania programu do
wizualizacji zredukowanych zbioréw treningowych i wektoréw podpierajgcych oraz
zaimplementowania odpowiednich testéw stosowanych w statystycznej analizie
wynikow.

e Zbadanie jakosci zaproponowanych algorytmow. Opracowane algorytmy wyznaczania
zredukowanego zbioru uczgcego dla klasyfikatora SVM zostaly przetestowane
eksperymentalnie z wykorzystaniem 4 zbioréw wygenerowanych komputerowo, 2



zbioréw pochodzacych z repozytorium UCI oraz 1 zbioru zawierajgcego dane
rzeczywiste wyekstrahowane z bazy obrazéw barwnych ludzkiej skéry (w réznych
badaniach wykorzystano rézne zbiory). Poniewaz wyznaczanie zredukowanego zbioru
uczagcego moze byé traktowane jako dwukryterialny problem optymalizacyjny,
dlatego w badaniach eksperymentalnych przyjeto kryterium (empiryczne) bedace
sumg wazong unormowanej jakosSci  klasyfikacji (czesto$¢  poprawnie
sklasyfikowanych obiektéw testujgcych lub pole pod krzywg ROC) oraz unormowanej
odwrotnosci uzyskanej liczby wektoréw podpierajagcych (liczba ta przektada sie
bezposrednio na czas dziatania algorytmu SVM). W pierwszej kolejnosci badano
wptyw okreSlonych i charakterystycznych parametréw algorytmu na jako$¢
uzyskanego wyniku (tzw. analiza czuto$ciowa). Przyktadowo, dla algorytmu GASVM
zbadano wplyw zastosowanego schematu selekcji oraz przyjetego rozmiaru
osobnikéw (rozmiaru zredukowanego zbioru danych), z kolei dla algorytmu AGA
badano wpityw schematu adaptacji rozmiaru osobnikéw oraz zastosowanych metod
krzyzowania chromosomoéw. Uzyskane tu wyniki pozwolity okreslic czutosé
badanych metod na zastosowane rdzne wariantowe schematy zaproponowanych
rozwigzan, a takze pokazaty nie zawsze oczywiste uwarunkowania (np. zwiekszenie
rozmiaru zredukowanego zbioru uczacego nie musi korzystnie wptywac na jakosé
wytrenowanego algorytmu SVM).

W nastepnej kolejnosci dokonano eksperymentalnego poréwnania zaproponowanych
algorytmoéw ewolucyjnych i memetycznych dla 3 zbioréw danych. Wyniki pokazaty
wptyw wagi w kryterium na wzajemne relacje wynikéw dla r6znych metod.
Zastosowany test Wilcoxona (znakowych rang) pokazat statystycznie istotng réznice
dla 55 poréwnan parami sposrod 60 takich poréwnan. Potwierdzona zostata takze
prawdziwos¢ tezy gtoszacej, iz zastosowanie algorytméw memetycznych prowadzi do
lepszych zredukowanych zbioréw uczgcych w poréwnaniu z wynikami algorytmdw
genetycznych.

» Analiza poréwnawcza zaproponowanych algorytméw i wybranych algorytmow
literaturowych. W drugiej czeSci badan eksperymentalnych dokonano poréwnania
zaproponowanego algorytmu PCAAMA z innymi (literaturowymi) metodami
wyznaczania zredukowanego zbioru uczacego do treningu klasyfikatora SVM. Do
badan wybrano: 1) prébkowanie losowe (RS), 2) algorytm treningu zredukowanego
(RSVM), 3) algorytm bazujacy na analizie geometrii zbioru treningowego (SR-DSA),
4) trening klasyfikatora SVM z petnym zbiorem uczagcym T. Do badan wykorzystano
6 zbioréw danych (4 generowane komputerowo, 2 benchmarkowe). Uzyskane wyniki
potwierdzajg teze o lepszym zhiorze zredukowanym (w sensie przyjetego kryterium)
uzyskanym metodg ewolucyjng dodatkowo wykorzystujagcg dostepng wiedze w
poréwnaniu z metodami literaturowymi.

4. Uwagi krytyczne

1 Wyniki uzyskane w tabeli 6.20 nie pozwalajg odpowiedzie¢ na pytanie, ktory z
badanych i poréwnywanych algorytmow jest najlepszy, ktéry zajmuje drugie miejsce,
ktéry trzecie, itd. Wynika to z faktu, ze algorytmy byly porownywane wielokrotnie.



nie tylko dla réznych zbioréw danych, ale takze dla réznych kryteriéw (ré6zna waga
sktadnikow w kryterium - na marginesie: dlaczego q zaczyna sie od 0.5, a nic od 07?).
Zdaniem recenzenta, nalezato tutaj wyznaczy¢ $redni ranking porownywanych metod,
a nastepnie dokonac statystycznej weryfikacji istotnosci roznic i zastosowac test
rankingowy (przyktady takich testéw mozna znalezé w J. Demsar, Statistical
comparison of classifiers over multiple data sets, Journal of Machine Learning
Research 7 (2006) 1-30). Tak wyznaczone wyniki wraz z odpowiednim testem
statystycznym pozwolityby jednoznacznie uszeregowa¢ metody od najlepszej do
najgorszej (oczywiscie wytgcznie w zakresie przeprowadzonych badan) wraz z
informacjg, pomiedzy rangami ktérych metod jest statystycznie istotna réznica (brak
takiej roznicy).

Mato precyzyjna prezentacja algorytmow w rozdziale 5. Dotyczy to np. podrozdziatu
5.1, ktory - wedtug zamystu autora - winien przedstawia¢ ogo6lne schematy i
koncepcje wspdlne dla wszystkich proponowanych algorytméw ewolucyjnych. Rys.
5.1. nie ma (wbrew' podpisowi) zadnego przetozenia na problem wyznaczania
zredukowanego zbioru uczacego, z punktu 5.1.1. i rys. 5.2 nie wynika sposob
kodowania osobnikdéw' (jest mowa o tym, ze osobnik zawiera wektory uczace, a co z
numerem klasy?), nic wiadomo, jak sg dziedziczone wektory uczace od obu rodzicow'
i jak jest uzyskany zestaw wektoréw uczacych wchodzacy w skiad osobnika
potomnego, zgodnie z wzorem (5.1). nie wiadomo, jak wykonywana jest procedura
mutacji (jak losowane sg wektory usuwane i wektory zastepujgce). W opisie
algorytmu GASVM brak informacji o metodzie krzyzowania, nie wiadomo. jak
wybierani sg osobniki rodzicielskie z okreSlonych grup wilasciwych dla
zastosowanych metod selekcji, brak informacji o metodzie (metodach) krzyzowania,
brak informacji o sposobie uzupetniania brakujgcych osobnikéw w metodzie
enhanced Iruncalion.

Udrednianie wyniku (tabele 6.20 i 6.25) dla réznych g (od 0.5 do 1) nie ma wiekszego
sensu. Rezultat bowiem jest taki, jaki uzyskano by dla <7=0.75.

Jak sie wydaje - niespdéjne sg wyniki z rys. 6.22 i tabeli 6.20. Rysunek pokazuje
sytuacje, dla q=0.5 (zasada: im wynik blizszy punktowi (0,1) tym lepszy). Na rysunku
najlepszy wynik uzyskat algorytm PCAAMA, a w tabeli - GASVM(4).

Podobnie niespojne wydajg sie wyniki z tabel 6.20 i 6.22. Przyktadowo, dla zbioru
Adult brak statystycznie istotnej réznicy dla metod MASVM i PCAAMA, ajest taka
réznica pomiedzy wynikami metod DAGA i MASVM. Natomiast w tabeli 6.20
wyniki uktadajg sie odwrotnie.

Niefortunnie przyjeto w wyznaczaniu warto$ci usrednionych (po stosowanych
zbiorach danych) dla metody SVM (trening klasyfikatora na petnym zbiorze uczacym)
dla zbioru Skin warto$¢ 0. Nalezalo wytaczyé zbiér Skin z procedury usredniania.
Choé¢ wyniki utozytyby sie wtedy inaczej, to w dalszym ciagu metoda PCAAMA
bytaby najlepsza wsrdd metod dokonujacych redukcji zbioru uczacego. Metode SVM
nalezatoby z takiego wspdétzawodnictwa wykluczy¢ i traktow-aé ja wytacznie jako
metode referencyjng (dla g=1).



5. Podsumowanie recenzji - ocena rozprawy

Reasumujgc stwierdzam, iz mgr inz. Jakub Nalepa wykazat sie duzag wiedzg z zakresu
probleméw klasyfikacji, oraz zaawansowanych metod ewolucyjnych, a takze opanowaniem i
wiasciwym postugiwaniem sie warsztatem naukowym, a w szczegdlnosci metodami
eksperymentalnych badan symulacyjnych i analiz statystycznych. Przedstawiona praca
zawiera poprawnie sformutowany i rozwigzany problem badawczy i stanowi istotny wkiad w
dyscypling informatyki w obszarze automatycznej klasyfikacji i uczenia maszynowego.
Zawarte w niej rezultaty obejmujace zaprojektowanie algorytmdw genetycznych i
memetycznych do redukcji zbioru treningowego w procesie uczenia klasyfikatora SVM,
komputerowg implementacje = zaproponowanych  algorytméw,  zaprojektowanie i
przeprowadzenie eksperymentalnych analiz poréwnawczych zaproponowanych algorytmow i
algorytmow literaturowych na danych benchmarkowych i danych generowanych
komputerowo wraz ze statystyczng weryfikacjg istotnosci wynikéw, sg oryginalne i zostaty
przedstawione w sposob wyczerpujacy na odpowiednim poziomie matematycznych
formalizmoéw. Uwazam, ze praca doktorska Pana mgra inz. Jakuba Nalepy stanowi oryginalne
rozwigzanie problemu naukowego, a tym samym spetnia wymogi Art. 13 pkt. 1 Ustawy o
stopniach naukowych i tytule naukowym z dnia 14.03.2003 r. Wnioskuje o dopuszczenie
mgra inz. Jakuba Nalepe do publicznej obrony.



