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Ocena doboru tematu

Rozprawa doktorska opisuje zastosowania oraz modyfikacje algorytméw genetycznych
1 memetycznych w doborze zbioréw treningowych nadzorowanego klasyfikatora opartego
na maszynie wektoréw noénych SVM (Suppport Vector Machine). Praca napisana zostala
w jezyku angielskim. Tematyka pracy dobrze wpisuje si¢ w bardzo obszerna oraz inten-
sywnie rozwijang dzmdzme; sztucznej mtehgenql - uczenia maszynowego. Na podstawm
zgromadzonych doswiadczen (etykletowa.nych cech) maszyna uczy sie w tryble predykeji
rozpoznawania nowych, nieznanych danych w sposéb mozliwie najlepszy dla zadanego
modelu uczenia. Klasycznym problemem klasyfikacji jest predykecja nieznanej etykiety na
podstawie znanego wektora cech klasyfikowanego obiektu. Obserwujac doniesienia $wia-
towej literatury mozna zauwazyé¢, ze klasyfikacja danych znajduje zastosowanie w wielu
dziedzinach: w medycynie - jako element systeméw wspomagania decyzji medycznych,
biometrii - jako element biometrycznych systeméw identyfikacji i weryfikacji oséb, klasy-
fikacji danych masowych, czy w naukach technicznych, gdzie klasyfikatory stosowane sa
w diagnostyce technicznej. Zagadnienia klasyfikacji (klasyfikatory pojedyncze 1 zespoly
klasyfikatoréw) sa stale anonsowane zaréwno na konferencjach, jak i w artykulach pub-
likowanych w takich periodykach jak Neurocomputing, Pattern Recognition, Applied Ar-
tificial Inteligence, Expert Systems with Applications i wielu innych - np. w ksiazkach
wydawanych takze w Polsce. Obserwujac publikowane tam prace naukowe zauwazamy, ze
tendencja do podejmowania tych zagadnien utrzymuje sie od lat, wliczajac w to réwniez
rok 2016.

Powodem zainteresowania tematyka uczenia i ropoznawania maszynowego sa mozli-
wosci analizy danych z réznych dziedzin, co z kolei wymusza (np. dla danych masowych)
konieczno$¢ odpowiedniej selekeji lub redukceji cech obiektéw dla skrécenia czasu analizy
bez pogarszania jakosci klasyfikacji. W swojej rozprawie Autor podjal prébe wplywa-
nia na liczbe danych treningowych klasyfikatora SVM za pomoca wybranych algorytmaéw




genetycznych i memetycznych oraz ich parametréw. Tematyka rozprawy wpisuje sie wiec

bardzo dobrze w nurt nowoczesnych i bardzo potrzebnych badan.

Charakterystyka rozprawy i jej zakres

Praca zostala przygotowana bardzo starannie i prezentuje zaréwno wysoki poziom
edytorski, jak i dobry poziom merytoryczny i naukowy. Lektura rozprawy wskazuje, ze
Autor wlozyl duzo pracy w przygotowanie tego opracowania.

Na stronie 4 Autor przedstawia tezy pracy doktorskiej, a na stronach 5 i 6 artykuluje
podstawowe (7) oraz uzupelniajace (2) cele, ktére zamierza osiagna¢. Od tego momentu
cele te sa konsekwentnie realizowane. Tezy pracy zostaly przedstawione jasno i pre-
cyzyjnie. Lektura rozprawy, a wszczegoélnosci rozdzial 6, gdzie przedstawione rozwiazania
sa walidowane, uzasadnia stwierdzenie, ze tezy zostaly poprawnie wykazane, a wytyczone
cele zostaly osiagniete.

Praca podzielona zostala na kilka uzupemliajacych sie czeSci. W pierwszej, Autor
opisuje strukture pracy oraz przedstawia 5 wspétautorskich prac zwiazanych bezpoérednio
z realizowanym zadaniem. Do tej samej czesci (choé w réznych rozdzialach) zaliczyé
mozna prezentacje podstaw teoretycznych klasyfikatora pracujacego w oparciu o maszyne
wektoréw noénych oraz teorie algorytmow genetycznych i memetycznych. W drugiej czesci
rozprawy zaprezentowane zostaly szeroko eksperymenty walidacyjne klasyfikatora SVM
prowadzone w oparciu o dokonane modyfikacje algorytméw ewolucyjnych.

W rozdziale 2, ktéry ma charakter przegladowy, przedstawione zostaly podstawy teo-
retyczne metody wektoréw nosnych (SVM), zaréwno dla.modelu liniowego jak.i modelu
nieliniowego z réznymi funkcjami jadrowymi. Idea podej$cia SVM w modelu liniowym
Jjest wyznaczenie takiej hiperplaszczyzny, aby byla ona maksymalnie odlegla od najblizsze]
obserwacji z préby uczacej. W wigkszosci przypadkéw klasy danych wej$ciowych nie sg
jednak liniowo separowalne, co oznacza, ze nie da sig dla nich skonstruowac liniowej reguly
klasyfikacyjnej.

W bardziej] wymagajacym modelu nieliniowym, zarejestrowane obserwacje transfor-
muje si¢ nieliniowo do przestrzeni wyzszego wymiaru, a nastepnie stosuje w niej model
liniowy. Podejscie takie jest podstawa nieliniowych metod dyskryminacyjnych. Trzeba
takze zauwazyc, ze oprocz teoretyczych opiséw SVM znanych z literatury juz od 1971 roku
(prace Vapnika), Autor przedstawil w tym rozdziale réwniez wlasne przyklady obliczen
ilustrujace wplyw réznych funkcji jadrowych i ich parametréw na skutecznosc klasyfikatora
bazujacego na wektorach noénych (Tabela 2.2). Tutaj tez zostala opisana neuro-rozmyta
funkcja jadrowa opracowana przez Autora. Nie zostala jednak ona wlaczona do badan
poréwnawczych (Tabela 2.3), gdyz doktorant uznal, ze wykracza to poza zakres rozprawy.,

W rozdziale 3 zostal przedstawiony problem trenowania klasyfikatora SVM na duzych
zbiorach danych. Autor zauwaza tutaj niebezpieczefnstwa wynikajace z niezréwnowazenia
danych. Tego typu dane (w szczeg6lnoéci dane medyczne) moga niekorzystnie oddzialy-



waé na ostateczna jako$¢ klasyfikacji. Autor pominal w opisie tego zagadnienia wazny
problem brakujacych danych - co oznacza, ze naprawde duze zbiory danych moga byt
nie tylko niezréwnowazone (imbalanced), ale moga by¢ takze niepelne (missing values), i
to w réznych wymiarach: losowo lub nielosowo niepelne. Uniwersalne rozwiazania tego 7
problemu z reguly zawodza. Klasyfikatory trenowane na danych niezréwnowazonych
oraz niepelnych, np. z repozytoriéw UC Machine Learning, wykazuja czesto bardzo
rézne wyniki klasyfikacji. Praktyka pokazuje, ze ten trudny problem wymaga rozwiazan
dedykowanych dla konkretego typu danych. W tym samy rozdziale Autor przedstawia
rowniez mozliwosci przyspieszenia obliczen poprzez ich zréwnoleglenie lub redukcje danych,
na ktérych przeprowadza sie trenowanie klasyfikatora.

Rozdzial 4 zawiera informacje na temat zasad dzialania algorytméw ewolucyjnych, ze
szezegblnym uwzglednieniem algorytmoéw genetycznych i memetycznych.

W rozdziale 5, jednym z wazniejszych w rozprawie, Autor prezentuje 5 algorytmoéw
ewolucyjnych, ktére zostaly wykorzystane do selekeji danych treningowych klasyfikatora
SVM. Sa to modyfikacje 3 algorytméw genetycznych (GASVM, AGA oraz DAGA) i 2 al-
gorytméw memetycznych (MASVM i PCA2MA. Algorytm MASVM jest niekiedy mylaco
opisywany akronimem MA (np. na str. 59). Podstawowe zadania proponowanych algo-
rytmoéw sa dwojakiego rodzaju: maja dokonaé heurystycznej selekcji danych treningowych
do trenowania klasyfikatora SVM, a dynamiczne modyfikacje algorytméw maja zapewnic
dobér parametréw sterujacych procesem przeszukiwania przestrzeni rozwigzan. Pro-
ponowane przez Autora rozwigzania mozna zaliczyé do ewolucyjnego preprocessingu,
ktéry dzieki redukeji danych umozliwia w kolejnym etapie wybér wektoréw noénych klasy-
fikatora SVM, co w przypadku bez wstepnego przetwarzania danych byloby niemozliwe
lub bardzo utrudnione ze wzgledu na rozmiar problemu. Tym sposobem zamiast klasy-
cznego podejécia analizy wszystkich obserwacji (danych treningowych) i“tworzenia z nich
wektoréw nosnych, Autor zaproponowal losowy podzial danych na mniejsze czesci 1 ich
analize metodami ewolucyjnymi. Ta technika wymaga jednak wielokrotnego strojenia
algorytmu GASVM i powtarzania eksperymentu w celu znalezienia przynajmniej subop-
tymalnego rozwiazania, co w praktyce wiaze sie z analizg wszystkich danych treningowych.
Jest to wiec rozwiazanie kosztowne obliczeniowo i nalezy je zaliczy¢ do metod brute force,
czyli niezbyt atrakcyjnych. Autor wykazal jednak, ze wylonione w ten sposéb wektory,
bedace potem wektorami treningowymi klasyfikatora SVM nie obnizaja jakosci klasy-
fikacji. Bardzo ciekawa bylaby jednak odpowiedZ na pytanie jak wypadnie proponowne
podejscie w sytuacji, kiedy dane treningowe nie sa duzymi zbiorami. W takim przypadku
o ostatecznej postaci funkeji dyskryminujacej klasyfikatora SVM decyduja wylacznie wek-
tory noéne wylonione bezpoérenio, bez pomocy algorytméw omawianych przez Autora.
Jak wypadnie poréwnanie klasyfikatora SVM wspomaganego metodami genetycznymi
i bez tego wspomagania? Czy liczba wygenerowanych wektoréw t'rer'ﬁng-owyéh bedzie
podobna? Czy w trakcie obrony Autor méglby sie ustosunkwaé do tego zagadnienia?



Inne, ale majace podobny cel podejscie, zaproponowano w algorytmach AGA i DAGA,
ktére sa modyfikowane dynamicznie w czasie ewolucji, co polepsza eksploracje przestrzeni
rozwigzan oraz uwalnia od uciazliwego i kosztownego strojenia algorytmu. To rozwiagzanie
nalezy uzna¢ za bardzo interesujace, gdyz daje wyraznie lepsze wyniki w poréwnaniu
z algorytmem GASVM. Jest to znana cecha algorytméw memetycznych. Przestrzen
rozwigzan uzyskiwana w algorytmach wymienionych powyzej, poczatkowo jest okreslana
na podstawie losowo wybieranego pozdzbioru wektoréw treningowych, co oznacza, ze al-
gorytmy te musza byé parametryzowane. W memetycznym algorytmie PCA?MA dane
wejsciowe poddawane sa najpierw klasteryzacji, aby potem na jej podstawie ustali¢ zestaw
danych wejsciowych algorytmu.

Celem wszystkich omawianych powyzej algorytméw, ktére sg uzywane jako narzedzie
wspomagajace budowe klasyfikatora SVM jest wybranie odpowiedniego zbioru danych
treningowych dla tego klasyfikatora. Skraca to przewaznie czas fazy trenowania klasy-
fikatora, gdyz z reguly liczba wektoréw treningowych jest mala, a to z.kolei wplywa na
skrécenie czasu pozniejszej klasyfikacji. Nalezy jednak spytaé, czy uzyskiwane na tym
etapie oszczednosci czasowe nie beda niwelowane diugim czasem dzialania algorytmow

ewolucyjnych - szczegélnie dla diugich chromosoméw?

Ocena przyjetych metod rozwiazania zagadnienia

Podstawowym zadaniem, ktére realizuje Autor w swojej rozprawie doktorkiej jest pre-
processing danych wejéciowych, z ktérych wyloni¢ nalezy wektory treningowe klasyfikatora
SVM. Zadanie to w réznym stopniu spelnia wymieniona juz powyzej grupa algorytmoéw
genetycznych i memetycznych. Zgodnie z zasadami nadzorowanego uczenia maszynowego,
zbiér danych wejsciowych nalezy podzieli¢ na dwa rozlaczne podzbiory: zbiér danych
treningowych, na ktérych klasyfikator jest uczony oraz zbiér danych, na ktérych klasy-
fikator jest sprawdzany. Zbiér danych wejsciowych jest wielokrotnie dzielony w proce-
durze k-krotnej walidacji krzyzowej. W swoim rozwigzaniu Autor proponuje ustalenie
zbioru treningowego za pomocy algorytmoéw ewolucyjnych (AE). Algorytmy te podlegaja
w réznym stopniu autorskim modyfikacjom. Modyfikacje oceniane sa dwojako: ocenie
podlegaja parametry AE (na podstawie uSrednionej krzywej dopasowania) oraz klasy-
fikator SVM (liczba wektoréw noénych, precyzja klasyfikatora oraz obszary pod krzywa
ROC). Propozycje autorskie poréwnywane sa nastepnie z rozwiazaniami znanymi z liter-
atury.

Walidacja (z mozliwoscia czeSciowe]j wizualizacji) proponowanych metod doboru zbioréw
treningowych zostala wykonana przy uzyciu réznych zbioré6w danych - zbioréw sztucznie
wygenerowanych, zbioréw benchmarkowych z repozytorium UCI, oraz zbioru zawiera-
jacego dane rzeczywiste. Pozwala to wiarygodnie oceni¢ proponowane rozwiazanie na tle
innych. Dodatkowo, rozwigzania autorskie poréwnywane sa miedzy soba parami za po-

mocg testu Wilcoxona, co pozwala na oceng, czy réznice miedzygrupowe dla grup algoryt-
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moéw sg istotne ze statystycznego punktu widzenia. Z punktu widzenia oceny poprawnosci
badan sa to dzialania prawidlowe i wrecz niezbedne, lecz czesto ignorowane w innych pra-
cach. Jest to dojrzala propozycja przeprowadzania i dokumentowania badaf naukowych.
Autor uznal jednak, ze sg to dzialania drﬁgorzed.ne z czym nie moge sie zgodzic.

Rozwiazane autorskie wykazuja istotna przewage nad innymi metodami opisanymi w
samej rozprawie. Eksperymenty zostaly zaprojektowane wielowariantowo, co Swiadczy
o dobrym przygotowaniu Autora do prowadzenia badan naukowych, a takze o bardzo
dobrej znajomosci tematyki zwigzanej z uczeniem maszynowym, statystyka i klasyfikacja
danych.

W podsumowaniu tej czeSci opinii nalezy uznaé, ze autorskie analizy danych algoryt-
mami ewolucyjnymi sa rozwiazaniem ciekawym i nowatorskim, dotad nie stosowanym.
Algorytmy genetyczne i memetyczne skutecznie wspieraja proces uczenia klasyfikatora
SVM, poprzez wstepna selekcje danych treningowych, nie obnizajac jakosci klasyfikacji
SVM. Tym samym zaproponowane w rozprawie rozwiazania sa przydatne w naukach
technicznych zajmujacych si¢ systemami uczacymi, czyli systemami sztucznej inteligencji.

Analiza zrédet literaturowych

W rozprawie znajduja si¢ odwolania do 227 prac, w tym 28 prac, gdzie doktorant
jest wspolautorem artykulu. Niektére z tych prac (21) sa indeksowane w systemie WoS
(Web of Science). System ten odnotowuje réwniez indeks Hirscha h = 5, co jest wartoscig
bardzo dobra, znaczaco przewyzszajaca przyjete wymagania. Taks aktywnos¢ naukows
doktoranta nalezy z duzym uznaniem podkreslic. Zrédla literaturowe dotycza w wiekszosci
publikacji w czasopismach naukowych oraz materialach konferencyjnych zwigzanych z za-
gadnieniami klasyfikacji danych réznych aspektéw i uczenia maszynowego. Zestaw pozycji
literaturowych jest reprezentatywny dla eksplorowanej dziedziny naukowej i uwzglednia
réwniez doniesienia najnowsze, z roku 2016. Przywolywane w tekscie cytowania, sa odno-
towywane w spisie literatury, gdzie Autor podaje nawet strone, na ktérej cytowal dana
prace. Pozwala to w trakcie czytania tekstu pracy na latwe sprawdzenie korelacji przwoly-
wanej pracy z fragmentu prowadzonego wywodu. Z uznaniem stwierdzam; ze zostalo to
zrobione wrecz wzorowo. Whnioski i polemiki wyplywajace z bardzo szerokiego i reprezen-
tatywnego przegladu literatury zostaly sformulowane przekonywujaco i nalezy je uznac za

poprawne.

Ocena wynikéw przedstawionych w rozprawie

Uzyskane wyniki badan eksperymentalnych zostaly zaprezentowane w solidnej, wielo-
wariantowej analizie poré6wnawczej, gdzie Autor konfrontowal wlasne metody wyznacza-
nia zbioréw treningowych klasyfikatora SVM z metodami znanymi z literatury. Czesc¢
eksperymentalng, wraz analizg statystyczng nalezy zaliczy¢ do mocnych stron rozprawy.
Analiza otrzymanych rezultatéw wskazuje, ze opisane w rozprawie metody oparte na al-



gorytmach ewolucyjnych przyczyniaja sie do zmniejszenia liczby wektoréw treningowych,
co przy$piesza faze treningu klasyfikatora. Wykazano, ze algorytmy genetyczne i memety-
czne z adaptacyjnym doborem parametréw (wielkos¢ osobnikéw w populacji) pozwalaja na
uzyskanie mniejszej liczby wektoréw podpierajacych w poréwnaniu z innymi technikami
doboru tych wektoréw. Nalezy réwniez zauwazy¢, ze oprécz badan majacych wykazac
postawiong teze rozprawy, Autor wykonal oprogramowanie do wizualizacji wynikow dla
danych dwuwymiarowych, co ma wyrazny walor dydaktyczny i poznawczy. Na tle przed-
stawionej analizy poréwnanwczej, uzyskane rezultaty sa nowe i zwiekszaja wiedze o ucze-

niu maszynowym i klasyfikacji danych.

Whnioski kohcowe

Podsumowujac przedstawiong charakterystyke rozprawy doktorskiej stwierdzam, ze
doktorant, pan mgr inz. Jakub Nalepa zamieScil w niej samodzielnie uzyskane wyniki
badan teoterycznych i eksperymetalnych popartych analizg statystyczna. Wykazal sie
znajomos§cig programowania i zasad wizualizacji danych, co dodatkowo podnosi walory
pracy doktorskiej. Do bardzo mocnych stron pracy zaliczam warto$ciowa dyskusje pro-
ponowanych rozwiazan oraz szeroka interpretacje uzyskanych wynikéw Autora rozprawy.

Pod wzgledem merytorycznym praca z nadmiarem spelma. wymaga.ma sta,mane rozpra-
wom doktorskim. Autor wykazal si¢ znajomo$ciag metod uczenia maszynowego oraz do-
brym opanowaniem warsztatu badawczego.

Wnosze o dopuszczenie opiniowanej dysertacji do dalszych etapéw prze-
wodu doktorskiego, w tym do jej publicznej obrony.

Bioragc pod uwage dojrzaly charakter recenzowanej pracy oraz fakt, ze Autor pub-
likowal 5 prac w czasopismach o duzej randze naukowej (lista A MNiSW), indeksowanych
w systemie WoS, dla ktérych wspéleczynnik oddzialywania IF jest wyzszy niz 0.5 wnosze
0 jej wyrdznienie, co jest zgodne z Uchwala Rady Wydzialu Automatyki, Elektroniki i
Informatyki Politechniki Slaskie;j.
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