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PODZIALOWE I HIERARCHICZNE ALGORYTMY GRUPOWANIA
DANYCH

Streszczenie. W artykule przedstawiono najwazniejsze podziatowe oraz hierar-
chiczne algorytmy grupowania danych. Wsrdd algorytméw podziatowych oméwiono
algorytmy oparte na prototypach punktowych oraz liniowych. Przedstawiono algo-
rytmy hierarchiczne dla ré6znych miar podobieAstwa oraz oméwiono skrétowo kla-
steiyzacje neuronowg wykorzystujgca sie¢ Kohonena.

Stowa kluczowe: klasteryzacja, macierz podziatu, dendrogram podziatu, miara
podobienstwa

PARTITIONAL AND HIERARCHICAL DATA CLUSTERING
METHODS

Summary. In this paper the most important partitional and hierarchical data
clustering algorithms are described. Among partitional algorithms those based on
point and linear prototypes are discussed. In hierarchical algorithms different
similarity measures are described. Also, neural network clustering based on Kohonen
network is described.
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1. Wprowadzenie

Grupowanie danych (inaczej klasteryzacja) jest jednym z rodzajéw uczenia
nienadzorowanego i zajmuje sie zagadnieniami efektywnego podziatu danego zbioru
nieetykietowanych obiektow (tj. wejsciowych wektoréw cech X/, ..., XV) na grupy G/, .... Gg,
stanowigce podzbiory podobnych elementdw. Podziatu dokonuje sie tak, aby elementy danej
grupy Gi byly bardziej podobne do siebie niz do jakichkolwiek elementéw innych grup.



Liczba klasterébw ¢ moze by¢ podana z géry przez uzytkownika lub nieznana, tj. wyznaczona
dopiero przez metode. Podziat dokonany przez proces klasteryzacji moze stanowi¢ podstawe
do zdefiniowania klas obiektéw. Kazdemu uzyskanemu w wyniku podziatu podzbiorowi
przypisuje sie nazwe klasy, za$ obiekty zaliczone do tego podzbioru uznaje sie za
przyktadowych reprezentantow danej klasy (prébki uczace o znanej przynaleznosci klasowej).
Dalsze etapy postepowania (tzn. tworzenie obszarow decyzyjnych przypisanych klasom) sa
takie same jak w zadaniu klasyfikacji. Aby méc zrealizowaé grupowanie, musimy przyja¢
pewne zatozenia wstepne.
1 Liczebno$¢ zbioru jest duza, aby przejawita sie w nim petna réznorodno$¢ zjawisk
wystepujacych w danym zagadnieniu.
2. Wszystkie klasy sg reprezentowane w zbiorze.
3. Podzbiory moga by¢ formowane w naturalne klastery, tak ze kazdy klaster odpowiada
klasie, ktorg reprezentuje (ta wtasciwos¢ silnie zalezy od wyboru wektora cech).
4. Obiekty sg opisywane przy uzyciu cech tak dobranych, ze zblizone wartosci cech
odpowiadajg obiektom o zblizonych (w odczuciu uzytkownika) wasnosciach.
Podstawowe etapy w procesie grupowania danych sg nastepujace:
1. Selekcja i ekstrakcja cech, polegajaca na identyfikacji zbioru cech istotnych.
2. Wiasciwy algorytm klasteryzacji.
3. Walidacja klasteryzacji.
W og6lnym przypadku optymalne (w sensie przyjetego kryterium) rozwigzanie podziatu
N wektoréw zbioru na c niepustych podzbiorbw mozna znalezé poprzez testowanie

wszystkich mozliwych podziatéw wejsciowych wektorow. Jest to jednak nierealistyczne ze

wzgledu na ogromna liczbe mozliwych podziatéw, w przyblizeniu okoto /cl
Wynik klasteryzacji mozna przedstawi¢ jako c¢xN macierz podzialu U (tzw. twarda

macierz podziatu), ktérej elementy sa nastepujace:

Gi -i-tyklaster,i =1, N
Van - przestrzen wektorowa (cxN) wymiarowych macierzy nad R.
Zbioér wszystkich mozliwych macierzy podziatu U definiujemy:
Mc={UeVeN| 2, 3},
gdzie warunki 1-3 sg okreslone nastepujaco:
1. Kazdy wektor jest albo nie jest w z-tym klasterze:
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2. Kazdy wektor Xk nalezy doktadnie do jednego z c klasterow:

V ta» =1

3. Zaden klaster nie jest pusty:
N

Istnieje wiele réznych podzialéw algorytméw klasteryzacji, stosownie do r6znych
kryteriow. Najczesciej jednak dzieli sie algorytmy klasteryzacji na 2 grupy:

1. Algorytmy hierarchiczne (wynikiem jest zbiér wzajemnie zawierajgcych sie
podziatéw zbioru).

2. Algorytmy podziatowe (wynikiem jest jeden podzial zbioru), wsrdd ktérych
najpopularniejsze sg algorytmy z iteracyjng optymalizacjgpewnejfunkcji kryterialnej.

Czesto spotyka sie podziat na:

1 Algorytmy twarde (ang. hard), w ktoérych kazdy wektor nalezy w catosci do klastera.

2. Algorytmy rozmyte (ang. fuzzy), w ktérych przynalezno$¢ wektora do danego klastera
moze by¢ tylko czesciowa).

3. Algorytmy posybilistyczne (ang. possibilistic), w ktdrych przynalezno$¢ wektora do
klastera zostaje zastgpiona pojeciem ,,typowosci”.

Nalezy nie zapomnie¢ réwniez o zastosowaniu sieci neuronowych oraz algorytmow

genetycznych i ewolucyjnych w rozwigzaniu zagadnienia grupowania zbioru.

2. Algorytmy iteracyjnej optymalizacji funkcji kryterialnej

2.1. Algorytm ISODATA

Aby przeprowadzi¢ podziat na podzbiory podobnych obiektéw nalezy zdefiniowaé
pojecie podobieAstwa. Zazwyczaj miarg podobiefstwa jest odlegto$¢ w przestrzeni cech
miedzy wektorami cech obiektéw (im blizsze siebie wektory, tym bardziej podobne obiekty).

HI A~ -7 12
Kolejnym zadaniem jest okreslenie pewnego wskaznika jakosci (tj. funkcji kryterialnej),
ktory pozwolitby sposrdéd wszystkich mozliwych wariantéw podziatu zbioru na podzbiory
wybra¢ podziat optymalny (w sensie przyjetego kryterium). NajczeSciej stosuje sie tzw.

dyspersje zhioru bedacg suma kwadratéw odchylen wektoréw od srodkow klastrow:

MU,n =Z2D *-V ,If=11 I*™-VI2

/ml xeG, *1 =1
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c liczba grup (klastrow)
i-ty klaster (podzhiér)
v, Srednia warto$¢ wektordw w i-tej grupie
U - Uk macierz podziatu
v= [v,,...vJeVpc macierz srodkow klasteréw zdefiniowana nastepujaco:

Kazdy element v, macierzy okresla $rednie potozenie wektoréw tworzacych klaster.
Podziat uzyskany za pomocg takiego kryterium nazywa sie podziatem minimalnej warianciji,
gdyz minimalizuje sume kwadratow odlegtosci wektorow w klasterze od jego $rodka.
Kryterium takie jest dobre dla klasteréw zwartych, o podobnych ksztattach w przyblizeniu
hiperkulistych i dobrze oddzielonych od siebie.

Problem klasteryzacji polega wiec na znalezieniu takiej macierzy podziatu Uop, (z klasy

Mc) i macierzy $rodkow klasterow Vop, (z klasy Vpc), ktére minimalizujg Je:

Najbardziej popularny, uproszczony algorytm dla aproksymacji minimum funkcji Je to
iteracyjny algorytm ISODATA (lIterative Self-Organizing DATA clustering) [1,4].

Algory tm ISODATA
1. Ustalenie liczby klastrow ¢ (1<c<N), wartosci btedu granicznego s.

2. Inicjalizacja macierzy podziatu 1/0>e Mc.

Obliczenie srodkow klasterow V1) =[v,w ,...,v”~] przy uzyciu LrJ:

3. Aktualizacja macierzy podziatu dla (j+1)-szej iteracji:

. gl mindxk- vip =] - v
15i% [o otherwise
4. Jesli - ifill] >e toj:=j+I, idZ do punktu 3, w przeciwnym przypadku
zakonAczenie dziatania algorytmu.
Algorytm ten jest zhiezny do lokalnego minimum funkcji Je, ktérego potozenie zalezy

bardzo silnie od poczatkowego wyboru Srodkéw Kklastrow. Dlatego najczesciej powtarza sie
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kazda klasteryzacje kilkakrotnie, a nastepnie wybiera sie czesciej wystepujacy wynik. Nie ma

gwarancji, ze osiggnie si¢ maksimum globalne (wynik optymalny).

2.2. Algorytmy rozmyte

2.2.1. Algorytmy oparte naprototypach punktowych

Rozmyty algorytm ISODATA (FCM)

Metoda ISODATA zaktada, ze kazdy wektor nalezy tylko do jednej klasy, co jest dobre
tylko w przypadku klasteréw zwartych i dobrze oddzielonych. W praktyce klastery
najczesciej naktadajg sie i niektére wektory moga naleze¢ czesciowo do kilku klasteréw.
Najlepiej jest opisa¢ taka sytuacje poprzez zastosowanie teorii zbioréw rozmytych w ten
sposéb, ze wektor Xk moze naleze¢ do i-tego klastra z wartoscig przynaleznosci u* z
przedziatlu <0,1>. Zbidér wszystkich mozliwych tzw. rozmytych c-macierzy podzialu U
definiujemyjako:

Mfc={U e VeN| 1.* 2, 3}
przy zmienionym warunku 1.*:

1.* Kazdy wektor je*moze nalezeé¢ do kilku klasterow:

E%\l«" 6[0.1

Jako funkcje kryterialng stosuje sie:

JJU,v) =+ f j(ulkTd>

/Al k=1
gdzie:
dl =K -V, = (xk-vI)TA(xk-V,.)
A macierz dodatnio okreslona
m e [1,+cc) wspdtczynnik wagowy, okre$lajacy stopien rozmycia klastrow

Podziat optymalny jest rozwigzaniem:

Mozna udowodni¢ nastepujace twierdzenie, z ktérego korzysta sie w celu znalezienia

rozwigzania optymalnego.

Twierdzenie
Ustalmy w oraz c i zdefiniujmy nastepujace zbiory [2,4]:
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\lk = {/11<i £ c;dik =0}

Y
iasN U* - \7*
(Uopl,Vopl) e (M texVpe) moze osiggnaé minimum globalne funkcji kryterialnej /¢ tylko

wtedy, gdy:
'V 0 E£urt=l Ik *0
ielk ielk
we uk- g
ISkSN 7*=0
Vy* \dJ*s
oraz
V V.= I> %) xx Z(“*r
1$isc " L*-i

Nastepujacy algorytm, zwany rozmytym algorytmem ISODATA lub FCM (od angielskiej
nazwy fuzzy clustering method FCM), umozliwia osiggniecie w sposéb iteracyjny

rozwiazania optymalnego [1]:
1. Ustalenie liczby klastrow ¢ (I<c<N), m e [1,+co0), e>0

2. Inicjalizacja jJ0>eM/c
3. Obliczenie rozmytych $rodkéw klasterow VU) = [v,(y),..., v'y)] przy uzyciu /3

v ooV.= 2>.)"
1

Kisc o =

4. Aktualizacja macierzy podziatu dla (j+1)-szej iteracji:

Y o
ielk
Vo U= gy
Sis K
Iské Z 4 Ik=0
oS

5. JeSli \\I/i+l)-U <> jj>Bm to j:=j+I, idZ do punktu 3, w przeciwnym przypadku

zakonczenie dziatania algorytmu.

Parametr m okresla stopien rozmycia klasterow, zazwyczaj przyjmuje sie m=2. Dla m=I
algorytm przechodzi w omoéwiony algorytm ISODATA. Udowodniono, ze algorytm FCM jest

zbiezny do lokalnego minimum funkcji lub do punktu siodtowego [2],
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Algorytm G-K (Gustafson-Kessel)
W algorytmie FCM zakilada sie, ze wszystkie klastery majg jednakowe ksztatty

geometryczne, co nie zawsze ma miejsce w przypadku rzeczywistych danych. Uzyta w
algorytmie FCM norma ma wplyw na ksztakt wszystkich klasteréw. GustafFson i Kessel [6]
zaproponowali modyfikacje FCM poprzez wprowadzenie réznych norm dla kazdego klastera,
co umozliwito stosowanie algorytmu FCM w przypadku klasterdw réznego ksztattu. Dla i-

tego klastera wprowadzono norme:

Y =[xk - v, [N ={xk- v,)TA,(xk-V,),

gdzie Aie Rpxp. W ten sposob ksztatt i-tego klastera (w danej iteracji) bedzie okreslony

poprzez macierz”,. Zmodyfikowana funkcja kryterialna ma postac:

Jn(U,V,A)=Zi\2_£{LLkr 1K -V, |Hij.

gdzie A = (A /,A J jest c-krotkgmacierzy.
Gustafson i Kessel pokazali, ze przy dodatkowym zatozeniu statoSci wyznacznika ,4,-tej
macierzy, tj.
det(A) =pi >0,
co gwarantuje jej dodatnig okre$lonos¢, minimalizacja funkcji J(U,V,A) ze wzgledu na A,

prowadzi do nastepujgcego rozwigzania gwarantujacego optymalno$¢ ksztattu /-tego klastera:
I%c A,opt = [pldct(C,]'PC~',

gdzie C,jest tzw. macierzg kowariancji /-tego klastera:

C, =YK (xk-v,)(xk-v,y/*u: m> 1,

k-1 k-1

za$ v,-jest prototypem punktowym (centrum) /-tego klastra.
Przebieg algorytmu mozna zapisa¢ w nastepujacych punktach:

1. Ustalenie liczby klastréw ¢ (0<c<N), me [1,+co0), e>0, pieR+
2. Inicjalizacja U°eM/c
3. Obliczenie rozmytych $rodkoéw klastrow Vu) = [vD),..., vj;)] przy uzyciu U<y

2> %y

4. Obliczenie rozmytych macierzy kowariancji [Cu ..., Cd:

C, :*»i o* -vi - Ww)7/ ;—i «5

ich macierzy odwrotnych oraz wyznacznikéw macierzy kowariancji.
5. Obliczenie macierzy [ A i A Q normujacych i-ty klaster:
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A,=\p, detCCjrC-'
6. Aktualizacja macierzy przynaleznos$ci t/+ dlay'=/-szej iteracji

V 0 f£«*= 170

WE= Ve -
g% 7 o
A

gdzie:
=lU* -V, |, = (xk -V ,)TA,(Xk -V,.)

K. Stapor

7. Jesli nfIH)-U® \\> e, toj:=y+7, idZ do punktu 5, w przeciwnym przypadku

zakonAczenie dziatania algorytmu.

W celu inicjalizacji macierzy podziatu czesto stosuje sie algorytm FCM.

2.2.2. Algorytmy oparte na prototypach niepunktowych

Algorytm oparty na rozmytych liniowych rozmaitosciach

(ang. fuzzy c-varicties (FCV))

W algorytmie tym [1,4] rozmyte $rodki klasterdw vi (prototypy punktowe) w przestrzeni

p-wymiarowej zostaty zastapione poprzez r-wymiarowe liniowe rozmaitosci (ang. varieties,

manifolds) (0 <r <p), stanowigce prototypy.

R-wymiarowa rozmaito$¢ liniowa Vr, oparta na punkcie v,eRp i okre$lona poprzez r

liniowo niezaleznych wektorow (su, ..., s,1), gdzie slreRpjest to nastepujacy zbiér:

vn(v,,sit,....si =jy e Rp\y =v, +ijjsv tieR

Dla r=0jest to punkt, dla r=1I prosta, dla r=2 ptaszczyzna, za$ dla r>3 hiperptaszczyzna.

Prototypy tego rodzaju moga by¢ uwazane jako ,,ptaskie” zbiory w przestrzeni Rp. Wymiar r

okresla liczbe kierunkow, w ktérym ta plaskos¢ rozcigga sie. Jesli wektory {sy} sa

ortogonalne, to odlegto$¢ wektora x* od i-tej liniowej rozmaitosci R, jest okreslona :

DI =D(xt,VvM)2=|**-v, Bi -¢[U* -v./AsJ ,
7=1
gdzie A jest macierzg dodatnio okreslona.
Funkcja kryterialna do optymalizacji ma nastepujgca postac:

au,v,vr)=Jl

i=l k™

gdzie VR = (VRi,...,VR) jest zbiorem c liniowych rozmaitosci stanowigcych c prototypdow.
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Dla r-0 algorytm FCV redukuje sie do algorytmu FCM. Algorytm FCV jest taki sam jak
omoéwionyjuz algorytm FCM z tg réznica, ze zamiast dn podstawiane jest A*, za$ warunkiem
minimalizacji funkcji kryterialnej jest aktualizowanie w kazdej iteracji algorytmu wektorow
Sjj, definiujacych liniowe rozmaitosci w taki sposob, ze syjesty-tym jednostkowym wektorem
wihasnym macierzy kowariancji C- (/'=/,...,/)), za$ {sy} sa uporzadkowane zgodnie z
malejacymi wartos$ciami wiasnymi macierzy Q.

Algorytm FCV posiada te wade, ze nie bierze sie w nim pod uwage rozciggtosci
klasterow (np. dilugosci, powierzchni), co moze powodowa¢ scalenie klasterow
wsp6Hiniowych. Istnieja ulepszone rozszerzenia tego algorytmu [4], Podstawowg wadg
omoéwionych tu algorytméw, opartych na liniowych rozmaito$ciach jako prototypach, jest
konieczno$¢ posiadania pewnej wiedzy a priori o ksztatcie klasterow w posiadanym zbiorze

danych, co dla wymiaryp>3 jest raczej trudne do przewidzenia.

Prototypy innych ksztattéw
Opracowano réwniez wiele algorytméw, w ktdrych prototypy stanowig konkretne

ksztatty, np. hipersfery, hiperelipsoidalne powierzhnie oraz inne uog6lnione ksztatty [4,8,9],

3. Klasteryzacja posybilistyczna

Wskutek ograniczen algorytmu FCM zwiekszony stopien przynaleznosci do jednego
klastera powoduje automatycznie zmniejszenie stopnia przynaleznosci do pozostatych
klasteréw, a intuicyjnie - stopie przynaleznosci powinien by¢ podyktowany odlegtosciag od
srodkéw klasterdw. Zaproponowano wiec podejscie [10], w ktérym uy reprezentuje stopieh
typowosci (kompatybilnosci) wektora  z i-tym klasterem reprezentowanym przez prototyp
punktowy V-

Zbioér wszystkich mozliwych tzw. posybilistycznych macierzy podziatu U definiujemy
[107:

Mpc = {U eV cN\L.*, 2. 3}
przy zmienionym warunku 2.*, ktéry usuwa konieczno$¢ probabilistycznego sumowania sie
do jedynki przynaleznos$ci wektora do wszystkich klasterow:
2.*

sl 4

Innajest rowniez funkcja kryterialna:

H *1 (1 B
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gdzie:
dl Mxk- v, A=Kk -v (TA{xk-v,)

A - macierz dodatnio okreslona,

me [1,+co) - wspbtczynnik wagowy, okreslajacy stopien rozmycia klasterow,
wi - wagi.
Minimum globalne dla J,,, uzyskuje sie dla nastepujgcej macierzy U [4,10]:
1
N )
1+

Widac stad, ze w kazdej iteracji uk zalezy tylko od odlegtosci Xk od $rodka v,, a nie zalezy
od odlegtosci od pozostatych klasterow.

Jako wartosci wag w, czesto przyjmuje sie odlegtosci, przy ktérych stopien przynaleznosci
jest rowny 0.5. Inny spos6b, to okreslenie ich jako wielko$ci proporcjonalnych do $redniej,

rozmytej odlegtos$ci wewnatrz klastera:

k=1

gdzie E jest statg zazwyczaj przyjmowang jako 1, za$ wartosci u,t pochodza z algorytmu
FCM, ktéry uzywany jest jako sposob inicjalizacji macierzy U° w algorytmie
posybilistycznym.
Algorytm posybilistyczny
1. Ustalenie liczby klasteréw c (I<c<N), m e [1,+co).
2. Inicjalizacja i f' e Mpc, np. wykorzystujac algorytm FCM.

3. Ustaleniewagw' i=1,..., c
4. Obliczenie $rodkéw klasteréw F(;) = [v(#),....v*-)] przy uzyciu ifl*:

L™ zk)

5. Aktualizacja macierzy podziatu dla (j+1)-szej iteracji:



Podziatowe i hierarchiczne algorytmy grupowania danych 165

\% 0 It *0
%isc /*=0
A&
dl
1+
\ W

6. JesSli WLfi*¥- ifl* ||[>q toj:-j+ I, idZ do punktu 4, w przeciwnym przypadku
zakonczenie dziatania algorytmu.
Wprowadzenie takiej reprezentacji uy znacznie zwieksza odporno$¢ na szum i odstajgce
wektory (dla ktérych jest tutaj mozliwos$é przydzielenia matych warto$ci Uy we wszystkich
klasterach, gdyz nie muszg one sumowac sie do jedynki).

4. Algorytmy hierarchiczne

Podstawowg niedogodnos$cia algorytmdw iteracyjnej poprawy funkcji kryterialnej jest
koniecznos$¢ okreslenia przez uzytkownika liczby podzbioréw podziatu c. W przeciwnym
przypadku nalezatoby przeprowadzi¢ optymalizacje dla wszystkich mozliwych warto$ci c.
Bardzo czesto liczba ¢ nie jest jednak znana i jednym z rezultatéw grupowania ma by¢
réwniez ustalenie najbardziej prawdopodobnej liczby grup. Znacznie skuteczniejsze jest w
takim przypadku zastosowanie hierarchicznego algorytmu grupowania, ktérego ogdlna idea
jest nastepujaca.

Aby pogrupowa¢ N obiektéw w c klasterow najpierw te obiekty grupowane sgwii
klasterow (kazdy obiekt stanowi oddzielny klaster). W nastepnym kroku znajduje sie 2
klastery najbardziej podobne do siebie, ktére nastepnie ulegajg potaczeniu, co daje w wyniku
N-I klasterow. W nastepnym kroku grupujemy znoéw 2 najbardziej podobne, uzyskujac N-2
klastery, p6zniej N-3 i tak dalej az do uzyskania c klasterow.

Metode klasteryzacji hierarchicznej opisuje nastepujaca procedura:

1 Ci=®e}i=I N, c*=N.

2. Znajdz 2 klastery najbardziej podobne C*oraz Cj.

3. Potgcz Ot oraz Cj, usun Cj, c*=c*-I.

4. If c*>c idZ do punktu 2.

Poczatkowym podziatem jest podziat, w ktérym kazda prébka tworzy jednoelementowy
zbiér. W kazdym kroku faczy sie ze sobg dwie najbardziej podobne grupy. Ostatecznym za$
wynikiem, jesli algorytm nie zostanie wczes$niej zatrzymany, jest podziat, w ktorym istnieje

tylko jedna grupa ztozona z wszystkich prébek.
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Nalezy zatem dodatkowo zdefiniowac sposob okreslania podobiefAstwa miedzy grupami
elementéw. Istnieje kilka podstawowych miar podobienstwa miedzygrupowego. Podobien-
stwo pomiedzy klasterami moze by¢ mierzone poprzez odlegtos¢ pomiedzy pojedynczymi

obiektami w klasterach. Najpopularniejsze miary to:

metoda najblizszego sgsiada

dTMix»x;): min H*-y z

xeXj,yeX,
metoda najdalszego sgsiada
dmx(X,,XJ) = max I1*-y|f

XsXj,yGXf
poprzez odlegto$¢ pomiedzy wszystkimi obiektami w klasterach
dag(X,, Xj)=-L £ £ II*—y |2
ninj xeX,yeXj
poprzez odlegto$¢ pomiedzy $rodkami klasterow:
N(My H K I

Uzycie réznych definicji podobienstwa wptywa na rézny ksztatt klasteréw.

Klasteryzacje hierarchiczng mozna przedstawi¢ graficznie w postaci dendrogramu, czyli
drzewa binarnego, w ktorym kazdy wezel reprezentuje klaster. Przeciecie poziome
dendrogramu daje jedng z mozliwych klasteryzacji.

W praktyce zadaniem uzytkownika jest sformutowanie pewnej reguty, okre$lajacej w
ktorej iteracji nalezy przerwac dziatanie algorytmu. Regutg ta moze by¢ np. podanie zadanej
liczby podzbioréw podziatu lub podanie pewnej progowej wartosci. Algorytm zatrzymuje sie,
gdy w danym kroku podobienstwo miedzy dwiema najbardziej zblizonymi grupami
przekracza zadang warto$¢ progowa. W takiej sytuacji uzytkownik nie musi dokonywaé

oszacowania spodziewanej liczby grup.

5. KJasteryzacja neuronowa

Neuronowe sieci samoorganizujace sie stosowane sg réwniez w zadaniu grupowania
danych. Do najbardziej znanych przyktaddw nalezy zaliczy¢ sie€ Kohonena [13] z reguig
uczenia z rywalizacjg (ang. competitive learning) oraz sie¢ rezonansowg typu ART. [13]. Sa
to sieci jednowarstwowe. W sieci Kohonena na przyktad uczenie polega na korekcji wag
wm= 0O mlwm2,...,.wnmp) T tylko wygrywajagcego neuronu (tj. najbardziej podobnego do
wektora wejsciowego) wedle reguty:

=<*(*-w j,
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gdzie a> 0 jest dodatnim wspdtczynnikiem zazwyczaj malejacym w miare postepu nauki.

Zwycieski neuron ustala sie na podstawie kryterium:

witx - max(w'x),

<i p
ktére wykrywa najwiekszy spos$rod iloczynéw skalarnych wektorow wag z wektorem
wejsciowym, czyli wskazuje wektor wag najblizszy wejsciowemu. Po zakoriczeniu uczenia
wektory wag (znormalizowane) wskazujg $rodki ciezkosci wykrytych grup obiektow ze
zbioru.

Sie¢ ART ma wieksza zdolno$¢ do adaptacji oraz wykazuje wiekszg stabilno$¢
reprezentacji grup danych przez poszczegdlne neurony od sieci Kohonena. Potrafi rowniez
wykrywaé grupy bez informacji a priori o ich liczbie, jest jednak mato odporna na wszelkie

zaktocenia (szum) w zhiorze danych do grupowania.

6. Klasteryzacja duzych zbioréw danych

W przypadku wielkich zbioréw danych, z jakimi mamy do czynienia np. w eksploracji
danych (ang. data mining), czyli setek tysiecy wielowymiarowych wektoréw, stosowanie
omowionych algorytméw klasteryzacji nie jest sensowne. W tym celu opracowano szybkie,
‘aproksymacyjne’ algorytmy klasteryzacji, jak np. Clarans (clustering large applications based
on random search) [11] czy Birch ( balanced, iterative reducing and clustering) [12], w
ktérych wykorzystuje sie efektywne, dynamiczne struktury danych. W przypadku jednak, gdy
nie jest mozliwe umieszczenie catego zbioru w pamieci wewnetrznej, stosuje sie 2 podejscia:

1. Podejscie ‘dziel i rzadz’, w ktorym w pamieci wewnetrznej klasteryzacji podlega

kazdorazowo tylko pewna cze$¢ zbioru, a cze$ci poklasteryzowane sa p6zniej scalane.

2. Podejscie inkrementacyjne, w ktérym w pamieci wewnetrznej znajduje sie tylko

reprezentacja klasterow, zas do pamieci tadowane sg kolejno pojedyncze wektory.

7. Walidacja klasteryzacji

Algorytmy klasteryzacji opierajg sie na wielu parametrach, np. liczbie klasterow c,
stopniu rozmycia m. Zdefiniowano wiele miar jakosci klasteryzacji (tzw. indekséw) w celu
umozliwienia wyboru najlepszego podziatu danego zbioru w sensie wybranego kryterium.
Najczesciej stosuje sie rézne indeksy w celu okreslenia optymalnej liczby klasterow, cho¢

mozna réwniez uzy¢ ich do celu okre$lenia optymalnej wartosci innych parametréw. Znajduje
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sie taki c-podziat zbioru, ktéry minimalizuje wartosci indeksow. Dwa najprostsze indeksy

zdefiniowano nastepujaco [3]:

N il *=1
yFE(U) =~ i f juu]nult
Wil *i
Ich podstawowg wadg jest brak bezposredniego zwigzku z geometrycznymi witasnosciami
wektoréw danych.

Przytoczymy dla przyktadu jeszcze indeks Dunna [3]; omoéwienie niektérych innych
indekséw mozna znalez¢ np. w [3],

Vn (UB =min m'mji Z{nn)l >

lsfc
gdzie:
(5(Q,.£Y) = mind(x,y) - odlegtos¢ i-tego klastera od j-tego
jrefl,.
J

A(QKk) =)[r§/gr>1(td(x,y) - $rednica k-tego klastera.

W indeksie Dunna oraz wielu innych wykorzystuje sie twardg macierz podziatu, ktorg
mozna otrzyma¢ z macierzy rozmytej poprzez np. nastepujace przeksztatcenie (tzw.

defuzyfikacja):

vV  HWV= jl max u[0 =u-P
iijsfi [0 przeciwnie

(f) oznacza macierz rozmyta, (c) macierz twardg podziatu.
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Abstract

This paper presents an overview of pattern clustering methods with a goal of providing
useful advice and references to fundamental concepts accessible to the broad community of
clustering practitioners. We present a taxonomy of clustering techniques and describe the
most important representatives of two main groups of clustering algorithms: partitional and
hierarchical ones.

Among the partitional algorithms we described the algorithms based on point as well as
non-point prototypes. Point-prototypes methods include: the popular ISODATA [1]
clustering, fuzzy clustering method (FCM) of Bezdek [1] and the algorithm of
Gustafson/Kessel [6] which uses different norms for each cluster. The fuzzy c-varieties
algorithm of Bezdek [1] is the most simple representative of algorithms based on linear
prototypes. The possibilistic approach to clustering of Krishapuram [10] in which the

membership values may be interpreted as compatibilities of the points with class prototypes.
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In hierarchical algorithms [5] we described the four different similarity measures: nearest

and farthest neighbor, mean as well as prototype distances.
Finally, the problem of cluster validity together with simple validation indexes is shortly

described.
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