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Streszczenie. W artykule przedstawiono wyprowadzenie metody czastkowych
najmniejszych kwadratow (PLS) i jej zastosowanie w klasyfikacji danych mikroma-
cierzowych. W tym celu porownano ze soba dwie metody klasyfikacji — liniowa dys-
kryminacje Fishera (FLD) oraz metod¢ czastkowych najmniejszych kwadratow
(PLS). Jako dane mikromacierzowe wykorzystano symulowane zbiory danych oraz
dane biologiczne.

Stowa kluczowe: metoda najmniejszych czastkowych kwadratow, liniowa dys-
kryminacja Fishera, eksperyment mikromacierzowy, uczenie nadzorowane

AN APPLICATION OF PARTIAL LEAST SQUARES METHOD (PLS)
FOR CLASSIFICATION OF MICROARRAY DATA

Summary. In this paper we present marthematical introduction of Partial Least
Squares metod (PLS) and application for classification microarray data. To do this
application two classification methods was compared — Fisher linear discriminant
(FLD) and partial Least Squares (PLS) applied to classification of microarray data are
compared. The simulation and biological datasets are used as a microarray gene ex-
pression data.

Keywords: Partial Least Square (PLS), Fisher Linear Discriminant (FLD), mi-
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1. Wstep

W eksperymentach genetycznych predykcja, klasyfikacja i klasteryzacja sa podstawowy-

mi metodami wykorzystywanymi do analizy i interpretacji danych mikromacierzowych. Da-
ne mikromacierzowe charakteryzuja si¢ tym, ze zazwyczaj liczba cech opisujacych probke
jest rzedu kilku czy nawet kilkunastu tysiecy i znacznie przekracza liczbe probek, ktérych
jest nie wigcej niz kilkadziesiat. Klasyfikacja probek w takiej sytuacji moze dawac falszywe
wyniki.
Z tego powodu wazne jest zmniejszenie wymiaru przestrzeni cech (gendéw). Cel ten mozna
osiagnac poprzez wstepna selekcejg lub tez poprzez ekstrakcje cech. W artykule tym zajmie-
my si¢ tylko metodami ekstrakcji cech. Jedna z takich metod jest metoda najmniejszych
czastkowych kwadratow (PLS). Tworca tej metody, ktora znajduje szerokie zastosowanie np.
w chemometrii, jest H. Wold [20, 21, 22, 23]. Metod¢ t¢ mozna wykorzysta¢ takze w celu
klasyfikacji probek.

W artykule tym koncentrujemy si¢ na dwoch metodach klasyfikacji. Przedstawiamy wy-
prowadzenia matematyczne liniowe] dyskryminacji Fishera oraz metody najmniejszych
czastkowych kwadratow, oraz porownujemy je ze soba. Obie metody poréwnujemy zardwno
na danych biologicznych, jak i symulowanych danych mikromacierzowych. W celu estymacji
sprawnosci klasyfikacji uzyjemy metody k - krotnej walidacji krzyzowej oraz metody Jackk-
nife.

Zadna z opisanych metod nie zalezy od specyfikacji mikromacierzy. W rzeczywisto$ci
jednak dane mikromacierzowe moga wymaga¢ odpowiedniej obrobki wstepnej. W artykule
tym, przed wykonaniem eksperymentu poréwnania, dane mikromacierzowe zostaly poddane
normalizacji. W artykule wykorzystujemy zarowno przetworzone dane symulowane, jak

1 dane biologiczne.

2. Metody

Niech X = [xi/. i=1L..,N,j= 1,...L] oznacza macierz poziomow ekspresji genow, gdzie
wiersze odpowiadaja kolejnym genom, natomiast kolumny odpowiadaja indywidualnym
probkom. Ponadto, niech y,,..,y,, ¥ € {—1,1} beda elementami kolumnowego wektora

przynaleznosci do klas Y . W artykule tym bedziemy rozwaza¢ jedynie problem dwuklaso-

wy. Klasy bedziemy oznaczac¢ przez C, ={y, :y, =1} oraz C, ={y, :y, =1}.
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2.1. Liniowa Dyskryminacja Fishera (FLD)

Liniowa dyskryminacja Fishera (FLD) jest szczegdlnym przypadkiem liniowej funkcji
dyskryminacyjnej (LDA), stuzacej do znajdywania najlepszej hiperplaszczyzny rozdzielaja-
cej dane. Liniowa dyskryminacja Fishera zostala opisana w ksiazkach [3, 6, 15, 24, 25]. Wy-
prowadzenie metody LDA 1 FLD przedstawimy w dodatku A, ponizej natomiast przedstawi-

my algorytm FLD:

Niech X = [xij i=1,.,N,j= 1,...L] bedzie zbiorem testowym rozmiaru L, gdzie x; jest
wartoscia i-tej cechy w j-tej probce, natomiast niech y,,...,»,, », € {—1,1} beda etykietami
klas. Ponadto zat6zmy, ze mamy funkcje liniowa o postaci

WX )=W'X, +v,, (1)
gdzie X; jest j-tym wektorem kolumnowym macierzy X odpowiadajacym j-tej probece. Zatoz-
my, ze jeSli warto$¢ funkcji A(X;)>0, to klasyfikowany element nalezy do klasy Cj,
w przeciwnym wypadku do klasy C,. Celem naszym jest znalezienie optymalnych wspol-
czynnikdw W oraz progu vy. Niech o oraz 7, beda odpowiednio wariancja oraz $rednia

w i-tej klasie. Rozwazmy nast¢pujaca funkcje kryterialna:

p=n=m) @
(o +O'2

gdzie n, = E{h(X)|C,} oraz o} =Var{h(X)|C,} dla i =1,2. Funkcje te nazywamy kryte-
rium Fishera. Mierzy ona réznice dwoéch $rednich znormalizowanych poprzez wariancje.

Korzystajac z rbwnania na posta¢ optymalnych wspotczynnikéw W w metodzie LDA (patrz

Dodatek A), otrzymujemy nastgpujace rownanie:
1 _
W:E[21+22]1(M2_M1)= 3)

gdzie: M, = E{X |C,} — wektor wartoéci oczekiwanej, ¥, = E{(X - M, (X -M,)" |C,} —

macierz kowariancji dla klasy C, :i=1,2.

2.2. Metoda czastkowych najmniejszych kwadratow (PLS)

Tworca metody PLS jest H. Wold [20, 21, 22, 23]. Powstata ona juz w 1975 roku. Wielo-
krotnie poprawiana byla tematem wielu artykutow. W artykule tym opieramy si¢ na algoryt-
mie zaproponowanym przez Hoskuldssona w artykule z 1988 roku [11]. Metoda czastkowych

najmniejszych kwadratow okresla zwiazek liniowy pomigdzy macierza probek X a wektorem
przynaleznosci do klas Y =[y, :i =1..L]" . W metodzie tej przyjmujemy zatoZenia, Ze ma-

cierz probek X oraz wektor Y sa znormalizowane, tak aby warto$¢ srednia w kazdej kolumnie
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byta réwna 0. Szukamy takiego wektora wag, ktory jest rozwiazaniem nastgpujacej funkcji

celu:

w, = argmax COV(X "w,Y ) (4)

wlw=1

przy warunku
wTXXij=O dla kazdego 1< j <k. (%)
Maksymalna liczba komponentow uzyskanych ta metoda jest rowna rankX , gdzie i-ty

komponent jest kombinacja liniowa cech z macierzy X . Ponize] przedstawimy algorytm

iteracyjny NIPALS zaproponowany przez Hoskuldssona [11]:

1. Dla i =1...T ustaw u na wektor Y oraz wykonaj kroki 2-9,

2. w= Xu/(u"u)oraz znormalizuj w,

3. t=X"w.

4. c¢=Y"t/(t"t) oraz znormalizuj c,

5. .u=Y"c/(c"c)oraz idz do 6. jesli jest zbiezne, w przeciwnym wypadku powrdé do 2,
6. p=Xt/(t"t),

7. b=u"t/t"t),

8. X' o5Xx"—p’,

9. Y >Y-btc",

gdzie T jest liczba komponentéw. Nastepnie przy uzyciu klasycznej metody czastkowych
najmniejszych kwadratoéw obliczamy wspotczynniki regresji W nastepujaco:
W=wip'wl'c". (6)
Klasyfikacja ta metoda odbywa si¢ w sposob nastepujacy:
Y,

test

=sgn(X. W -1). (7)

test

Szczegoty dotyczace wyprowadzenia metody PLS przedstawiono w Dodatku B.

2.3. Estymacja bledow

Dla kazdego zbioru danych klasyfikowalis§my probki za pomoca metod opisanych powy-
zej. W celu estymacji poziomu btedu wykorzystaliSmy metodg Jackknife, ktora jest szczegol-
nym przypadkiem metody bootstrap opisanej w artykule [5], oraz metod¢ k - krotnej walida-
cji krzyzowej opisanej takze w artykule [5]. Metoda Jackknife zostata wykorzystana w spo-
sob nastepujacy: losowo wybraliSmy pojedyncza probke zbioru testowego, nauczylismy kla-
syfikator na pozostatych probkach, a wybrana probke klasyfikowali§my w celu obliczenia
warto$ci btedu. Biad byt rowny 0, jesli dana prébka zostata zaklasyfikowana poprawnie, lub

1, jesli wybrana probka zostata sklasyfikowana btednie. Krok ten zostal powtdrzony 1000
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razy, za kazdym razem wybierajac w ten sposob jedna probke z petnego zbioru prébek. Blad

ER, obliczony ta metoda jest Srednig arytmetyczng blgdéw z wczesniejszych krokow. Za-

tem, btad ten ma postac:

ER, = l . ier(i), 3
n o

gdzie n jest liczba powtdrzen, natomiast er(7)jest blgdem w i-tej iteracji. W artykule tym
przyjelismy warto$¢ n rowna 1000. Metoda k-krotnej walidacji krzyzowej zostata wykorzy-
stana nast¢pujaco: losowo podzielilismy zbidr na k& podzbiorow rownego rozmiaru. Uczyli-
$my klasyfikator k razy, za kazdym razem zbidr treningowy tworzyto k—1 podzbioréw, na-
tomiast pominigty zbior klasyfikowaliSmy na wcze$niej nauczonym klasyfikatorze w celu
obliczenia blgdu. Krok ten powtarzaliémy dla kazdego z k£ podzbiorow. Btad obliczony z wy-
korzystaniem tej metody ER., jest Srednig arytmetyczna bledow dla kazdego z k podzbio-

réw. Zatem, blad ten ma postac:

ER., = -ier(i) , )

e

gdzie k jest liczba podzbiorow, natomiast er(i)jest btedem w i-tej iteracji. W artykule tym
przyjelismy warto$¢ k£ rowna 5. W celu znalezienia koncoéw przedziatow ufnosci wykorzysta-
lismy percentyle ER., oraz ER, rozktadu btedu. Dla estymacji rozktadu wykorzystalismy
1000 wartosci ER., oraz ER, estymowanych w sposob opisany powyzej. Dla ustalonego

poziomu istotnosci a przedziat uthosci zostat okreslony poprzez /2 oraz 1-«a /2 percen-

tyl, zatem przedziat ufnosci jest postaci:

1 =(pa/2;pl—a/2)’ (10)

gdzie p,,, jest a/2 percentylem.

3. Wyniki eksperymentu

3.1. Bazy danych

Metody opisane w pierwszej sekcji zostaty porownane na kilku symulowanych zbiorach
danych mikromacierzowych. Najpierw zostaly przygotowane dwie grupy danych, sktadajace
si¢ z 15 probek (wektorow) i zawierajace 2000 gendw. Zbidr IS05 zawierajacy 5% (100) ge-
ndéw réznicujacych zostal wygenerowany za pomoca metod opisanych w artykule [2] z wyko-
rzystaniem rozktadow normalnych o zadanych parametrach przedstawionych w tabeli 1. Tyl-

ko ostatnie 3 wiersze reprezentuja rozne poziomy ekspresji genow.



36 P. Blaszczyk, K. Stapor

Tabela 1
Srednie oraz odchylenia standardowe uzyte w zbiorach 1S05
Grupa 1 Grupa 2

Ay o, H, 0,
-8 0,2 -8 0,2
-10 04 -10 04
-12 1 -12 1

-6 0,1 -6,1 0,1
-8 0,1 -8,5 0,2
-10 04 -11 0,7

Przyjmujemy jednakowe prawdopodobienstwo dla kazdego modelu z pierwszych 3 wier-
szy tabeli 1 dla okreslenia gen6w nierdznicujacych oraz dla ostatnich 3 wierszy tabeli 1 dla
okreslenia gendéw roznicujacych. To znaczy, ze jesli wygenerowany gen zostat okreslony
jako DEG (jeden ze 100 gendéw dla zbioru IS05), to wybraliSmy jeden z trzech ostatnich
wierszy tabeli z jednakowym prawdopodobienstwem 1/3 i wygenerowaliSmy poziomy eks-
presji dla 15 probek z grupy 1 oraz 15 probek z grupy 2, wykorzystujac rozktady normalne z
parametrami zadanymi wybranym wierszem tabeli. Na przyktad, niech i jest jednym z gendéw
roznicujacych oraz wybrany zostat ostatni wiersz tabeli w celu wygenerowania poziomow
ekspresji genow. To znaczy, ze wygenerowalismy 15 liczb dla pierwszej grupy z rozktadu
normalnego N(-10; 0.4) oraz 15 liczb dla 2 grupy z rozktadu normalnego N(-11; 0,7). Dla
gendw nierdznicujacych wybraliSmy jeden z pierwszych 3 wierszy tabeli z jednakowym
prawdopodobienstwem 1/3 oraz wygenerowaliSmy poziomy ekspresji dla wszystkich 30 pro-
bek z tego samego rozktadu normalnego o parametrach wyznaczonych przez wybrany wiersz
z tabeli.

WygenerowaliSmy takze zbior danych CS02, zawierajacy 21 probek nalezacych do
pierwszej grupy oraz 19 probek nalezacych do drugiej grupy. Kazda préobka zawiera 2000
gendéw, proporcja gendw roznicujacych do nier6znicujacych zostata ustawiona na 1%, to
znaczy ze mamy 20 gendéw roznicujacych w tych zbiorach. Najpierw niezaleznie wygenero-
wali$my kazda warto$¢ macierzy 2000x40 z rozkladu standardowego normalnego. Nastep-
nie dodaliSmy warto$¢ 2 do pierwszych 100 genéw w pierwszej grupie w celu modelowania
gendw roznicujacych. Pierwszych 100 genéw w pierwszej grupie ma rozktad normalny ze
srednia réwna 2. Ponadto, wszystkie elementy catej macierzy sa stochastycznie niezalezne.

Nastgpnie wygenerowaliSmy niezaleznie 40 losowych liczb a,,...,a,, z rozktadu normalnego
standardowego. Dla ustalonego wspotczynnika korelacji p, dla kazdego elementu genero-
wanej macierzy zastosowaliSmy nastgpujaca transformacjg: x; = \/;a ;1= px;, gdzie

l]’

i=1,...,2000 jest numerem genu natomiast, j=1,...,40 numerem probki, tak ze dla dowol-

nych i, #i, oraz j mamy Corr(xl.lj,xl.zj)z p . Wykorzystujac procedure opisana powyzej,
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wygenerowaliSmy zbiory testowe i treningowe CS02, ze wspotczynnikiem korelacji odpo-
wiednio na poziomie 0,2. Ponadto, porownaliSmy kazda z omawianych metod na zbiorze
biologicznym leukemia dostgpnym pod adresem [26] oraz zbiorze colon dostgpnym pod ad-
resem [27]. Zbior leukemia zawiera poziomy ekspresji 2 typow biataczki: ostrej limfatycznej
(ALL) oraz ostrej szpikowej (AML). Zbidr treningowy zawiera 38 probek (27 ALL 1 11
AML), natomiast zbior testowy zawiera 34 probki (20 ALL 1 14 AML). W obu zbiorach
probki skladaja si¢ z 7129 gendw. Zbidr colon zawiera poziomy ekspresji 2000 genéw po-
grupowane w 2 klasy. Klasa pierwsza zawiera poziomy ekspresji gendw 40 probek pocho-
dzacych z chorej czg$ci okreznicy, natomiast 22 probki pochodza od tych samych pacjentow,

ale ze zdrowej czg¢sci okreznicy.

3.2. Wyniki

Do poréwnania ze soba obu metod zastosowali$my doktadnie taki sam schemat ekspery-
mentu zaréwno dla danych symulowanych, jak i danych biologicznych. Najpierw dla kazde-
go zbioru danych obliczyli§my wartosci p-value przyjmujac ilo$¢ permutacji réwna 100 tys.
W tym celu wykorzystaliSmy metod¢ unadjusted p-value opisana w artykutach [4, 8]. Na-
stgpnie wybraliSmy te geny (cechy), ktorych warto$¢ p-value, byta mniejsza niz 0.01. Tak
wybrane dane poddaliSmy wstepnej obrobce. Zostaly one znormalizowane. Nastgpnie tak
przetworzone dane wykorzystaliSmy do klasyfikacji za pomoca obu opisanych metod. Esty-
macji btedu dokonaliémy za pomoca metody k-krotnej walidacji krzyzowej dla parametru

k=35 oraz metody Jackknife. Dokonali$my estymacji przedziatu ufno$ci na poziomie 0,95.

3.2.1. Dane biologiczne

Dla danych biologicznych zastosowaliS$my schemat eksperymentu opisany powyzej.
W przypadku zbioru colon wybraliSmy 180 genow, ktérych wartosci p-value byly mniejsze
niz 0,01. W zbiorze leukemia takich genow wybraliSmy 861. Dane zostaly poddane normali-
zacji. Dla tak obrobionych danych zbudowali$my klasyfikator oparty na metodzie FLD opi-
sanej w punkcie 2.1 oraz klasyfikator PLS opisany w punkcie 2.2 tego artykutu. Btad klasyfi-
kacji estymowalismy metodami Jackknife oraz k-krotnej walidacji krzyzowej. Dla zbioru
danych leukemia przy klasyfikacji metoda PLS osiagnigte wyniki nie zalezaly od ilosci kom-
ponentéw. Estymowane obiema metodami byly do siebie bardzo zblizone. Sredni poziom
btedu estymowany metoda Jackknife wynosit 0,027 w przedziale ufnosci [0,026; 0,28]. Btad
szacowany, druga z metod, metoda k-krotnej walidacji krzyzowej byl niewiele gorszy.
Znacznie gorsze wyniki uzyskali$my przy klasyfikacji metoda FLD. Woéwczas poziomy big-
dow estymowanych metoda Jackknife oraz k-krotnej walidacji krzyzowej wynosza odpo-
wiednio 0,6176 w przedziale [0,05882; 0,7352] oraz 0,764 w przedziale ufnosci [0,5882;
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0,7647]. W tabeli 2 przedstawiono przyporzadkowanie probek do klas za pomoca obu metod

oraz porownanie ich z faktyczna przynalezno$cia do klas.

Tabela 2
Wyniki klasyfikacji zbioru leukemia metodami FLD oraz PLS

Nr. probki | Klasa | FLD PLS | Nr.probki | Klasa | FLD PLS
1 0 0 0 18 0 0 0
2 0 0 0 19 0 0 0
3 0 1 0 20 0 1 0
4 0 0 0 21 1 1 1
5 0 1 0 22 1 1 1
6 0 0 0 23 1 0 1
7 0 1 0 24 1 0 1
8 0 1 0 25 1 1 1
9 0 0 0 26 1 0 1
10 0 0 0 27 1 1 1
11 0 0 0 28 1 1 1
12 0 1 0 29 1 1 1
13 0 1 0 30 1 0 1
14 0 1 0 31 1 1 0
15 0 0 0 32 1 1 1
16 0 0 0 33 1 1 1
17 0 0 0 34 1 0 1

Tabela 3
Wyniki klasyfikacji zbioru colon metodami FLD oraz PLS
Nr. probki | Klasa | FLD PLS | Nr. probki | Klasa | FLD PLS

1 0 0 0 17 0 1 0
2 0 0 0 18 0 1 0
3 0 0 0 19 0 1 0
4 0 0 0 20 0 1 0
5 0 0 0 21 1 1 1
6 0 0 0 22 1 1 1

7 0 0 0 23 1 1 1

8 0 0 0 24 1 1 0
9 0 0 0 25 1 1 1
10 0 0 0 26 1 1 1
11 0 0 0 27 1 1 0
12 0 0 0 28 1 1 1
13 0 1 1 29 1 1 1
14 0 1 0 30 1 1 1
15 0 0 0 31 1 1 1
16 0 0 0

Klasyfikujac zbior danych colon metoda FLD, zauwazyli§my duza r6éznicg w poziomie
btedu szacowanego obiema opisanymi metodami. Roznice te siggaty nawet 12% i byly ko-
rzystniejsze w przypadku estymacji metoda Jackknife. Sredni btad estymowany ta metoda

wynosit 0,1 1 zawieral si¢ w przedziale [0,1; 0,15], natomiast poziom btedu estymowany me-
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toda k-krotnej walidacji krzyzowej wynosit 0,2258 1 nalezal do przedziatu [0,2; 0,2258]. Wy-
niki uzyskane przy klasytikacji metoda PLS po raz kolejny byty lepsze niz te uzyskane po-
przez klasyfikacje metoda FLD. Sredni btad wynosit 0,1048-0,0968 odpowiednio dla esty-
macji metoda Jackknife oraz k-krotnej walidacji krzyzowej. W tabeli 3 przedstawiono przy-

porzadkowanie probek do klas uzyskanych przy klasyfikacji zbioru colon.

3.2.2. Dane symulowane

Przed przystapieniem do eksperymentu dla obu zbioréw symulowanych obliczylismy
warto$ci p-value dla 100 tys. permutacji, po czym wybralismy tylko te geny (cechy), ktérych
warto$ci p-value byty mniejsze niz 0.01. Dla zbioréw CS02 oraz IS05 byto to odpowiednio
44 oraz 97 genow. Otrzymane dane poddalismy wstepnej obrobee. Zostaly one poddane nor-
malizacji. Dla danych symulowanych najpierw zbudowali§my klasyfikator PLS. Estymujac
poziom btedu dwoma opisanymi w sekcji 3 metodami, uzyskaliSmy bardzo zblizone wyniki
dla kazdej liczby komponentow w algorytmie PLS. Wyniki estymacji poziomu btedu uzyska-
ne metoda Jackknife dla zbioru CS02 wynosza $rednio 0,075, a przedzial ufnosci jest rowny
[0,050; 0,126]. Zarowno poziom btedu, jak i konce przedzialu ufno$ci nie r6znia si¢ znacznie
w zalezno$ci od liczby komponentow. Odchylenie wynosi zaledwie 0,0005. Wyniki te réznia
si¢ jednak od tych uzyskanych metoda k-krotnej walidacji krzyzowej. Poziom biedu estymo-
wany ta metoda jest wyzszy i wynosi $rednio 0,12 dla przedziatu ufnosci [0,10; 0,15]. Sytu-
acj¢ odwrotnag mamy w przypadku zbioru IS05, gdzie lepsze wyniki uzyskaliSmy estymujac
poziom btedu metoda Jackknife. Szacowany Sredni poziom btedu wynosit 0,01 w przedziale
[0; 0,15]. Wyniki uzyskane metoda k-krotnej walidacji krzyzowej nie odbiegaja jednak w
sposob drastyczny. Sredni poziom bledu wynosi 0,0667, natomiast przedziat ufnosci [0,06;
0,1]. Porownujac te wyniki z tymi uzyskanymi przy klasyfikacji tych samych zbiorow meto-
da FLD, widzimy znaczaca r6znicg. Poziomy bigdu estymowane obiema metodami sg nieza-
dowalajace 1 sa na poziomie 0,45 do 0,5 odpowiednio dla zbiorow CS02 oraz IS05. Bardzo
zte wyniki uzyskane za pomoca metody FLS sugeruja, ze zanim metoda ta bgdzie wykorzy-
stywana jako klasyfikator, nalezatoby dokona¢ dodatkowej obrébki danych, na przyktad po-
przez selekcjg, albo uzy¢ algorytmu PLS do redukcji wymiaru przestrzeni, po czym zastoso-

wa¢ metode FLD.

4. Whnioski

Podsumowujac, w artykule tym porownaliSmy dwie metody klasyfikacji danych mikro-
macierzowych — metodg najmniejszych czastkowych kwadratow (PLS) oraz liniowa dyskry-

minacje¢ Fishera (FLD). Metoda czastkowych najmniejszych kwadratow (PLS) okazata si¢
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by¢ znaczaco lepsza od metody liniowej dyskryminacji Fishera (FLD). Ponadto, algorytm
PLS postuzyt do klasyfikacji danych, jednak mozna si¢ zastanowi¢ nad sposobem wykorzy-
stania go jedynie do redukcji wymiaru, po czym klasyfikowaé¢ inna z metod, na przyktad za
pomoca liniowej dyskryminacji Fishera. Poniewaz wynikiem algorytmu PLS sa komponenty
bedace liniowa kombinacja cech w pierwotnym zbiorze danych, rezultaty uzyskane w wyni-
ku tego eksperymentu moga by¢ bardzo dobre. Dobre wyniki uzyskane przy klasyfikacji
zbioréow IS05 oraz CS02, przy ktorych tworzeniu wazny byt wspdtczynnik korelacji, po-
twierdzaja skuteczno$¢ metody PLS. Chociaz korelacja nie byta duza, zbior zostat dobrze
rozpoznawany, a estymowany btad byt na akceptowalnym poziomie. By¢ moze zastosowanie

dodatkowej obrébki danych poprawitoby jakos klasyfikacji.

5. Dodatki

5.1. Dodatek A

W celu lepszego zrozumienia metody FLD opisanej w 2 punkcie artykulu wyprowadzimy
teraz metodg liniowej dyskryminacji (LDA), z ktorej to wywodzi si¢ metoda FLD. W zagad-

nieniu klasyfikacji liniowej reguta decyzyjna ma nastgpujaca postac:
Jesli (X ;) = WTX]. +v, >0, wowcezas X ; € C,, w przeciwnym wypadku X, € C,.
Funkcja (X ) jest liniowa i nazywamy ja linowa funkcja dyskryminacyjna. Naszym za-
daniem jest znalezienie optymalnych wspotczynnikow W =[W,,....,W,1". Z réwnania (1)
wynika, ze N-wymiarowy wektor X, jest rzutowany na wektor W, a zmienna y = whx i
w rzutowanej jednowymiarowej przestrzeni 4 jest klasyfikowana do klasy C, albo klasy C, .
Jesli zmienna X ; ma rozktad normalny, wtedy /(X ;) takze ma rozktad normalny. Wowczas
btad w przestrzeni 4 jest okre$lony przez i, = E{h(X)|C,} oraz o] =Var{h(X)|C,}.
Natomiast jesli X', nie ma rozktadu normalnego, a 4(.X ;) jest suma n skfadnikdw, to ko-
rzystajac z centralnego twierdzenia granicznego zmienna X ; moze by¢ bliska rozkladowi
normalnemu dla wystarczajaco duzego N. Warto$ci oczekiwane oraz wariancje dla (X ;)
maja nastgpujaca postac:
N, =E{hX)|CY=WTE{X|C}+v,=W"M, +v, (11)
o’ =Varih(X)|Cy =W E{(X-M)YX-M) |C\W,=W'SW (12)
Niech teraz f(n,,n,,0;,0;)bedzie funkcja kryterialna, ktéra bedziemy minimalizowaé

albo maksymalizowa¢ w celu znalezienia optymalnych wartosci wspdtczynnikow W. Korzy-
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stajac z twierdzenia o pochodnej funkcji ztozonej, obliczymy pochodne funkcji /' wzgledem

W oraz vy. WOwczas:

o _ o _863+ o .00§+ of om o On (13)
ow ool OW 0dc; OW on, oW om, oW’

2 2
o _ o 9oy o 9o, o Om_ of Ony (14)

ov, 0o} ov, 0o v, on, oOv, 0n, v,
Na mocy (11) oraz (12) otrzymujemy:

2
oo, =2 W oraz ai:Ml., (15)
ow ow
2
90, =0 oraz ai:l, (16)
ov, ov,
zatem dokonujac odpowiednich podstawien oraz przyrownujac (13) i (14) do zera, otrzymu-
jemy:
1 Y s v Vs ] Ly v Yy, (17)
do, ) on, on,
K n g 0. (18)
on, on,

Poniewaz btad w rzutowanej przestrzeni zalezy tylko od kierunku wektora W a nie od je-
go rozmiaru, dla uproszczenia mozemy usunaé¢ wszystkie stale, przez ktére mnozymy W.

Stad po wstawieniu i uproszczeniu otrzymujemy:
w=[sz, +(1-9Z, " (M, -M,), (19)
gdzie
. of | 0o;
of l0c? +of 0o
Przyjmijmy teraz za funkcje kryterialng funkcj¢ Fishera o postaci (2). Przypomnijmy, ze

(20)

jest ona dana wzorem

f: (771 _772)

ol +o.
Korzystajac z wezesniejszych wyprowadzen, obliczmy pochodne funkcji f wzgledem o
oraz o, . Wowczas otrzymujemy:

of _ - (n, _772)2 _ of 1)

oo} - (o] +03)° - ool
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a stad wobec wzoru (20) otrzymujemy s =1/2. Wowczas optymalne wspotczynniki W maja

nastepujaca postac:

1. 1.
W=|=2,+=2,| (M,-M,). (22)

2 2
Poniewaz w réznicy 7, —7n, nie wystgpuje sktadnik vy, wigc liniowa dyskryminacja

Fishera nie zalezy od progu vy.

5.2. Dodatek B

Metoda czastkowych najmniejszych kwadratow okresla zwiazek liniowy pomig¢dzy ma-
cierza probek X a wektorem przynalezno$ci do klas Y =[y, :i=1..L]". W metodzie tej
przyjmujemy zatozenia, ze macierz probek X oraz wektor Y sa znormalizowane. Szukamy

takiego wektora wag, ktory jest rozwiazaniem funkcji celu okreslonej wzorem (4) przy wa-

runku (5). Przypomnijmy, Zze wzory te maja posta¢ odpowiednio

W, = arg max cov (XTW,Y),
wlw=1

w' XX "w, =0 dlakazdego 1< j<k.
Naszym pierwszym zadaniem jest znalezienie kierunku maksimum kowariancji. W tym
celu nalezy dokona¢ dekompozycji na wartosci syngularne macierzy X 'Y . Po dekompozycji
uzyskujemy macierz o postaci:
Xy=Uzr". (23)
Macierz X jest macierza diagonalng, gdzie warto$ci na przekatnej sq postaci o, = \//1_ ,

1

przy czym o, 2o, >...2 o, > 0 dla wartosci wlasnych A, macierzy XY . Ponadto, V' oraz

U sa macierzami ortogonalnymi, czyli spetniaja warunki V'V =1 oraz U'U = I . Algorytm
PLS wybiera kierunek wyznaczony przez wektor syngularny, odpowiadajacy najwigkszej
warto$ci syngularnej. Wspotczynnik regresji w przypadku pierwszego komponentu wynosi
bv'y, gdzie

0,

b=———
T T ’
u, XX u,

(24)

a v,,u, sa pierwszymi wektorami syngularnymi, natomiast o, jest pierwsza wartoscia syngu-
larna danej macierzy, podczas gdy aproksymacja Y jest dana wzorem bX "u,v] . Dokonamy

. . , T . .
teraz rzutowania macierzy XY na przestrzen ortogonalna do wektora X u,. Poniewaz ma-

cierz rzutu na znormalizowany wektor w ma postac

I—ww', (25)
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a wigc otrzymujemy
X{:[l

Wybieramy teraz iteracyjnie nowy kierunek. Wynikiem bedzie wektor warto$ci nastgpne;j

T
_ Xwuy X,
T T
u X, X\ u,

XlTululTXleT_ T(I_ululTXlXIT] (26)

X =Xx- =X
J 1 1 “1TX1X1T”1 1 ulTXleTul

zmiennej ukrytej ortogonalnej do wektora X "u,. Wektor ten bedzie kombinacja wszystkich
kolumn nowej macierzy ortogonalnych do tego wektora. Po usunigciu X "u, maksymalna
kowariancja nowej macierzy musi by¢ co najmniej tak duza jak druga wartos$¢ syngularna o,

oryginalnej macierzy.
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Abstract

In this paper classification method applied to gene classification was compared. We con-
centrate on the Partial Least Square (PLS) and Fisher Linear Discriminant methods. We pre-
sented mathematical introductions to these methods and discussed the results of the classifi-
cation. Mathematical derivation of these methods was shown in appendix. Error rates and
confidence intervals was estimated by jackknife and k-fold cross validation methods. For the
comparison performance of classifiers different types of dataset was used. Simulation data
included 2000 expression levels in 30 samples for the ISO5 datasets and in 40 samples for
CS02 datasets. Biological datasets leukemia and colon, used in this article was available on
website [26] and on [27]. We noticed that performance of PLS method is much higher than
performance of FLD method. Good performance of PLS on the simulation dataset, where
correlation coefficient was important, proofed that this method had good efficiency. We no-
ticed that that FLD method should be used rather after PLS method witch can be used only

for reduce dimension than as a classifier.
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