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ZASTOSOWANIE EKSPLORACJI DANYCH DO WYKRYWANIA
REKLAM W OBRAZACH NA STRONACH WWW

Streszczenie.W artykule przedstawiono sposob tworzenia klaggbkow, ktore maj
postwy¢ do wykrywania reklam w obrazach na stronach WW\Wgis@no posiai rodzaj
danych, jakie zostaty wykorzystane do wytworzen@deli. Omowiono wszystkie etapy tego
procesu tworzenia modelu, na ktory skiadaic filtracja dos¢pnych danych, dobor
odpowiednich zmiennych, ocena utworzonych klasyfikav.

APPLICATION OF DATA MINING IN DETECTING ADVERTISEMENTS
IN IMAGES FROM WEB PAGES

Summary. This article describes how to create classifievhjch are used to detect
advertising images on web pages. The charactetygaedof data that were used to produce
models were also discussed. Modeling process dengfsfiltering the data, selection of
appropriate variables, the evaluation of classfeeated, has also been described.

1. Wprowadzenie

Serwisy internetowe ¢sto przepetnionegswszelkiego rodzaju reklamami. Zamieszczane
reklamy g dla wiacicieli serwiséw zrédtem znacgcych zarobkoéw. Natomiast dla
uzytkownikow portali wygodne jest toze czsto mog korzysté z takich serwisow
nieodptatne. Niestety, wadego kompromisu jest tag zamieszczane na portalach reklamy
bywajs ucigzliwe. Istniep narzdzia w postaci wtyczek do przgdharek internetowych, ktére
potrafiy rozpoznawé elementy strony, duolace reklam. Uzytkownik maze te wtyczki
aktywowa lub ustawt, co skutkuje blokowaniem wwietlania reklam. Rozpoznanie reklam

na postawie danych o obrazie prezentowanym w pydagie, cegsto jest wanym zadaniem.
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Istotne w tym przypadku jest utworzenie skutecznkigsyfikatora, ktory jedynie z danych
wytuskiwanych z tréci prezentowanychaytkownikowi danego serwisuglzie rozpoznaw@a
reklamy [3]. Badania omawiane w pracy przeprowadza@a pomog nharzdzi i metod
dostpnych w pakiecie Statistica 10 PL [2], [4].

2. Dane wykorzystane do bada

Do bada wykorzystano zbiér danych zawiegay informacje o obrazach, ktore byty

a cpaist przesytane |
uzytkownikowi — oczywicie byly to zaréwno reklamy, jak i inne obrazyaawy zmiennych

zamieszczane ha stronach internetowych, prezentowane
i ich zakresy w wybranym do bat@aliku danych przedstawiono w tabeli 1.
Tabela 1

Nazwy zmiennych i ich zakresy w jednym z gtych do bada plikow danych

Definicje typow danych wegtych do bada

ad, nonad | classes. c.d. definicji z lewej kolumny

ancurl*www.slake.com: ©,1.

height: continuous. ancurl*cnet+cat: 0,1.

width: continuous. ancurl*hydrogeologist: 0,1.
aratio: continuous. ancurl*geoguide: 0,1.
local: o,1. ancurl*2fcrawler: 0,1.

| 457 features from url terms ancurl*clawring+htm: 0,1.

url*images+buttons: 0,1. ancurl*tkaine+kats: 0,1.
url*likesbooks.com: 9,1. ancurl*labyrinth: 0,1.
url*www.slake.com: 0,1. ancurl*clickthru+clickid: o,1.
url*hydrogeologist: o,1.
url*oso: 0,1. | 111 features from alt terms
url*media: 0,1. alt*your: 0,1.

alt*and: o,1.

| 495 features from origurl terms
origurl*labyrinth: o,1.
origurl*puc.edu: 0,1.
origurl*charlie+charlie: 0,1.
origurl*hevern+psychref: 0,1.

origurl*www.truluck.com: 0,1.

| 472 features from ancurl terms

alt*top: o,1.
alt*all: o,1.

alt*email: 0,1.

| 19 features from caption terms
caption*and: 0,1.
caption*home+page: 0,1.

caption*click+here: 0,1.
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ancurl*search+direct: 0,1. caption*the: 0,1.
ancurl*likesbooks.com: 0,1. caption*pratchett: 0,1.

ancurl*mirror: 0,1.

Zrodio: [5]

Pod uwag wzicto dane o geometrii obrazéw, czyli wyséko szerokac. Wartcci
innych cech wazitych do bada, to informacje o adresie, pod jakim byt przechowayy
obraz, jeszcze inne wze pod uwag dane dotyczyly fraz przechowywanych w atrybuclé ‘a
oraz danych zwzanych z opisem obrazu. Trzy ze zmiennych gpigacych w zbiorze
wzictym do bada byty zmiennymi ilgciowymi — wysoka¢, szeroké¢, kanat alfa. Reszta to
zmienne jakéciowe, przyjmugce dwie wartéci. Zbior danych sklada @iz 3279 wierszy.
Kazdy wiersz dotyczy jednego przypadku smyetlanego obrazu. W omawianym zbiorze
zawartych jest 2821 wierszy dotycych obrazow nigflacych reklamami oraz 458 wierszy
dotyczcych reklam. W tabeli 1 przedstawiono przyktadowazwy zmiennych oraz ich

zakresy podane w jednym z udgstionych do badaplikow [5].

3. Filtrowanie danych

Pierwszym etapem procesu, ktdrego celem jest uemigzklasyfikatora, jest wgine
przetworzenie oraz filtrowanie zbioru danych. Onsawi zbiér zawiera 28% niepetnych
przypadkow. W arkuszu deginych jest 3279 przypadkow gdtzdecydowano siowe 28%
przypadkdw z cakxi procesu wyczy¢. llos¢ pozostatych przypadkéw powinna dy
wystarczajca do budowy klasyfikatora. Po odrzuceniu przypadkdiekompletnych,
w zbiorze pozostaje 379 reklam, co stanowi okolgb%dl licznGci catego zbioru danych.
Przy tak niezrownowanej czstasci grup, trudno jest zbudowapoprawny model. Naj-
prostszym rozwjzaniem tego problemu jest wylosowanie z danychymbréwnowaonych
licznosciach. Do bad@awykorzysta si 100% przypadkéwdalacych reklamami oraz wylosuje
sie okoto 19% przypadkow obrazoéw nighacych reklamami. Taki zabieg da nam zbior,
w ktorym grupy leda miaty bliskie sobie licznai (po okoto 50% przypadkow na gr)p Po
wykonaniu tych operacji zbior zawiera 753 przypagdkdanych o obrazach. Ostatni
czynndacia zwigzarg ze wsgpnym filtrowaniem danych jest odrzucenie zmiennybre nie
wnosz ze soh zmienndci. Usuneto zmienne, ktérych wzgtine odchylenie standardowe

wynosi 10%.
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Po przeprowadzeniu omawianych czyfgiozbior, ktory lgdzie wykorzystywany do
dalszych etapow, zawiera 753 wierszy oraz 1332 nae

4. Wybor zmiennych

Czynndcig, ktéra nasjpita przed wyborem istotnych zmiennych, byto wydizge zbioru
testowego, ktéry zawierat 20% przypadkow.¢&p zdarza gi ze dane zawiergjzmienne,
ktore przenosg te samy informacg. W tym przypadku do badawykorzystano zmienne,
ktorych wspotczynnik korelacji wynosi co najmniej8B8. Okazato si ze dla tego zbioru
danych zmienna nie zostata odrzucona.

Nastpny etap polega na usgoiu tych zmiennych, ktére nie majvptywu na wielkd¢,
ktorg chcemy przewidywa W naszym przypadku trzeba ugéizmienne niemage wptywu
na sprawdzenie, czy dany obraz jest relglad pakiecie Statistica 10 PL zaimplementowano
metod ,Szybki dobdr zmiennych”, ktora potrafi samodziellwydzielié zmienne majce

najwicksze znaczenie. Zdecydowane wiydzielic 15 spéréd 1331 zmiennych.

5. Ocena utworzonych modeli

Na potrzeby opisywanych bataastosowano cztery spod wielu dosgpnych w tym
programie metod budowy modeli klasyfikacyjnych dikiywania wiedzy z danych. Naig
nadmient, ze wszystkie cztery zastosowane metodyagntakze odmiany przeznaczone do
modelowania regresyjnego i one réwing zaimplementowane w programie Statistica 10 PL.

Modele Data Mining pozyskiwania wiedzy z danych msietodami analitycznymi
tworzenia modeli opartych na danych, a nie na wiednalityka — jest to poddgie
nieparametryczne, eksploracyjne.

Istniejg cztery gtdbwne zadania realizowane przez modela Déihing: pierwszym jest
opis zalenaosci regresyjnych — modele regresyjne realizuj problemy regresyjne,
odwzorowugc wektory wejciowych zmiennych agtych i dyskretnych w pewnilosciows
zmienny wyjsciowg (zmienry zalezng). Drugim jest problem klasyfikacji wzorcowych, @k
odwzorowanie zmiennych wgjowych cagtych i dyskretnych na dyskretnzmienmn
jakosciowg dychotomizowas, ktéra jest zwykle dwustanowa takie zadanie zostato

postawione do realizacji w ramach omawianych wejsziym artykule bada
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Trzecim jest problem klasyfikacji bezwzorcowej, @padzajcy sk do badania i okete-
nia struktury zbioru analizowanych obiektéw agczenia ich w klasy, czyli dokonywania
segmentacji elementéw zbiord jedrg z realizacji tego jest metoda analizy skupie
Czwartym jest prognozowanie szeregdw czasowydh metoda jest podobna do problemu
regresyjnego i polega na opisywaniu wéetpktorg chcielibysmy otrzyma w przyszigci na
podstawie wartei obserwowanych w przeszo.

Do bada wykorzystano nasgpujace metody:

1. Drzewa C&RT do budowy modelu drzew klasyfigeych.

2. ,Losowy las” (ang. ,Random Forest”)gtlacy metod realizacji algorytmu Breaimana

do przewidywania wartgi klasyfikacyjnych.

3. Wzmacniane drzewa klasyfikacyjne (i regresyjnegnstvigce implementa¢j metody
stochastycznego, gradientowego wzmacniania drzewnddelowania klasyfikacyj-
nego (i regresyjnego). Do badaykorzystano drzewa klasyfikage.

4. Sieci neuronowe, zastosowane w badaniach do twarneodelu klasyfikacyjnego.

W procesie modelowania wykorzystywano w pelnyrkregsie oferowane mechanizmy
automatyzacji poszukiwania zarbwno najbardziej edpdniej metody modelowania, jak
i najlepszych parametréw modelu z zastosowanienir@orza pomog odpowiednich miar
ilosciowych lub krzywych na specjalizowanych ich wylaels, obrazujcych jakéé modeli.
Ta automatyzacja jest bardzo ceninnkcjonalndcia programu Statistica, gdypozwala
znacznie zredukowabardzo due naktady pracy, ktére badacz musiatby przeznacey
znalezienie odpowiedniego i prawie optymalnego rhogmzyskiwania wiedzy z danych.
W sposob zautomatyzowany, w relatywnie krotkim ezamnazna zbadé przydatnéé zwykle
kliku oferowanych alternatywnie w ramach danej rdgtonodeli, wybréa model najbardziej
przydatny w sensie najmniejszycheddw klasyfikacji (lub regresji), a tak niezwykle
efektywnie i prawie optymalnie sparametryzéwaybrane w procedurze automatycznej
modele. Z fatwécia mazna w ten sposob przeprowaglautomatyczne testowanie sy
sparametryzowanych modeli klasyfikacyjnych jednegbwdch lub kilku wybranych
automatycznie metod.

Alternatywy procedury automatycznej procedury doboru metod atevehnia i doboru
parametrow modeli jest ugiliwa i niezwykle pracochtonna procedura realizowageznie
przez badacza. Przyktadowo, w automatycznym modeiawmetodami sztucznych sieci
neuronowych, w rozweywaniu problemu klasyfikacji za pomgpceksploracji danych,
w przypadku modelowania metpdsztucznych sieci neuronowych, w procedurze

automatyczne] badanes Sdwie sztuczne sieci neuronowe: SI®LP, czyli perceptron



384 J. Brylak, J. Gruber, 1.J. adiak

wielowarstwowy z zastosowaniem liniowej funkcji egupcej, oraz si€ RBF, z agregag)
radialm. Naturalnie obie te sztuczne sieci neuronowe zepli schemat uczenia z
nauczycielem. Z tatwizia mazna przetestowawiele tysecy sparametryzowanych modeli
zarowno MLP, jak i RBF, bez potrzeby wskazywani@yrkz tych sieci — MLP czy RBF
naleey wybra. Program Statistica samodzielnie dokona wyborw tgpodelu oraz doboru
najlepszych, w sensiedatow, klasyfikacji parametréw modelu.

Tabela 2

Stopy bkddéw klasyfikacji dla zbiorow uezego i testyjcego, otrzymane
za pomog badanych modeli

Model Blad (zbior ucacy) [%] Blad (zbior testujcy) [%]
Drzewa wzmacniane 2,39 10,71
C&RT 6,32 13,69
Sie¢ neuronowa 7,18 11,31
Losowy las 10,09 13,69

Zrodio: Opracowanie wiasne.

Dla badanych modeli otrzymano wyniki przedstawiometabeli 2. Obliczenia prze-
prowadzono za pomeacnarzdzi i metod dosipnych w programie Statistica 10 PL,
w grupie Data Mining.

Na podstawie kidu dla zbioru testygego mana stwierdz, ze najlepszym modelem
klasyfikujgcym jest model oparty na drzewach wzmacnianych.pystbledow przy
zastosowaniu klasyfikatora opartego na drzewachaeninych g najmniejsze zarowno dla
zbioru ucacego, jak i dla zbioru testigego i wynosg odpowiednio 2,39% i 10,71%. Przy
wyborze modelu decydaga jest minimalna ward stopy bédoéw dla zbioru testowego,
z uwzgkdnieniem procentowego udziatu tych przypadkow walbegl probie.

Do oceny modeli bardzo przydatny jest tzw. wykresymstu (ift chart), ktéry pokazuje,
o ile czsciej niz w danychzrodiowych przewidywana klasa wygpuje w probie wskazanej
przez dany model. Wadé wyznaczana jest na osiednych, dla ranego stopnia pewsoi
przewidywa modelu, wyznaczonych na osi oggch, tzn. dla 10% przypadkow, 20%
przypadkow itd. Uzyskana dla danego modelu krzyeaipna maliwie gtadko spadaod
wartasci najwiekszej do 1, poniewa gwattowne skoki oznaczgj ze model niezgodnie
Z rzeczywistécig przewiduje szarsprzynalenosci — tam gdzie szansa wedtug modelu jest

mniejsza, w rzeczywistai jest wiksza.
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Rys. 1. Skumulowany wykres przyrostu dla czteremifaimych modeli klasyfikacji [1]
Fig. 1. The cumulative growth chart for the fowstteodels of classification [1]

Na rys. 1 przedstawiono wykres przyrostu, skumulewwaarta¢ przyrostu. Jak widana
wykresie na rys. 1, najlepiej zachowtgie drzewa wzmacniane oraz model zbudowany na
sieciach neuronowych. W szczegdloaodla percentyla 20%, réwnego procentowi proby
wzietemu do badajako proba testowa (zgodnie z wadiami 10,71% i 11,31% w trzeciej
kolumnie tabeli 2). Krzywe wykéone dla modeli wykorzystagych drzewa C&RT oraz
algorytm ,losowy las” opadajgwattowniej oraz maj wigcej gwattownych zatanta wiec

zachowuy sie gorze).

6. Podsumowanie

Wykrywanie reklam w obrazach na stronach interngtdwjest trudnym zagadnieniem.
Dzigki zastosowaniu technik data mining, problem test jednak meliwy do rozwigzania

z mah stop biedu. Wyniki, jakie udato sioshgmé, oscylup w zakresie 10,71% do 13,69%
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btedu dla zbioru testggego. Najlepszym modelem wykorzystanym do r@zamia problemu
omawianego w tym artykule okaza¢ silasyfikator oparty na drzewach wzmacnianych.
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Abstract

The article describes how to create classifierschvhre used to detect advertising images
from web pages. The data used to create models disressed as well. The modeling uses
the characteristics of images that can be readWitRIL tags and URL patterns, for example,
the width and height of the images. All stagesto$ fprocess are described. This process
involves filtering is based on the data, select@nappropriate variables, evaluation of
classifiers created, such as enhanced trees, neemnabrks, C & RT regression trees and

Random Forest.



