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STRESZCZENIE 

Analiza tekstury obrazów tomografii komputerowej kręgosłupa w celu wykrywania 

obszarów objętych osteoporozą 

Z uwagi na fakt starzenia się społeczeństwa, osteoporoza stała się poważną chorobą 

cywilizacyjną, która dotyka coraz więcej osób na świecie. Problem odpowiednio wczesnej 

diagnostyki stał się jeszcze bardziej aktualny w obliczu pandemii COVID-19. Pacjenci znacznie 

rzadziej kierowani byli na badania diagnostyczne przez co wielu z nich nadal żyje  

w nieświadomości rozwijającej się choroby. Wpływ na zaburzenia metabolizmu tkanki kostnej 

mają również glikokortykosteroidy szeroko stosowane w terapii pacjentów dotkniętych 

COVID-19. W połączeniu ze spadkiem aktywności fizycznej podczas lockdownu oraz złej 

diety, powoduje to znaczne zwiększenie grupy ryzyka zagrożonej osteoporozą. Wymienione 

aspekty przemawiają za zasadnością poszukiwania nowych rozwiązań diagnostycznych 

pozwalających na identyfikację osteoporozy na jej wczesnym etapie, zanim doprowadzi ona do 

złamań osteoporotycznych mogących mieć poważne konsekwencje.  

Niniejsza rozprawa oparta o cykl czterech publikacji prezentuje metody analizy i klasyfikacji 

obrazów tkanki gąbczastej kręgu L1 wykonanych techniką tomografii komputerowej. Na 

potrzeby przeprowadzonych badań stworzono bazę danych obrazowych zawierającą wyniki 

badań pacjentów przypisanych do dwóch grup: grupy kontrolnej osób zdrowych oraz grupy 

osób chorych u których zdiagnozowano osteoporozę.  

W przeprowadzonych badaniach wykorzystano trzy główne podejścia stosowane w analizie  

i klasyfikacji obrazów, obejmujące zastosowanie klasycznych metod uczenia maszynowego  

w połączeniu z analizą cech tekstury, zastosowanie głębokich konwolucyjnych sieci 

neuronowych oraz analizy fraktalnej. Przedstawione w publikacjach wyniki świadczą  

o skuteczności wybranych metod, a dalsze zaplanowane działania naukowe dają szansę na 

dostosowanie ich do praktycznego zastosowania. Opracowane algorytmy mogą stać się 

podstawą do stworzenia systemu automatycznej diagnostyki ubytków w mikroarchitekturze 

tkanki kostnej pozwalającego na wczesną identyfikację zmian osteoporotycznych. 

 

Słowa kluczowe: osteoporoza, analiza tekstury, analiza fraktalna, klasyfikacja, konwolucyjne 

sieci neuronowe 
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SUMMARY 

Texture analysis of spine CT images to detect the areas affected by osteoporosis 

Due to the fact that the population is aging, osteoporosis has become a serious disease of 

civilization that affects an increasing number of people worldwide. The problem of timely 

diagnosis has become even more topical in the face of the COVID-19 pandemic. Patients have 

been referred much less frequently for diagnostic tests due to which many still live in ignorance 

of the developing disease. Bone metabolism disorders are also influenced by 

glucocorticosteroids widely used in the treatment of patients affected by COVID-19. Combined 

with a decrease in physical activity during lockdown and poor diet, this results in a significant 

increase in the risk group at risk for osteoporosis. The afore-mentioned aspects justify the search 

for new diagnostic solutions to identify osteoporosis at its early stage, before it leads to 

osteoporotic fractures that can have serious consequences. 

This dissertation, based on a series of four publications, presents the methods for analyzing and 

classifying images of the spongy tissue of the L1 vertebrae taken by computed tomography. For 

the purposes of the study, an image database was created containing the results of patients 

assigned to two groups: a control group of healthy subjects and a group of patients diagnosed 

with osteoporosis. 

In the conducted research, three main approaches used in image analysis and classification were 

employed, including the application of classical machine learning methods combined with 

texture feature analysis, the use of deep convolutional neural networks and fractal analysis. The 

results presented in the publications prove the effectiveness of the selected methods, and further 

planned scientific activities provide an opportunity to adapt them to practical application. The 

developed algorithms can become the basis for the creation of a system for automatic diagnosis 

of defects in the microarchitecture of bone tissue allowing early identification of osteoporotic 

lesions. 

 

Keywords: osteoporosis, texture analysis, fractal analysis, classification, convolutional neural 

networks 
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WYKAZ WAŻNIEJSZYCH OZNACZEŃ 

L – oznaczenie kręgów lędźwiowych kręgosłupa 

CT – tomografia komputerowa (ang. Computed Tomography) 

BMD – mineralna gęstość kości (ang. Bone Mineral Density) 

DXA – dwuwiązkowa absorpcjometria rentgenowska (ang. Dual-Energy X-ray Absorptiometry) 

LDA, QDA – liniowa i kwadratowa analiza dyskryminacyjna (ang. linear and quadratic 

discriminant analysis),  

SVM –  metoda wektorów wspierających (ang. support vector machines) 

KNN – K – najbliższych sąsiadów (ang. K-nearest neighbors) 

DT – drzewo decyzyjne (ang. decision tree)  

MLP – perceptron wielowarstwowy (ang. multi-layer perceptron)  

RF – lasy losowe (ang. random forest)   

LR – regresja logistyczna (ang. logistic regression)  

CNN – konwolucyjne sieci neuronowe (ang. Convolutional Neural Network) 

DCNN – głębokie konwolucyjne sieci neuronowe (ang. Deep Convolutional Neural Network)  

ACC – dokładność klasyfikacji (ang. Classification Accuracy) 

TPR – wrażliwość, czułość (ang. True Positive Rate) 

TNR – specyficzność (ang. True Negative Rate) 

ERR – błąd klasyfikacji (ang. Classification Error) 

FPR – wskaźnik fałszywie dodatni (ang. False Positive Rate) 

PPV – wartość predykcyjna dodatnia (ang. Positive Predictive Value)  

NPV – wartość predykcyjna ujemna (ang. Negative Predictive Value) 

FDR – wskaźnik fałszywego rozpoznania (ang. False Discovery Rate) 

CB – baza konwolucyjna (ang. Convolution Base) 
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1. WSTĘP  

1.1 Uzasadnienie podjęcia tematyki pracy 

Według definicji Światowej Organizacji Zdrowia (WHO, 1994 r.) osteoporoza jest układową 

chorobą szkieletu, charakteryzującą się niską masą kości, upośledzeniem mikroarchitektury 

tkanki kostnej i w konsekwencji jej zwiększoną podatnością na złamania [15]. Występowanie 

osteoporozy najczęściej związane jest z wiekiem, kiedy to zaburzenia remodelingu tkanki 

kostnej prowadzą do jej ujemnego bilansu. Z uwagi na fakt starzenia się społeczeństwa, 

osteoporoza stała się poważną chorobą cywilizacyjną. W końcu 2021 r. liczba ludności Polski 

wyniosła 38,1 mln, w tym ponad 9,8 mln stanowiły osoby w wieku 60 lat i więcej (25,8%).  

W stosunku do 2020 r. liczba osób w wieku senioralnym wzrosła o 28,6 tys. osób tj. o 0,3%. W 

populacji osób w starszym wieku większość stanowią kobiety. W 2021 r., podobnie jak rok 

wcześniej, stanowiły one 58,1% [17]. Ostatni oficjalny raport Narodowego Funduszu Zdrowia, 

przedstawiający dane statystyczne związane z osteoporozą, został opublikowany w listopadzie 

2019 roku [26]. Szacowana liczba osób chorych na osteoporozę w Polsce w 2018 roku (oparta 

na wskaźnikach epidemiologicznych) to 2,1 mln, z czego 1,7 mln to właśnie kobiety. Tym 

samym szacuje się, że liczba osób z niezdiagnozowaną osteoporozą w 2018 roku wahała się od 

86 tys. (w przedziale wiekowym 50÷54 lata) do 247 tys. (w przedziale wiekowym 80÷84 lata). 

Według tego raportu już w 2019 roku prognoza dla Polski wskazywała, że bezwzględna liczba 

osób zagrożonych osteoporozą będzie rosła, pomimo zmniejszania się populacji kraju [26].  

Przedstawione powyżej statystyki i prognozy dotyczące osteoporozy, zawierają dane sprzed 

okresu pandemii COVID-19. Należy pamiętać, że w ostatnich trzech latach pacjenci znacznie 

rzadziej kierowani byli na dedykowane osteoporozie badania kontrolne, więc wielu pacjentów 

nadal żyje z brakiem świadomości o dotykającej ich chorobie. Według Międzynarodowej 

Fundacji Osteoporozy już w kwietniu 2020 roku obliczenia ryzyka złamania FRAX spadło  

o 58%, przez co ponad 0,5 miliona pacjentów z 66 krajów zostało wykluczonych z oceny 

ryzyka, a wielu z koniecznego leczenia osteoporozy [7, 24]. Poza brakiem wykonywania badań 

diagnostycznych również styl życia jaki społeczeństwo prowadziło podczas lockdownu, 

znaczenie przyczynił się do rozwoju tej choroby. Brak aktywności fizycznej, nieodpowiednia 

dieta, niskie spożycie wapnia i fosforu, nadmierne spożywanie alkoholu oraz niedobory 

witaminy D, to czynniki ryzyka, które zwiększają prawdopodobieństwo wystąpienia 

osteoporozy.  
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Poza wymienionymi powyższej czynnikami związanymi z pandemią i trybem życia 

sprzyjającymi rozwojowi osteoporozy, kluczową rolę odgrywa wpływ obecności COVID-19  

w organizmie człowieka oraz oddziaływanie terapii farmakologicznej u osób zakażonych. 

Artykuł [34] zawiera przegląd informacji wskazujących, że COVID-19 może mieć bezpośredni 

i pośredni wpływ na osteoklasty i osteoblasty oraz prowadzić do osteoporozy. Produkcja 

cytokin prozapalnych wzrasta wraz z zakażeniem COVID-19, co może skutkować utratą masy 

kostnej i resorpcją kości u ciężko chorych pacjentów, zwłaszcza w podeszłym wieku, którzy 

pozostają przez długi czas unieruchomieni [16]. 

Kolejnym aspektem, który należy wziąć pod uwagę, jest negatywny wpływ terapii 

glikokortykosteroidami na metabolizm kości. Glikokortykosteroidy są powszechnie 

wykorzystywane w leczeniu zespołu ostrej niewydolności oddechowej, ponieważ zmniejszają 

stan zapalny i poprawiają funkcjonowanie płuc [37]. W związku z tym terapia z ich 

wykorzystaniem jest szeroko stosowana również w leczeniu pacjentów z COVID-19 [12].  

Szacuje się, że zmiany osteoporotyczne wywołane stosowaniem glikokortykosteroidów są 

najczęstszą przyczyną osteoporozy wtórnej i trzecią najczęstszą przyczyną osteoporozy po 

osteoporozie postmenopauzalnej i osteoporozie starczej [34, 30]. Już w 2002 roku 

opublikowano badania wskazujące, że osoby przyjmujące doustne glikokortykosteroidy były 

prawie trzy razy bardziej narażone na złamanie kręgów [34, 36]. Osteoporoza i niska gęstość 

mineralna kości mogą być wynikiem niekorzystnego wpływu tych substancji na funkcję 

komórek kostnych i metabolizm mineralny. Objawy osteoporozy wywołanej 

glikokortykosteroidami są trudne do wykrycia we wczesnym stadium, dlatego w późniejszym 

okresie może wystąpić szereg powikłań, takich jak złamania i martwica kości [34].  

Biorąc pod uwagę powyższe czynniki należy spodziewać się znacznego wzrostu zachorowań 

na osteoporozę w ciągu najbliższych lat. Jednym z największych problemów związanych z tą 

chorobą jest jej bezobjawowy charakter. Najczęściej osteoporoza diagnozowana jest na etapie 

zaawansowanym, kiedy dochodzi już do złamań osteoporotyczych. Raport Europejskiej 

Fundacji Osteoporozy i Chorób Mięśniowo-Szkieletowych oraz Polskiego Towarzystwa 

Ortopedycznego i Traumatologicznego dotyczący osteoporozy w Polsce [27], informuje, że po 

50 roku życia złamania te występują u 30% kobiet i 8% mężczyzn. Złamania osteoporotyczne 

są wyjątkowo niebezpieczne w przypadku kręgosłupa, gdzie obniżenie wzrostu i deformacje 

sylwetki (np. pogłębienie kifozy) prowadzą do zmniejszenia pojemności oddechowej płuc oraz 

pogorszenia wydolności układu krążeniowo-oddechowego, co w konsekwencji skutkuje 

zgonem pacjenta. 
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Nie sposób nie wspomnieć o aspekcie ekonomicznym związanym z osteoporozą. Ostatnie 

dostępne dane Narodowego Funduszu Zdrowia szacowane na podstawie liczby złamań w roku 

2018 wskazują, że refundacja bezpośrednich kosztów leczenia wyniosła ok 18,0 mln zł [26].  

Z uwagi na fakt, wzrostowej tendencji zachorowań koszty te będą się sukcesywnie zwiększać.  

Powyższe aspekty obrazują jak ważnym problemem jest epidemia osteoporozy i jak daleko 

idące konsekwencje może za sobą nieść. Zdaniem autorki poza szeroko zakrojoną akcją 

informacyjną i profilaktyczną konieczne jest opracowanie procedury badań przesiewowych 

wykonywanych standardowo dla osób w określonej grupie wiekowej narażonej na ubytki  

w tkance kostnej. Rozwiązaniem, które według autorki mogłoby korzystnie wpłynąć na 

diagnostykę osteoporozy jest stworzenie dodatkowego modułu diagnostycznego do 

stosowanego w placówkach medycznych oprogramowania,  pozwalającego na automatyczną 

analizę tekstury tkanki kostnej podczas badania wykonywanego w innych celach 

diagnostycznych. Jeśli taka analiza obrazu tkanki byłaby możliwa podczas badań CT, np.  

u osób z wypadków, gdzie badanie służy wykryciu ewentualnych urazów, pozwoliłoby to 

znacznie poszerzyć grono badanych osób i wykryć zmiany w tkance kostnej u pacjentów, 

którzy prawdopodobnie nie zostaliby skierowani na specjalistyczne badania pod kątem utraty 

masy kostnej. Tego typu rozwiązanie nie generowałoby dodatkowych kosztów, a bazowało 

jedynie na obrazach wykorzystywanych do diagnostyki innych schorzeń.  

W związku z powyższym autorka skupiła swoje działania na badaniach, które mogłyby stać się 

podstawą do stworzenia dodatkowego, kompatybilnego z obecnie stosowanymi urządzeniami  

i oprogramowaniem modułu diagnostycznego do analizy obrazu mikroachitektury tkanki 

gąbczastej i wykrywania ich ewentualnych ubytków. Zamieszczony w rozprawie cykl czterech 

publikacji przedstawia różne podejścia obejmujące analizę tekstury oraz klasyfikację obrazów 

tkanki. Tematyka związana z diagnostyką osteoporozy pojawia się również w innych 

publikacjach autorki, które nie wchodzą w skład niniejszej rozprawy. Złożoność poruszanego 

problemu podkreślają również sprecyzowane plany kolejnych badań przedstawione  

w podsumowaniu niniejszej pracy. Z uwagi na fakt, że to właśnie w odcinku lędźwiowym 

kręgosłupa najwcześniej pojawiają się zmiany osteoporotyczne, co wynika z dużego obszaru 

występowania tkanki beleczkowej, autorka skupiła się na obszarze kręgosłupa. Kręg L1 

statystycznie jest najbardziej narażony na złamania osteoporotyczne [2]. 
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1.2 Stan wiedzy w zakresie diagnostyki osteoporozy 

Osteoporoza spowodowana jest zaburzeniami równowagi w procesie ciągłej przebudowy 

tkanki kostnej.  Za proces remodelingu odpowiedzialne są dwa rodzaje komórek – osteoklasty 

oraz osteoblasty. Osteoklasty odpowiedzialne są za resorpcję i demineralizację dojrzałej tkanki 

kostnej. Osteoblasty tworzą nową tkankę kostną, gdzie do osteoidu, pełniącego funkcję 

rusztowania kostnego, następuje przyłączanie jonów wapnia i formowanie hydroksyapatytu. 

[35]. W przypadku nadaktywności osteoklastów następuje wzmożona resorpcja tkanki kostnej 

oraz zaburzona zostaje struktura blaszek kostnych istoty gąbczastej. Powoduje to zmianę 

zwartej dotąd struktury drobnowłóknistej tkanki i czyni ją mniej odporną na czynniki 

uszkadzające [32]. Mikroarchitektura tkanki kostnej staje się porowata, co może prowadzić do 

powstawania złamań osteoporotycznych. Podobnie dzieje się w przypadku zaburzeń pracy 

osteoblastów, które tworzą nową tkankę. W obu przypadkach brak homeostazy w procesie 

przebudowy tkanki może skutkować stopniową utratą masy kostnej i doprowadzić do 

osteopenii lub osteoporozy. 

Obecnie złotym standardem w diagnostyce osteoporozy jest densytometria (DXA), polegająca 

na pomiarach gęstości mineralnej kości (BMD) [2]. Głównym celem tego badania jest 

identyfikacja pacjentów szczególnie zagrożonych wystąpieniem złamań oraz częściowe 

monitorowanie skuteczności leczenia [33]. Densytometria najczęściej wykonywana jest  

w obrębie kości udowej oraz części lędźwiowej kręgosłupa. Znaczącą zaletą pomiarów gęstości 

mineralnej tkanki kostnej kręgosłupa jest duża zawartość kości beleczkowej, przez co to 

właśnie tam najwcześniej pojawią się zmiany osteoporotyczne. Dzięki temu możliwe jest  

w miarę dokładne określenie ryzyka złamań w tej lokalizacji (najczęstsze występują w kręgu 

L1). Jednak problemem pojawiającym się wraz z zaawansowanym wiekiem pacjentów są 

zmiany zwyrodnieniowe kręgosłupa, które poprzez generowanie osteofitów podnoszą wartość 

gęstości mineralnej kości [2, 20]. 

Podstawą do interpretacji wyników badania densytometrycznego jest współczynnik T-score 

odnoszący gęstość mineralną kości pacjenta do szczytowej masy kostnej dla młodych dorosłych 

tej samej płci.  

Przedziały wartości współczynnika T-score są następujące: 

• od +1 do -1 odchylenia standardowego (SD) oznacza normę; 

• wartość od -1 do -2,5 SD oznacza osteopenię; 
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• wartość mniejsza od -2,5 SD oznacza rozpoznanie osteoporozy [31]. 

Podczas rozpoznawania osteoporozy na podstawie niskiej wartości BMD lub wskaźnika  

T-score mniejszego od -2,5 SD, należy również brać pod uwagę całokształt obrazu klinicznego 

pacjenta ze szczególnym uwzględnieniem czynników ryzyka [33]. Stwierdzona na podstawie 

badania DXA obniżona gęstość mineralna kości wymaga diagnostyki różnicowej dla ustalenia 

jej podłoża. W tym celu wykonuje się badania krwi i moczu [19]. 

W literaturze wciąż pojawiają się nowe badania przedstawiające alternatywne rozwiązania  

w zakresie diagnostyki osteoporozy w różnych obszarach tkanki kostnej człowieka. Według 

Google Scholar w ciągu ostatnich trzech lat powstało ponad 82 tysiące prac w tej tematyce. 

Analiza dostępnych publikacji wykazała, że najczęstszym kierunkiem badań jest analiza obrazu 

mikroarchitektury tkanki kostnej [25]. Artykuł [21] pokazuje kliniczne zainteresowanie analizą 

tekstury kości za pomocą urządzenia rentgenowskiego o wysokiej rozdzielczości. Badania te 

wykazały, że połączenie wartości BMD i parametrów tekstury pozwoliło na lepszą ocenę 

ryzyka złamania niż ta, którą można uzyskać wyłącznie na podstawie pomiaru BMD. Analiza 

tekstury znalazła również zastosowanie w diagnostyce kości biodrowej, co opisano w pracy 

[14]. Wykazano w niej, że najbardziej wydajnymi cechami są cechy kowariancji − zapewniają 

one prawdopodobieństwo błędu diagnostycznego na poziomie 0,2. Podobne wnioski 

przedstawiono również w pracach [6, 13, 22, 39], w których także wykazano związek między 

BMD a parametrami tekstury. Autorzy pracy [8] zaproponowali multifraktalną metodę 

charakteryzowania tekstury kości beleczkowej. Skuteczność tej metody potwierdzono również 

w badaniach [1, 4, 28, 3]. Kolejnym popularnym podejściem w diagnostyce osteoporozy jest 

zastosowanie głębokich sieci neuronowych do klasyfikacji obrazów tkanki. W pracy [29] 

wykorzystano cztery modele sieci CNN: AlexNet, VGGNet, ResNet oraz DenseNet. Badania 

[18] wykorzystujące model VGG16 w diagnostyce stawu biodrowego pozwoliły na uzyskanie 

ogólnej dokładności na poziomie 81,2% oraz czułości 91,1%. Obiecujące wyniki zastosowania 

DNN zostały uzyskane w przypadku analizy obrazów kręgosłupa [38, 11, 23].  

Poza coraz nowszymi badaniami w zakresie diagnostyki osteoporozy pojawiają się również 

liczne badania w zakresie jej leczenia. Wykorzystywane dotychczas standardowo leki 

antyresorpcyjne (bisfosfoniany, denosumab) mogą znaleźć swoją alternatywę  np. w inżynierii 

komórkowej i genetycznej. Patofizjologia osteoporozy różni się u poszczególnych osób, 

dlatego leczenie powinno być spersonalizowane. Identyfikacja indywidualnej patologii 

metabolizmu kostnego pozwoli na lepsze dopasowanie leczenia za pomocą terapii 

skojarzonych [35]. 



Wstęp 

11 

1.3 Cel i zakres badań 

Celem badań było opracowanie algorytmu opartego na analizie tekstury obrazu CT tkanki 

gąbczastej kręgosłupa w celu identyfikacji ubytków osteoporotycznych. Niniejsza rozprawa 

oparta jest o cykl czterech publikacji: 

[A1]. Comparison of the Classification Results Accuracy for CT Soft Tissue and Bone 

Reconstructions in Detecting the Porosity of a Spongy Tissue, Róża Dzierżak, Zbigniew 

Omiotek, Ewaryst Tkacz, Sebastian Uhlig, Journal of Clinical Medicine, 2022, vol. 11, nr 

15, s. 1−11 [MNiSW: 140]. 

[A2]. Application of Deep Convolutional Neural Networks in the Diagnosis of 

Osteoporosis, Róża Dzierżak, Zbigniew Omiotek, Sensors, 2022, vol. 22, nr 21, s. 1−18  

[MNiSW: 100]. 

[A3]. Fractal analysis as a method for feature extraction in detecting osteoporotic bone 

destruction, Zbigniew Omiotek, Róża Dzierżak, Andrzej Kępa, Fractals : Complex 

Geometry, Patterns, and Scaling in Nature and Society, 2021, vol. 29, nr 4, s. 1−15 

[MNiSW: 100]. 

[A4]. The Influence of the Normalisation of Spinal CT Images on the Significance of 

Textural Features in the Identification of Defects in the Spongy Tissue Structure, Róża 

Dzierżak, Zbigniew Omiotek, Ewaryst Tkacz, Andrzej Kępa. [W]: Innovations in 

Biomedical Engineering, Springer, 2019, s. 55−66 [MNiSW: 20]. 

Sumaryczny Impact Factor (IF) cyklu publikacji przedstawionych jako osiągnięcia naukowe 

wynosi 13,366, a sumaryczna liczba punktów ministerialnych publikacji wchodzących w skład 

osiągnięcia naukowego wynosi 360 (liczona według punktacji z roku publikacji). 

W swoich badaniach autorka skupiła się na trzech głównych metodach analizy i klasyfikacji 

obrazów: 

 zastosowanie klasycznych metod uczenia maszynowego do klasyfikacji obrazów na 

podstawie analizy cech tekstury;  

 zastosowanie głębokich konwolucyjnych sieci neuronowych; 

 zastosowanie analizy fraktalnej.  
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Poza wymienionymi powyżej pozycjami literatury autorka posiada w swoim dorobku 

naukowym jeszcze inne publikacje, prezentujące wyniki badań związanych z diagnostyką 

osteoporozy, które nie zostały włączone do rozprawy.  

1. Comparison of the influence of standardization and normalization of data on the 

effectiveness of spongy tissue texture classification, Róża Dzierżak, Informatyka, 

Automatyka, Pomiary w Gospodarce i Ochronie Środowiska, 2019, vol. 9, nr 3, s. 66−69. 

2. Fractal analysis of the computed tomography images of vertebrae on the thoraco-lumbar 

region in diagnosing osteoporotic bone damage, Zbigniew Omiotek, Róża Dzierżak, 

Sebastian Uhlig, Proceedings of the Institution of Mechanical Engineers Part H-Journal of 

Engineering in Medicine, 2019, vol. 233, nr 12, s. 1269−1281. 

3. The influence of the principal component analysis of texture features on the classification 

quality of sponge tissue images, Róża Dzierżak, Informatyka, Automatyka, Pomiary  

w Gospodarce i Ochronie Środowiska, 2020, vol. 10, nr 3, s. 13−16. 

4. Zastosowanie klasyfikatorów tekstury w analizie obrazów medycznych, Róża Dzierżak. 

[W]: Trendy i rozwiązania technologiczne – odpowiedź na potrzeby współczesnego 

społeczeństwa. T. 1., 2017, s. 212−221. 

5. Application of neural networks in the classification of medical images textures, Róża 

Dzierżak, Waldemar Wójcik, Iskusstvennyj Intellekt-Naučno-Teoretičeskij Žurnal 

(Искусственный Интеллект), 2018, vol. 79, nr 1, s. 49−55. 

Przedstawione publikacje zawierają badania, które miały znaczny wpływ na ostateczną wersję 

opracowanych algorytmów. Autorka w swoim dorobku posiada również rozprawę doktorską pt. 

„Zastosowanie konwolucyjnych sieci neuronowych w diagnostyce osteoporozy” obronioną  

w dyscyplinie automatyka, elektronika i elektrotechnika na Politechnice Lubelskiej w 2020 roku.  

Niniejszą rozprawę opartą o cykl czerech publikacji, dopełniono opisem materiału badawczego, 

jakim jest baza obrazów CT kręgosłupa oraz opisem metod analizy i klasyfikacji obrazów, 

wykorzystanych w załączonych publikacjach. Przedstawiona literatura obejmuje pozycje 

bezpośrednio wymienione w treści rozprawy, natomiast pełne listy źródeł literaturowych 

znajdują się w części prezentującej poszczególne artykuły autorki. W załączniku  

nr 1 przedstawiono zbiór obrazów będących przedmiotem badań.   
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2. MATERIAŁ WYKORZYSTANY W BADANIACH  

Na potrzeby badań związanych z opracowaniem algorytmów diagnostyki osteoporozy 

zbudowano bazę danych obrazowych CT odcinka lędźwiowo-krzyżowego (L – S) kręgosłupa. 

Baza ta posłużyła do przeprowadzenia wszystkich analiz prezentowanych w pracach 

naukowych autorki.  

Badania obrazowe CT pochodzą z poradni ortopedycznej oraz oddziału SOR w Samodzielnym 

Szpitalu Klinicznym w Lublinie. Obrazy przedstawiają odcinek lędźwiowo – krzyżowy 100 

pacjentów podzielonych na dwie grupy (grupę kontrolną oraz grupę chorych). Podczas 

wcześniejszych badań przeprowadzono analizę mocy testu istotności statystycznej uzyskanych 

wyników oraz związaną z nią ocenę wymaganej liczebności próby [9]. Grupa kontrolna 

obejmowała 26 kobiet i 24 mężczyzn w wieku od 53 do 77 lat bez objawów osteoporozy  

i osteopenii. Grupę chorych stanowiły 33 kobiety i 17 mężczyzn w wieku od 44 do 95 lat ze 

stwierdzoną osteoporozą. Dokładne dane dotyczące pacjentów oraz parametrów ekspozycji 

zastosowanych podczas badania tomograficznego zostały przedstawione w Tab. 2.1. 

Tab. 2.1. Zestawienie danych pacjentów oraz parametrów ekspozycji zastosowanych podczas badania 

tomograficznego 

Grupa kontrolna Grupa z osteoporozą 

Dane pacjenta Parametry ekspozycji Dane pacjenta Parametry ekspozycji 

Numer 

pacjenta 
Płeć Wiek 

Natężenie 

prądu 

[mA] 

Napięcie 

[kV] 

Numer 

pacjenta 
Płeć Wiek 

Natężenie 

prądu 

[mA] 

Napięcie 

[kV] 

1 M 72 225 140 1 M 75 181 140 

2 M 58 301 140 2 K 88 310 140 

3 M 57 181 140 3 M 56 167 120 

4 K 55 181 140 4 K 44 181 140 

5 K 53 181 140 5 K 56 99 120 

6 K 77 181 140 6 M 63 181 140 

7 M 68 209 120 7 M 74 181 140 



Materiał wykorzystany w badaniach 

14 

8 K 69 181 140 8 K 83 150 120 

9 M 62 181 140 9 K 70 181 140 

10 K 63 339 140 10 K 85 181 140 

11 K 68 181 140 11 M 66 181 140 

12 M 75 385 140 12 M 95 113 120 

13 M 74 253 120 13 K 71 181 140 

14 K 42 301 140 14 K 76 181 140 

15 K 64 335 120 15 K 70 181 140 

16 K 61 99 120 16 K 92 181 140 

17 M 73 215 140 17 K 68 180 140 

18 M 72 194 120 18 M 78 152 120 

19 K 63 181 140 19 K 75 499 120 

20 M 59 181 140 20 M 67 700 120 

21 M 59 181 140 21 K 82 181 140 

22 M 66 499 120 22 K 76 99 120 

23 K 68 319 140 23 K 73 181 140 

24 K 57 332 120 24 K 78 181 140 

25 K 68 99 120 25 K 82 181 140 

26 K 62 181 140 26 K 74 128 120 

27 M 60 181 140 27 M 75 356 140 

28 K 62 117 120 28 K 74 499 120 

29 M 57 445 120 29 K 73 181 140 

30 M 67 254 120 30 K 71 85 120 

31 M 65 330 120 31 M  54 168 120 

32 K 57 181 140 32 M 65 180 120 
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Kwalifikacja pacjentów do poszczególnych grup została przeprowadzona przy współpracy  

z radiologiem. Podstawą kwalifikacji był opis badania sporządzony przez lekarza specjalistę 

oraz pomiar gęstości radiologicznej tkanki gąbczastej pierwszego kręgu odcinka lędźwiowego 

kręgosłupa (L1). Na podstawie literatury, jako wartość graniczną gęstości tkanki przyjęto 120 

jednostek Hounsfielda (HU) [10]. Pacjenci, u których gęstość była znacząco większa od 

wartości granicznej oraz opis badania nie sugerował zmian w strukturze tkanki, 

zakwalifikowani zostali do grupy kontrolnej. W związku z brakiem wyników standardowych 

badań diagnostycznych takich jak wskaźnik BMD, określono dodatkowe kryterium 

33 M 65 499 120 33 K 72 122 120 

34 M 60 265 140 34 K 75 260 120 

35 M 60 181 140 35 M 68 181 140 

36 K 65 268 120 36 M 87 181 140 

37 K 62 248 140 37 K 77 126 120 

38 M 65 190 140 38 M 82 181 140 

39 M 57 181 140 39 K 69 180 140 

40 K 59 159 120 40 K 74 181 140  

41 K 57 181 140 41 K 63 181 120 

42 K 62 499 120 42 K 70 99 120 

43 K 58 206 140 43 K 82 330 120 

44 K 74 198 120 44 K 69 164 120 

45 M 57 181 140 45 K 89 144 120 

46 K 59 181 140 46 M 59 181 140 

47 M 61 194 120 47 M 58 180 140 

48 K 67 234 120 48 K 81 181 140 

49 M 59 181 140 49 K 75 260 120 

50 K 61 99 120 50 M 65 181 140 
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kwalifikacji do grupy osób chorych jakim było osteoporotyczne złamanie kręgu, możliwe do 

zdiagnozowania na podstawie obrazu pochodzącego z tomografii komputerowej. 

Z serii obrazów każdego badania CT wybrano cztery obrazy przekroju poprzecznego kręgu L1 

na poziomie jego środka (Rys. 2.1. Ilustracja doboru obszaru tkanki gąbczastej do badań). 

Pozwoliło to na uzyskanie możliwie jak największej powierzchni próbki przedstawiającej 

teksturę tkanki gąbczastej kręgu. W wyniku tego uzyskano czterysta próbek o wymiarach 

50x50 pikseli. 

 

Rys. 2.1. Ilustracja doboru obszaru tkanki gąbczastej do badań  

Przykładowe obrazy tkanki próbek pacjentów zdrowych oraz pacjentów chorych zamieszczono 

poniżej (Rys. 2.2), natomiast komplet 400 obrazów przedstawiono w załączniku nr 1. 

 

 

 

 

Rys. 2.2. Próbki obrazowe tkanki pacjentów zdrowych oraz tkanki ze zmianami osteoporotycznymi  

w oryginalnym rozmiarze  

Tkanka pacjentów 

zdrowych 
                 

Tkanka ze zmianami 

osteoporotycznymi           
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3. OMÓWIENIE METOD BADAWCZYCH I WYNIKÓW OPISANYCH W ARTYKUŁACH 

WCHODZĄCYCH W SKŁAD ROZPRAWY 

3.1 Analiza tekstury obrazu tkanki gąbczastej w rekonstrukcji kostnej i miękkotkankowej 

Artykuł Comparison of the Classification Results Accuracy for CT Soft Tissue and Bone 

Reconstructions in Detecting the Porosity of a Spongy Tissue (Róża Dzierżak, Zbigniew 

Omiotek, Ewaryst Tkacz and Sebastian Uhlig) przedstawia porównanie wyników klasyfikacji 

obrazów CT na podstawie wartości cech tekstury przy zastosowaniu dwóch różnych filtrów 

rekonstrukcyjnych.  

Obraz pochodzący z tomografii komputerowej uzyskiwany jest na drodze przekształceń  

i obliczeń matematycznych, wykonywanych podczas procesu pomiarowego. Proces 

przekształcający dane pierwotne do obrazu tomograficznego nazywamy rekonstrukcją. Z uwagi 

na różnorodność struktur, występujących w ciele człowieka, konieczne jest zastosowanie 

różnych filtrów rekonstrukcyjnych. Podczas oceny stanu narządów o dużym kontraście struktur 

wewnętrznych, jak np. kości lub płuca, stosuje się rekonstrukcję kostną (algorytm twardy)  

o wysokiej rozdzielczości, która powoduje wzmocnienie krawędzi. Do oceny tkanek miękkich 

i narządów o mniejszym kontraście struktur wewnętrznych, stosowana jest rekonstrukcja 

miękkotkankowa (algorytm miękki), która redukuje szum, kosztem zmniejszenia 

rozdzielczości przestrzennej. Dzięki zastosowaniu różnych filtrów rekonstrukcyjnych możliwe 

jest odpowiednie dostosowanie obrazu badanych tkanek do dalszych analiz. 

W omawianej pracy przedstawiono proces klasyfikacji obrazów istoty gąbczastej w kręgu 

lędźwiowym L1 na podstawie uzyskanych cech tekstury. Istota gąbczasta zaliczana jest do 

tkanek kostnych, jednak budujące ją blaszki są luźno ułożone, a poziom jej zmineralizowania 

około 3 razy niższy niż w istocie zbitej. 

Podczas oceny stanu tkanki gąbczastej, zarówno przez radiologów podczas standardowej oceny 

diagnostycznej, jak również w większości artykułów poświęconych temu tematowi, 

wykorzystywane są obrazy pochodzące z rekonstrukcji kostnej. Z uwagi na nietypowy 

charakter tkanki gąbczastej, o którym wspominano powyżej, w niniejszej pracy wykorzystano 

dwa rodzaje rekonstrukcji obrazów, rekonstrukcję miękkotkanową oraz kostną. Głównym 

przedmiotem badań była weryfikacja, który rodzaj zrekonstruowanych obrazów umożliwia 

otrzymanie cech tekstury, pozwalających na dokładniejszą klasyfikację stanu tkanki. 
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Deskryptory cech tekstury zostały obliczone za pomocą oprogramowania MaZda, 

pozwalającego na wyznaczenie wartości liczbowych 290 cech na podstawie analizy 

statystycznej histogramu obrazu szarości, modelu autoregresji oraz transformacji falkowej.  

Kolejnym krokiem była redukcja danych poprzez selekcję cech, mającą na celu ograniczenie 

pełnego zbioru do podzbioru, zawierającego cechy istotne z punktu widzenia zastosowanego 

kryterium. Wykorzystano do tego 9 metod reprezentujących różne podejścia (metody filtrujące, 

opakowujące i osadzone). W trakcie procesu selekcji danych cały zestaw 290 cech został 

znacznie zredukowany – do 32 dla obrazów rekonstrukcji kostnej i 18 dla rekonstrukcji 

miękkotkankowej. Lista rankingowa zawierała zestaw cech w kolejności odzwierciedlającej ich 

istotność pod względem dyskryminacji obserwacji należących do różnych klas.  

Do budowy modeli klasyfikatorów wykorzystano 11 metod: liniową i kwadratową analizę 

dyskryminacyjną (LDA, QDA), gaussowską naiwną metodę Bayesa (BAYES), maszyny 

wektorów wspierających (SVM) wykorzystujące parametr regularyzacji C, maszyny wektorów 

wspierających (NuSVM) wykorzystujące parametr do sterowania liczbą podpór wektory nu,  

K-najbliższych sąsiadów (KNN), drzewo decyzyjne (DT), perceptron wielowarstwowy (MLP) 

oraz trzy metody zespołowe – las losowy (RF), wzmacnianie gradientu (GRAD), AdaBoost 

(ADA). W procesie uczenia zastosowano optymalizację hiperparametryczną opartą na 

metodzie grid search. Na tej podstawie określono najbardziej efektywny model i optymalny 

podzbiór cech dla każdej zastosowanej metody selekcji.  

W przypadku obrazów rekonstrukcji kostnej 4 modele osiągnęły maksymalną dokładność 92%, 

z czego jeden miał najwyższą czułość 95%, przy swoistości 89%. W przypadku obrazów 

rekonstrukcji tkanek miękkich 5 modeli osiągnęło najwyższą dokładność badania na poziomie 

95%, gdzie pozostałe wskaźniki jakości (TPR i TNR) również wyniosły 95%.  

Wyniki badań pozwalają stwierdzić, że w przypadku analizy tekstury to rekonstrukcja 

miękkotkankowa oferuje większą dokładność klasyfikacji (ACC=95%), niż zazwyczaj 

używana do oceny tkanki gąbczastej rekonstrukcja kostna (ACC=92%). Z uwagi na nietypowy 

charakter badanej tkanki, którą wyróżnia niższa gęstość mineralna, niż w istocie zbitej, więc 

obraz z rekonstrukcji miękkotkankowej zawiera dokładniejszy zakres wartości cech tekstury. 

W jej przypadku, aż 5 klasyfikatorów uzyskało te same najlepsze wartości zastosowanych 

indeksów jakości (ACC=TPR=TNR=95%). Potwierdza to zasadność przeprowadzonych badań 

i wskazuje nowe możliwości wynikające z odmiennego podejścia do analizowanej tkanki. 
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3.2 Konwolucyjne sieci neuronowe 

Artykuł Application of Deep Convolutional Neural Networks in the Diagnosis of Osteoporosis 

(Róża Dzierżak, Zbigniew Omiotek) prezentuje wyniki badań nad możliwością zastosowania 

głębokich konwolucyjnych sieci neuronowych (DCNN) do budowy skutecznej metody 

rozpoznawania osteoporozy na podstawie obrazów CT kręgosłupa. 

Ze względu na niewielki (w ujęciu deep learningu) zestaw danych obrazowych, w badaniach 

wykorzystano wstępnie wytrenowane modele, które z uwagi na zbiór obrazów wykorzystany 

do jego uczenia, może pełnić rolę ogólnego modelu do przetwarzania obrazów. Po 

odpowiednim dostosowaniu model ten może być wykorzystany do rozpoznawania innych klas 

niż te, których użyto w procesie uczenia. Użyte modele zostały wytrenowane na zbiorze 

ImageNet zawierającym ok. 1,4 miliona obrazów podzielonych na 1000 klas.  

W badaniach wykorzystano 6 modeli o zróżnicowanej architekturze i głębokości topologicznej: 

Xception, VGG16, VGG19, ResNet50, InceptionResNetV2, MobileNetV2. Modele składały 

się z dwóch głównych części jakimi były wyuczona wcześniej baza konwolucyjna oraz gęsto 

połączone klasyfikatory usytuowane na końcu sieci. Standardowe klasyfikatory zostały 

zastąpione gęsto połączonymi warstwami dense layer, warstwą GlobalAveragePooling2D 

odpowiadającą za przeprowadzanie operacji pooling dla danych przestrzennych na podstawie 

średniej globalnej oraz warstwą Dropout ograniczającą nadmierne dopasowanie modelu do 

danych treningowych. Pierwszym etapem trenowania modelu była ekstrakcja cech (trenowanie 

klasyfikatora przy wykorzystaniu obrazów tkanki gąbczastej), natomiast kolejnym 

dopasowanie sieci.  

Najlepsze wyniki uzyskano dla modelu VGG16, charakteryzującego się najmniejszą 

głębokością topologiczną (ACC=95%, TPR=96% i TNR=94%). Badania wykazały także, że 

zastosowanie techniki transfer learning podczas uczenia głębokiego z wykorzystaniem małego 

zbioru danych, również pozwala uzyskać satysfakcjonujące rezultaty. Zaproponowana metoda 

pozwala znacznie uprościć etap wstępnego przetwarzania i analizy obrazu przed 

wykorzystaniem obrazów do budowy modelu klasyfikatora. Konwolucyjna sieć neuronowa jest 

w stanie ujawnić wewnętrzne cechy poszczególnych obserwacji na podstawie surowych danych 

uzyskanych z obrazów, zapewniając przy tym wysoką skuteczność klasyfikacji. 
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3.3 Analiza fraktalna  

W pracy Fractal analysis as a method for feature extraction in detecting osteoporotic bone 

destruction (Zbigniew Omiotek, Róża Dzierżak, Andrzej Kępa) zastosowano analizę fraktalną 

do wyznaczenia zbioru deskryptorów cech, który mógłby zostać wykorzystany w procesie 

diagnostyki osteoporozy.  

Nowym podejściem zaprezentowanym w artykule jest to, że podczas analizy zastosowano kilka 

różnych estymatorów wymiaru fraktalnego, które wykorzystują zarówno obrazy szare, jak  

i binarne. Najlepsze z nich zostają wybrane za pomocą odpowiedniej metody selekcji. Oprócz 

wymiarów fraktalnych, oszacowanych różnymi metodami, wykorzystane są także inne parametry 

uzyskane na podstawie analizy fraktalnej, takie jak intercept (punkt przecięcia)  

i lacunarity (lakunarność). Takie podejście rozszerza możliwości zaprezentowanej metody.  

W niniejszej pracy ocena uzyskanego wektora cech zrealizowana została poprzez testowanie 

zbudowanych klasyfikatorów. Dzięki temu, dostarczona jest informacja o wartości różnych 

wskaźników jakości klasyfikacji, istotnych dla pacjenta z medycznego punktu widzenia. Na uwagę 

zasługuje także fakt, iż system diagnostyki osteoporozy, oparty na prezentowanej metodzie 

ekstrakcji cech, wykorzystywałby wyłącznie deskryptory uzyskane w wyniku analizy fraktalnej. 

Komputerowa reprezentacja obrazu medycznego (np. tomografii komputerowej) to macierz 

obrazu, w której poziomy skali szarości (intensywności) odpowiadające elementom x, y tworzą 

mniej lub bardziej złożoną powierzchnię. Istnieje wiele algorytmów szacowania wymiaru 

fraktalnego takich powierzchni. W przedstawionych badaniach zastosowano metody oparte na 

widmowej gęstości mocy, metodzie graniastosłupów trójkątnych i wariacji, a także metodę box 

counting, która w analizie wykorzystywała binarną postać obrazu. 

Obrazy szare przeznaczone do analizy za pomocą metody box counting zostały poddane 

segmentacji. W wyniku tego procesu otrzymano obrazy binarne, na podstawie których 

obliczono wymiar fraktalny oraz lakunarność. Wstępnie, porównano wyniki działania kilku 

metod segmentacji, wśród których były: lokalne i globalne progowanie Otsu, lokalne 

progowanie metodą Bradleya, metoda zbiorów poziomicowych, progowanie adaptacyjne  

i metoda aktywnego konturu. Stan chorobowy tkanki widoczny jest na zdjęciach CT w postaci 

powiększonych ciemnych plam. Dlatego, podstawowym kryterium jakości segmentacji było 

wierne odtworzenie tego typu obszarów. Najlepsze efekty osiągnięto za pomocą metody 

progowania metodą Bradleya, którą zastosowano do segmentacji obrazów w skali szarości. 
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Do selekcji cech wykorzystano metodę opartą na liniowej regresji krokowej. W procesie 

klasyfikacji wykorzystano 3 cechy: Var_FD, Filter oraz Lac. Zastosowano sześć metod 

klasyfikacji: liniowa i kwadratowa analiza dyskryminacyjna (LDA, QDA), naiwny klasyfikator 

Bayesa (NBC), drzewo decyzyjne (DT), K-najbliższych sąsiadów (K-NN) i lasy losowe (RF). 

Badania pokazały, że analiza fraktalna jest wartościowym narzędziem do ekstrakcji wektora 

cech obrazów CT kręgosłupa. Najlepsze wyniki uzyskano dla klasyfikatora K-NN (dla k=1 lub 

10) ACC=81%, TPR=78%, TNR=90%, PPV=90%, NPV=77%. Uzyskanie stosunkowo dobrej 

dokładności klasyfikacji możliwe było dzięki jednoczesnemu zastosowaniu deskryptorów 

fraktalnych obrazów szarych i binarnych. 

Do zalet przedstawionej metody należy to, że jest ona nieinwazyjna i oferuje dość dobrą 

dokładność rozpoznawania przypadków należących do poszczególnych klas. Poza tym, metoda 

oparta jest na zaledwie trzech cechach wyłonionych wyłącznie na podstawie analizy fraktalnej. 

Z drugiej strony, pewnym mankamentem zastosowanej metody analizy jest fakt, braku 

standaryzacji metod szacowania wymiaru fraktalnego. W konsekwencji, wartości tego 

parametru dla tego samego obrazu, szacowane różnymi metodami, są zbliżone, lecz nie 

identyczne. Poza tym, w różny sposób może być określany zakres estymacji nachylenia linii 

regresji, co ma wpływ na wartość szacowanego parametru. W przyszłych badaniach należy 

także uwzględnić wpływ zmian wielkości oraz pozycji ROI na wyniki klasyfikacji. Pomimo 

zasygnalizowanych problemów, analiza fraktalna wydaje się być interesującym narzędziem 

ekstrakcji wektora cech w badaniach tekstur obrazów CT kręgosłupa. 

3.4 Wpływ normalizacji obrazów CT kręgosłupa na istotność cech teksturalnych  
w identyfikacji ubytków w strukturze tkanki gąbczastej 

W artykule The Influence of the Normalisation of Spinal CT Images on the Significance of 

Textural Features in the Identification of Defects in the Spongy Tissue Structure (Róża 

Dzierżak, Zbigniew Omiotek, Ewaryst Tkacz, Andrzej Kępa) przedstawiono wpływ procesu 

normalizacji obrazu CT kręgosłupa na dokładność rozpoznawania ubytków w strukturze tkanki 

gąbczastej kręgów na odcinku piersiowo-lędźwiowym. 

Obrazy pochodzące ze współczesnych tomografów, w porównaniu z innymi technikami 

obrazowania medycznego, charakteryzują się dużą dokładnością, wysoką rozdzielczością  

i kontrastem. Dzięki dobrej jakości otrzymywanych wyników możliwa jest analiza tekstury 

tkanek. Ma ona na celu znalezienie zbioru parametrów, nazywanych cechami teksturalnymi,  

z których każdy jest liczbową miarą określonej właściwości tekstury. Do uzyskania jak 
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najlepszych informacji na temat badanej tkanki konieczne jest odpowiednie dobranie działań  

z zakresu przetwarzania wstępnego. W niniejszym artykule przedstawiono wpływ procesu 

normalizacji obrazu na zmiany jego istotnych cech teksturalnych. 

Deskryptory cech oparte były na histogramie poziomów szarości, macierzy gradientu, macierzy 

RL, macierzy zdarzeń, modelu autoregresji i transformacie falkowej. Zastosowano 6 metod 

selekcji cech: współczynnik Fishera, minimalizacja prawdopodobieństwa błędu klasyfikacji  

i średnich współczynników korelacji pomiędzy wybranymi cechami, korelację Spearmana, 

wzajemną informację, heurystyczną identyfikację zmiennych zakłócających, liniową regresję 

krokową. Każda z pięciu pierwszych metod selekcji zwróciła 10 cech zajmujących początkowe 

miejsca w rankingu wykonanym według własnego współczynnika. Szósta metoda, tj. liniowa 

regresja krokowa, zwróciła 6 cech dla obrazów przed normalizacją i 7 cech dla obrazów po 

wykonaniu tej operacji. Zestawy cech wyłonione w procesie selekcji poddano ewaluacji za 

pomocą sześciu popularnych metod klasyfikacji nadzorowanej. Były to: liniowa i kwadratowa 

analiza dyskryminacyjna, naiwny klasyfikator Bayesa, drzewo decyzyjne, klasyfikator  

K najbliższych sąsiadów i lasy losowe. Do oceny dokładności klasyfikatorów zastosowano: 

dokładność klasyfikacji (ACC), czułość (TPR), specyficzność (TNR), wartość predykcyjną 

dodatnią (PPV) i wartość predykcyjną ujemną (NPV). Uzyskano następujące wartości 

poszczególnych współczynników jakości klasyfikacji (przed normalizacją / po normalizacji): 

ogólna dokładność klasyfikacji – 90%/82%, wrażliwość klasyfikacji – 89%/85%, 

specyficzność klasyfikacji – 96%/82%, wartość predykcyjna dodatnia – 95%/95%, wartość 

predykcyjna ujemna – 89%/84%. 

Przeprowadzenie normalizacji badanych obrazów spowodowało zmianę jasności 

poszczególnych pikseli. W efekcie, zmieniły się cechy teksturalne obrazów, co pokazały wyniki 

analizy. Zestawy deskryptorów, uzyskane jako efekt działania wybranych metod selekcji, były 

różne dla obrazów przed i po normalizacji. Poszczególne zbiory cech oceniono pod kątem 

dokładności automatycznej klasyfikacji obrazów na przypadki kategorii zdrowy i chory na 

osteoporozę. Prawie każdy z zastosowanych współczynników jakości klasyfikacji osiągnął 

większą wartość dla obrazów bez normalizacji jasności. Różnice w pogorszeniu dokładności, 

w wyniku przeprowadzenia normalizacji, wynosiły od 4% dla współczynnika TPR do 14% dla 

ACC. Wyjątkiem był współczynnik PPV, który nie zmienił się w efekcie normalizacji.  

Uzyskane wyniki pokazały, że należy ostrożnie dobierać operacje przetwarzania wstępnego, 

gdyż nie zawsze prowadzą one do poprawy zamierzonych efektów. Normalizacja, rozszerzając 

zakres odcieni do maksymalnego dopuszczalnego, poprawia jakość obrazu, dzięki czemu 
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można łatwiej rozróżnić występujące na nim szczegóły. Jednak, jak pokazały badania, może 

dojść do utraty informacji istotnej z punktu widzenia rozpoznawania tekstur. Dla 

zastosowanych deskryptorów cech oraz metod klasyfikacji, normalizacja obrazów CT 

kręgosłupa doprowadziła do pogorszenia dokładności automatycznego rozpoznawania 

osteoporozy. W związku z tym, operacji tej nie należy rekomendować do stosowania  

w kontekście zaprezentowanych badań. 
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4. WYKAZ PUBLIKACJI STANOWIĄCYCH ROZPRAWĘ DOKTORSKĄ 

Niniejsza praca oparta jest o cykl publikacji i przedstawia opublikowane wyniki badań nad 

analizą obrazów TK kręgu lędźwiowego z wykorzystaniem najbardziej efektywnych metod 

analizy i klasyfikacji obrazów jakie możemy znaleźć w literaturze. Temat diagnostyki 

osteoporozy  jest niezwykle istotny co znajduje potwierdzenie w licznych pracach 

publikowanych w tej tematyce. Podstawą niniejszej rozprawy są cztery publikacje zawarte  

w kolejnych podrozdziałach.  

4.1 Comparison of the classification results accuracy for CT soft tissue and bone 

reconstructions in detecting the porosity of a spongy tissue  

Autorzy: Róża Dzierżak, Zbigniew Omiotek, Ewaryst Tkacz and Sebastian Uhlig  

Opublikowano: Journal of Clinical Medicine.- 2022, vol. 11, nr 15, s. 1−11. 

DOI: https://doi.org/10.3390/jcm11154526 

Impact Factor: 4.964 

Liczba punktów ministerialnych: 140 

Udział pierwszego autora w poniżej załączonym artykule polegał na opracowaniu koncepcji 

badań, analizie literaturowej, analizie otrzymanych wyników, przygotowaniu manuskryptu 

oraz pracach publikacyjnych (50%). Wkład  współautorów, w formie oświadczenia, 

zamieszczono na końcu artykułu.  

Celem badań prezentowanych w niniejszym artykule było porównanie dokładności wyników 

klasyfikacji dwóch typów rekonstrukcji tkanek miękkich i kości tomografii komputerowej 

kręgosłupa w wykrywaniu porowatości tkanki gąbczastej. Deskryptory cech tekstury zostały 

obliczone na podstawie analizy statystycznej histogramu obrazu szarości, modelu autoregresji 

i transformacji falkowej. Redukcję wymiarów danych zastosowano poprzez selekcję cech przy 

użyciu dziewięciu metod reprezentujących różne podejścia (filtr, opakowanie i metody 

osadzone). W przypadku obrazów rekonstrukcji kości cztery modele osiągnęły maksymalną 

dokładność 92%, z czego jeden miał najwyższą czułość 95%, przy swoistości 89%.  

W przypadku obrazów rekonstrukcji tkanek miękkich pięć modeli osiągnęło najwyższą 

dokładność testową wynoszącą 95%, podczas gdy pozostałe wskaźniki jakości (TPR i TNR) 

również wyniosły 95%. Badania wykazały, że obrazy pochodzące z rekonstrukcji tkanek 

miękkich pozwalają na uzyskanie dokładniejszych wartości parametrów tekstury, co zwiększa 

dokładność klasyfikacji i daje lepsze możliwości diagnozowania osteoporozy.  

https://pub.pollub.pl/publication/28655/
https://pub.pollub.pl/publication/28655/
https://pub.pollub.pl/author/812/
https://pub.pollub.pl/author/1995/
https://pub.pollub.pl/author/8797/
https://pub.pollub.pl/author/8814/
https://pub.pollub.pl/publication/19837/
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4.2 Application of deep convolutional neural networks in the diagnosis of osteoporosis  

Autorzy: Róża Dzierżak and Zbigniew Omiotek  

Opublikowano: Sensors.- 2022, vol. 22, nr 21, s. 1−18  

DOI: https://doi.org/10.3390/s22218189 

Impact Factor: 3.847 

Liczba punktów ministerialnych: 100 

Udział pierwszego autora w poniżej załączonym artykule polegał na opracowaniu koncepcji 

badań, analizie literaturowej, opracowaniu otrzymanych wyników oraz przygotowaniu 

manuskryptu (70%). Wkład  współautorów, w formie oświadczenia, zamieszczono na końcu 

artykułu.  

Celem przeprowadzonych badań była ocena możliwości wykorzystania głębokich 

konwolucyjnych sieci neuronowych (DCNN) do opracowania skutecznej metody 

diagnozowania osteoporozy na podstawie zdjęć tomografii komputerowej kręgosłupa. W 

badaniu wykorzystano sześć wstępnie wytrenowanych architektur DCNN o różnych 

głębokościach topologicznych (VGG16, VGG19, MobileNetV2, Xception, ResNet50, 

InceptionResNetV2). Najlepsze wyniki uzyskano dla modelu VGG16 charakteryzującego się 

najniższą głębokością topologiczną (ACC = 95%, TPR = 96% i TNR = 94%). Pewnym 

wyzwaniem podczas badania była stosunkowo niewielka (jak na deep learning) liczba 

obserwacji (400 obrazów). Problem ten został rozwiązany przy użyciu wstępnie wyszkolonych 

modeli DCNN na dużym zbiorze danych oraz techniki rozszerzania danych. Uzyskane wyniki 

pozwalają wnioskować, że technika transfer learning daje zadowalające wyniki podczas 

budowy głębokich modeli do diagnostyki osteoporozy na podstawie małych zbiorów danych 

obrazów TK kręgosłupa. W artykule zaproponowano oryginalny algorytm analizy obrazów CT 

kręgu L1, przy wykorzystaniu modelu sieci VGG16, dla którego uzyskano najlepsze wyniki 

parametrów klasyfikacji.  
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4.3 Fractal analysis as a method for feature extraction in detecting osteoporotic bone 
destruction  

Autorzy: Zbigniew Omiotek, Róża Dzierżak, Andrzej Kępa  

Opublikowano: Fractals: Complex Geometry, Patterns, and Scaling in Nature and Society.- 

2021, vol. 29, nr 4, s. 49−64. 

DOI: https://doi.org/10.1142/S0218348X2150095X 

Impact Factor: 4.555 

Liczba punktów ministerialnych: 100 

Udział drugiego autora w poniżej załączonym artykule polegał na analizie literaturowej, 

analizie otrzymanych wyników oraz przygotowaniu manuskryptu (30%). Wkład  

współautorów, w formie oświadczenia, zamieszczono na końcu artykułu.  

Do przeprowadzenia badań prezentowanych w niniejszym artykule wykorzystano analizę 

fraktalną w celu określenia zestawu deskryptorów cech, które można zastosować w procesie 

diagnozowania uszkodzeń kości spowodowanych osteoporozą. Na podstawie analizy fraktalnej 

i selekcji cech metodą liniowej regresji krokowej uzyskano trzy deskryptory. Były to dwa 

wymiary fraktalne obliczone metodą wariacyjną oraz lakunarność fraktalna obliczona metodą 

liczenia pudełek. Pierwsze dwa deskryptory uzyskano w wyniku analizy obrazów szarych,  

a trzeci był wynikiem analizy obrazów binarnych. Skuteczność deskryptorów została 

zweryfikowana za pomocą sześciu popularnych nadzorowanych metod klasyfikacji: liniowej  

i kwadratowej analizy dyskryminacyjnej, naiwnego klasyfikatora Bayesa, drzewa decyzyjnego, 

K-najbliższych sąsiadów oraz lasów losowych. Najlepsze wyniki uzyskano stosując 

klasyfikator K-NN; były to: ogólna trafność klasyfikacji – 81%, czułość klasyfikacji – 78%, 

specyficzność klasyfikacji – 90%, dodatnia wartość predykcyjna – 90%, ujemna wartość 

predykcyjna – 77%. 
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4.4 The influence of the normalisation of spinal CT images on the significance of textural 
features in the identification of defects in the spongy tissue structure  

Autorzy: Róża Dzierżak, Zbigniew Omiotek, Ewaryst Tkacz, Andrzej Kępa  

Opublikowano: [W] Tkacz, E., Gzik, M., Paszenda, Z., Piętka, E. (eds) Innovations in 

Biomedical Engineering. IBE 2018. Advances in Intelligent Systems and Computing, vol 925. 

Springer - 2019, s. 55−66. 

DOI: https://doi.org/10.1007/978-3-030-15472-1_7 

Liczba punktów ministerialnych: 20 

Udział pierwszego autora w poniżej załączonym artykule polegał na opracowaniu koncepcji 

badań, analizie otrzymanych wyników oraz przygotowaniu manuskryptu (50%). Wkład  

współautorów, w formie oświadczenia, zamieszczono na końcu artykułu.  

Celem badań było określenie wpływu normalizacji obrazów CT kręgosłupa na dokładność 

automatycznego rozpoznawania ubytków w strukturze tkanki gąbczastej kręgów na odcinku 

piersiowo-lędźwiowym. Deskryptory cech oparte były na histogramie poziomów szarości, 

macierzy gradientu, macierzy RL, macierzy zdarzeń, modelu autoregresji i transformacie 

falkowej. Zastosowano 6 metod selekcji cech: współczynnik Fishera, minimalizację 

prawdopodobieństwa błędu klasyfikacji wraz z zakumulowanym współczynnikiem korelacji, 

informację wzajemną, korelację Spearmana, heurystyczną identyfikację zmiennych 

zakłócających, liniową regresję krokową. Wyniki selekcji użyto do budowy 6 popularnych 

klasyfikatorów. Uzyskano następujące wartości poszczególnych współczynników jakości 

klasyfikacji (przed normalizacją / po normalizacji): ogólna dokładność klasyfikacji – 90%/82%, 

wrażliwość klasyfikacji – 89%/85%, specyficzność klasyfikacji – 96%/82%, wartość 

predykcyjna dodatnia – 95%/95%, wartość predykcyjna ujemna – 89%/84%. Dla 

zastosowanego zbioru cech teksturalnych, oraz metod selekcji i klasyfikacji, normalizacja 

obrazu zdecydowanie pogorszyła dokładność automatycznego rozpoznawania osteoporozy na 

podstawie zdjęć CT kręgosłupa. W związku z tym, należy ostrożnie stosować wspomnianą 

operację tak, aby nie usunąć z przetwarzanych obrazów informacji istotnej z punktu widzenia 

celu realizowanych badań. 

https://pub.pollub.pl/author/812/
https://pub.pollub.pl/author/1995/
https://pub.pollub.pl/author/8797/
https://pub.pollub.pl/author/8814/
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5. WYKAZ AKTYWNOŚCI I OSIĄGNIĘĆ NAUKOWYCH  

Orcid: 0000-0001-5640-0204 

WoS ResearcherID: D-6985-2017 

Indeks Hirscha: 4 (wg Web of Science), 7 (wg Scopus) 

Cytowania: 66 (wg Web of Science), 134 (wg Scopus) 

Staże naukowe i wizyty studyjne: 

• Wizyta studyjna w Zhejiang A & F University, Hangzhou, Chiny (2019 r.) 

• Staż naukowy w Virginia Commonwealth University, Richmond, USA (2019 r.) 

• Staż naukowy w Universidad Rey Juan Carlos w Madrycie, Hiszpania (2018 r. i 2019 r. ) 

Nagrody naukowe: 

• Stypendium Prezydenta Miasta Lublin (dwukrotnie jako doktorantka w roku 2020 oraz 2018) 

• Nagroda Rektora PL za działalność naukową (2020). 

Moja aktywność obejmuje również działalność lokalną oraz ogólnopolską na rzecz środowiska 

akademickiego oraz działalność na rzecz popularyzacji nauki: 

 Pełnienie funkcji Pełnomocnika Zarządu Krajowej Reprezentacji  Doktorantów ds. 

naukowych i edukacyjnych (2020 r.) 

 Pełnienie funkcji Przewodniczącej Rady Uczelnianej Samorządu Doktorantów PL 

(2018 − 2020) 

 Organizacja wymiany studencko-doktoranckiej z Zhejiang A&F University   

w Chinach (2019 r.) 

 Działalność w Lubelskim Porozumieniu Doktorantów (2020) 

 Funkcja przedstawiciela doktorantów w Radzie Szkoły Doktorskiej w Politechnice 

Lubelskiej (2019 − 2020) 

 Reprezentowanie doktorantów PL w Związku Uczelni Lubelskich (2018 – 2020) 

 Udział w organizacji corocznych Warsztatów Doktorantów Wydziału 

Elektrotechniki i Informatyki 

 Reprezentacja doktorantów PL w Senacie Politechniki Lubelskiej (2018 − 2020) 
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6. PODSUMOWANIE 

Niniejszą rozprawę stanowi cykl czterech publikacji dotyczących diagnostyki osteoporozy na 

podstawie analizy obrazu CT tkanki gąbczastej kręgosłupa. Otrzymane wyniki świadczą  

o skuteczności zastosowanych metod. Metody te mogą stać się podstawą do stworzenia systemu 

automatycznej diagnostyki ubytków w mikroarchitekturze tkanki kostnej.  

Najlepsze wyniki uzyskano w przypadku zastosowania modelu konwolucyjnej sieci 

neuronowej VGG16 charakteryzującego się najmniejszą głębokością topologiczną. Pozwoliło 

to na osiągnięcie dokładności klasyfikacji na poziomie 95%, a wartości parametrów TPR i TNR 

osiągnęły odpowiednio 96% i 94%. Porównywalnie dobre wyniki uzyskano za pomocą metody 

analizy tekstury obrazu rekonstrukcji miękkotkankowej, gdzie wszystkie trzy parametry ACC, 

TPR i TNR osiągnęły wartość 95%. Najmniejszą dokładność uzyskano w przypadku 

zastosowania analizy fraktalnej. W tym przypadku wyniki dla klasyfikatora K-NN (dla k=1 lub 

10) wyniosły ACC=81%, TPR=78%, TNR=90%, PPV=90%, NPV=77%.  

Przeprowadzone badania pokazują, że testowanie nowych metod pozwala osiągnąć coraz 

lepsze wyniki klasyfikacji obrazów tkanki gąbczastej, a tym samym stwarza podstawy do 

dalszych prac ukierunkowanych na diagnostykę osteoporozy. Kolejne, nieopublikowane 

jeszcze badania autorki bazujące na zastosowaniu koncepcji uczenia wieloinstancyjnego 

pozwoliły osiągnąć jeszcze lepsze niż dotychczas wyniki. W związku z tym autorka ma w 

planach kolejne działania związane z badaniami nad analizą i klasyfikacją obrazów pod kątem 

identyfikacji ubytków mikroarchitektury tkanki kostnej.   

 Jako główny i najbliższy cel autorka założyła  rozbudowę bazy danych obrazów CT 

kręgosłupa, co w ostatnich miesiącach ze względu na sytuację pandemiczną nie było 

możliwe do zrealizowania. Przeprowadzenie symulacji na większej liczbie próbek 

pozwoli zweryfikować działanie dotychczas stosowanych algorytmów oraz umożliwi 

testowanie metod wymagających większego zbioru danych obrazowych.  

 Kolejnym ważnym aspektem, który jest niezbędny do uwzględnienia w dalszych 

pracach jest dołączenie do systemu predykcyjnego dodatkowej klasy obrazów 

reprezentujących osteopenię. Ma to kluczowe znaczenie w przygotowaniu systemu 

pozwalającego identyfikować ubytki tkanki kostnej już w początkowej fazie procesu 

chorobowego.  
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 Istotną kwestią jest również automatyczna segmentacja obszaru badanej tkanki  

z sekwencji obrazów DICOM uzyskiwanych podczas badania CT. W założeniu system 

diagnostyczny ma umożliwić maksymalnie prostą i szybką ocenę stanu tkanki  

w związku z czym proces segmentacji musi przebiegać w sposób zautomatyzowany. 

Tylko w takim wypadku istnieje szansa na wprowadzenie go do powszechnego użytku 

jako standardowej procedury diagnostycznej podczas wykonywania badań CT 

kręgosłupa.  

 W dalszych planach autorka ma również dostosowanie opracowanych algorytmów do 

analizy tkanki kostnej w innych obszarach np. kości udowej lub przedramienia.  
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8. ZAŁĄCZNIK 1 

Tab. 8. 1 Próbki obrazowe tkanki gąbczastej zastosowane w badaniach – grupa kontrolna 
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Tab. 8.2. Próbki obrazowe tkanki gąbczastej zastosowane w badaniach – grupa chorych. 

1 

    

2 

    

3 

    

4 

    

5 

    

6 

    

7 

    

8 

    

10 

    

11 

    



Załącznik 1 

108 

12 

    

13 

    

14 

    

15 

    

16 

    

17 

    

18 

    

19 

    

20 

    

21 

    



Załącznik 1 

109 

22 

    

23 

    

24 

    

25 

    

26 

    

27 

    

28 

    

29 

    

30 

    

31 

    



Załącznik 1 

110 

32 

    

33 

    

34 

    

35 

    

36 

    

37 

    

38 

    

39 

    

40 

    

41 

    



Załącznik 1 

111 

42 

    

43 

    

44 

    

45 

    

46 

    

47 

    

48 

    

49 

    

50 

    

 

 

 

  



Załącznik 2 

112 
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